
Statistika je, v ²ir²ím slova smyslu, jakékoliv zpracování £ísel-
ných nebo jiných dat o n¥jakém souboru objekt· a jejich více £i
mén¥ p°ehledná prezentace. V tomto smyslu hovo°íme o popisné
statistice. Jejím p°edm¥tem je tedy zpracování a zp°ehled¬ování
dat o objektech daného souboru, nap°. ro£ní p°íjmy v²ech ob£an·
zpracovávané z kompletních dat �nan£ních ú°ad·.

Matematická statistika spo£ívá ve vyuºití matematických me-
tod pro odvozování záv¥r· platných pro celý (potenciáln¥ ne-
kone£ný) soubor objekt· na základ¥ n¥jakého �malého� vzorku.
Nap°. zji²´ujeme zatíºení populace chorobami pomocí dat získa-
ných u n¥kolika nahodile vybraných osob, chceme ale interpretovat
výsledky ve vztahu k celé populaci.

Podstatou popisné statistiky je odvození jednoduchých (zpra-
vidla) £íselných charakteristik o velkých souborech dat, resp. je-
jich vhodná vizualizace. Podstatou matematické statistiky je pro
prezentovaná data zji²´ovat, jaké vlastnosti skute£n¥ mají objekty,
které jsou daty popisovány, a zárove¬, jak v¥rohodné jsou odvo-
zené výsledky. Zpravidla p°itom jde o sb¥r a zpracování dat o n¥ja-
kém souboru objekt·, jejich následnou analýzu a, kone£n¥, o vy-
slovení d·sledk· pozorování pro rozsáhlej²í soubor objekt· neº
jsou ty, jejichº data jsme zpracovávali. Je²t¥ jinak °e£eno, výsled-
kem pouºití matematické statistiky je sd¥lení o velkém souboru
objekt· na základ¥ studia malé (zpravidla náhodn¥ vybrané) £ásti
z nich, spole£n¥ s kvalitativním odhadem v¥rohodnosti výsledného
sd¥lení.

Matematická statistika je op°ena hlavn¥ o nástroje teorie
pravd¥podobnosti, které jsou velice uºite£né (a zajímavé) i samy
o sob¥. Nejvíce úsilí budeme v dal²ím textu v¥novat práv¥ jim.

Celá tato kapitola poskytuje elementární úvod do metod
pravd¥podobnosti a statistiky, který by m¥l být dostate£ný pro
správné chápání b¥ºných statistických informací v²ude kolem
nás. Pro seriozní porozum¥ní práci matematického statistika bude
t°eba sáhnout po dal²ích zdrojích.

1. Popisná statistika

Popisná statistika není sama o sob¥ matematická disciplína,
by´ pouºívá £etné manipulace s £ísly a ob£as i velmi so�stikované
metody. Je p°itom ale dobrou p°íleºitostí k ilustraci matematického
p°ístupu k budování obecn¥ uºite£ných nástroj·.

Zárove¬ by nám m¥la poslouºit jako motivace pro °adu úvah
v pravd¥podobnosti, protoºe uº budeme tu²it, k £emu je pozd¥ji
v matematické statice budeme pot°ebovat.
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Statistické a pravd¥podobnostní metody

Je statistika £ástí matematiky?

� kdyº ano, pak matematiky pot°ebuje moc. . . !

A. Te£ky, £áry, obdélní£ky

Získaná data z praxe m·ºeme zachytit r·znými zp·soby. Uve¤me

n¥kolik základních.

9.1. Zobrazování získaných dat. U 20 matematik· bylo zji²t¥n

po£et £len· domácnosti, ve které ºijí. V tabulce je uvedena £etnost, se

kterou se dané po£ty £len· domácnosti vyskytly.

Po£et £len· 1 2 3 4 5 6
Po£et domácností 5 5 1 6 2 1

Vytvo°te tabulku rozloºení £etnost. Ur£ete pr·m¥r, medián a mo-

dus po£tu osob v domácnosti. Sestavte sloupcový diagram dat.

�e²ení. Do tabulky rozloºení £etností zapí²eme nejen vlastní £et-

nosti, ale i kumulativní £etnosti a pravd¥podobnosti, ºe s jakou má

náhodn¥ vybraná domácnost daný po£et £len· (tzv. relativní £et-

nost). Moºný po£et £len· domácnosti ozna£íme xi , odpovídající £et-

nost pak ni , relativní £etnost pi (= ni/
∑6

j=1 nj = ni/20), ku-
mulativní £etnost Ni (= ∑i

j=1 xj ) a relativní kumulativní £etnost
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9.1. Pravd¥podobnost nebo statistika? Ne náhodou se vracíme
k £ásti na²ich motiva£ních náznak· z první
kapitoly, jak jen se nám poda°ilo shromáºdit
dostatek matematických nástroj· jak diskrétní,
tak spojité povahy.

Statistikami je totiº dnes zaplaveno kdejaké sd¥lení, a´ uº
v médiích, politické nebo odborné. Nicmén¥ porozum¥t obsahu
takového sd¥lení a pochopit moºnosti £i oprávn¥nost vyuºití jed-
notlivých statistických metod a pojm· si vyºaduje mnoho zna-
lostí z r·zných oblastí matematiky, kterými jsme dosud procházeli.
V tomto odstavci je²t¥ neza£neme s matematickou teorií � ve vol-
ném sledu poznámek se jen zamyslíme nad dal²ími kroky a cíli.

Vezm¥me si jako p°íklad souboru objekt· v²echny studenty
konkrétního základního kurzu. Jako £íselné údaje pak m·ºeme
nap°. zkoumat

• �pr·m¥rný po£et bod·� dosaºený p°i hodnocení tohoto
p°edm¥tu v minulém semestru a �rozptyl� dosaºených
hodnot,
• �pr·m¥rné známky� dosaºené u zkou²ky z tohoto a z jiných
pevn¥ vybraných p°edm¥t· a �korelace� (tj. vzájemnou sou-
vislost) mezi výsledky,
• �korelace� dat vypovídajících o historii d°ív¥j²ího studia
u konkrétních student·,
• �korelace� neúsp¥ch· ve studiu a po£tu pracovních hodin
týdn¥ odpracovaných studentem £i studentkou mimo fakultu,
• . . .

Zastavme se u prvního údaje. Samotný aritmetický pr·m¥r
bod· nám mnoho ne°ekne ani o kvalit¥ p°edná²ky ani o kvalit¥
p°edná²ejícího ani o samotném hodnocení konkrétních student·.
Moºná nás bude více zajímat hodnota, která bude �uprost°ed sou-
boru�, tj. po£et bod·, pro které je stejn¥ student· pod ní a nad
ní (nebo obdobn¥ první a poslední £tvrtina, desetina apod.). V²em
takovým údaj·m °íkáme statistiky posuzované veli£iny. Takové sta-
tistiky budou jist¥ zajímavé pro samotné studenty a je docela jed-
noduché je zavést, spo£íst i sd¥lit.

Z obecné zku²enosti nebo jako výsledek teoretických úvah
mimo samotnou matematiku víme, ºe rozumné hodnocení by
m¥lo mít tzv. �normální� rozd¥lení. Tento pojem pat°í do teorie
pravd¥podobnosti a k jeho zavedení pot°ebujeme pom¥rn¥ dost ma-
tematiky. Porovnáním výsledku t°eba i docela malého náhodného
výb¥ru student· s teoretickým p°edpokladem m·ºeme zjistit od-
had parametr· takového rozd¥lení, ale také £init záv¥ry, zda je celé
hodnocení postaveno rozumn¥.

Zárove¬ lze z £íselných hodnot na²ich statistik pro konkrétní
výb¥r kvalitativn¥ popsat v¥rohodnost na²ich záv¥r·. Stejn¥ tak
budeme um¥t spo£íst statistiky, které nebudou odráºet polohy hod-
not uvnit° daného statistického souboru ale variabilitu sledovaných
hodnot. Tak nap°íklad kdyº výsledky hodnocení nebudou vyka-
zovat dostate£nou variabilitu, p°i£emº studenti jist¥ r·zné výkony
prokazují, jde op¥t o náznak, ºe je s p°edm¥tem n¥co v nepo°ádku.
Kdyº p·sobí zji²t¥ná data zcela chaotickým dojmem, pak asi také.

V p°edchozím odstavci jsme ml£ky p°edpokládali, ºe pova-
ºujeme zpracovávaná data za v¥rohodná. To v²ak v praktickém
vyuºití tak nebývá. Naopak samotná data jsou zatíºena chybami,
zpravidla vznikajícími v d·sledku konstrukce experimentu a sa-
motného sb¥ru dat.

V mnoha p°ípadech také není známo mnoho o charakteru
rozd¥lení dat. V takových p°ípadech je obvyklé pouºívat metody
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Fi(= Ni/20 = ∑i
j=1 pj ):

xi ni pi Ni Fi
1 5 1/4 5 1/4
2 5 1/4 10 1/2
3 1 1/20 11 11/20
4 6 3/10 17 17/20
5 2 1/10 19 19/20
6 1 1/20 20 1

Snadno jiº také sestavíme poºadované (sloupcové) grafy (relativních,

kumulativních) £etností:

Snadno spo£ítáme pr·m¥r po£tu osob v domácnosti:

x̄ = 5 · 1+ 5 · 2+ 3 · 1+ 6 · 4+ 2 · 5+ 1 · 6
20

= 2,9.

Medián je pak pr·m¥r desáté a jedenácté hodnoty (se°azených

podle velikosti), tedy pr·m¥r z £ísla 2 a 3, x̃ = 2, 5.
Modus je nej£ast¥ji se vyskytující hodnota, tedy x̂ = 4.
Uvedená data také m·ºeme zobrazit pomocí krabicového dia-

gramu:

Horní a dolní strana �krabice� odpovídá prvnímu (téº dolnímu),

resp. t°etímu (téº hornímu) kvartilu, její vý²ka je tedy rovna kvarti-

lovému rozp¥tí. Tlustá vodorovná £ára mediánu je vedena ve vý²ce

mediánu, dolní a horní vodorovná £ára v diagramu odpovídá minimál-

nímu a maximálnímu prvku výb¥ru, p°ípadn¥ hodnot¥, která je o 1,5
násobku kvartilového rozp¥tí niº²í (resp. vy²²í) neº dolní (resp. horní)

strana krabice. P°ípadná data mimo toto rozp¥tí zna£íme v diagramu

kole£ky.

Není téº problém sestavit histogram daných dat:
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neparametrické statistiky (kterých se jen letmo dotkneme na konci
kapitoly).

Velmi zajímavé vývody m·ºeme formulovat, kdyº porovná-
ním statistik pro r·zné veli£iny uvedené vý²e budememoci dovozo-
vat informace o souvislostech. Pokud nap°. neexistuje ºádná doloºi-
telná souvislost mezi historií p°edchozího studia a výsledky v dané
p°edná²ce, je jedním z moºných vysv¥tlení záv¥r, ºe je p°edná²ka
prost¥ ²patn¥ vedená.

Shr¬me si tedy tyto úvahy takto:

• Vpopisné statisticemáme k dispozici nástroje, které umoº¬ují
dob°e porozum¥t struktu°e a povaze i velmi rozsáhlých dat;
• v matematice pracujeme s abstraktním matematickým popi-
sem pravd¥podobnosti, který je pouºitelný pro analýzu daných
dat, zejména kdyº máme k dispozici teoretický model, kte-
rému mají odpovídat;
• záv¥ry statických ²et°ení na vzorcích konkrétních soubor· dat
m·ºe dát matematická statistika;
• i to, do jaké míry je takový popis adekvátní pro konkrétní
výb¥r dat, je moºné vyjád°it pomocí metod matematické sta-
tistiky.

Neº se do takového sloºitého programu pustíme, zastavme se
u prvního bodu.

9.2. Terminologie. Statistikové zavedli veliké mnoºství názv· a
budeme si jemuset osvojit. Základním východiskem je
statistický soubor, coº je p°esn¥ de�novaná mnoºina
základních statistických jednotek. Ty mohou být dány
bu¤ vý£tem nebo n¥jakými pravidly v rámci v¥t²ího

souboru.
Na kaºdé statistické jednotce m¥°íme jeden nebo více statis-

tických znak·, p°itom ov²em chápeme �m¥°ení� velice ²iroce.
Nap°. souborem mohou být v²ichni studenti dané univerzity,

kaºdý zvlá²´ je pak statistickou jednotkou. O t¥chto jednotkách pak
m·ºeme schra¬ovat mnoho znak· � nap°. v²echny £íselné hodnoty
zjistitelné z informa£ního systému, jakou mají jednotliví studenti
nejrad¥ji barvu, co sn¥dli ve£er p°ed poslední písemkou, atd.

Základním objektem pro zkoumání jednotlivých znak· je pak
soubor hodnot. Zpravidla jej máme ve form¥ uspo°ádaných hod-
not. Uspo°ádání je bu¤ dáno p°irozen¥ (kdyº jsou hodnotami nap°.
reálná £ísla) nebo je m·ºeme zavést pro ur£itost (t°eba kdyº bu-
deme sledovat barvy, tak je m·ºeme vyjad°ovat v RGB standardu
a °adit podle tohoto p°íznaku). M·ºeme pracovat i s hodnotami
neuspo°ádanými.

Protoºe smyslem statistického popisu je srozumiteln¥ a
p°ehledn¥ sd¥lit n¥co o celém souboru, budeme jist¥ chtít um¥t
jednotlivé hodnoty n¥jak porovnávat a pom¥°ovat. Je tedy pod-
statné mít k tomu dispozici n¥jaké m¥°ítko. Nej£ast¥ji máme
znaky vyjád°eny £íselnou hodnotou. Ov²em v¥cný význam dat
m·ºe být kvanti�kován v r·zné mí°e a podle toho rozeznáváme
r·zné typy m¥°ítek znak·.

Typy m¥°ítek znak·

Podle toho jakého charakteru jsou hodnoty, hovo°íme o typu:

• nominálním, kdy mezi hodnotami není ºádný vztah, jde pouze
o ozna£ení jednotlivých kvalitativních jmen, tj. moºných hod-
not (nap°. politické strany v �R nebo p°edná²ející na univer-
zit¥ p°i zkoumání jejich obliby);
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V²imn¥me si, ºe £etnosti výskyt· jedno a dvou£lenných domác-

ností byly slou£eny do jednoho obdélní£ku. Tento postup se pouºívá

pro �zp°ehledn¥ní dat� � existují (r·zná a nejednozna£ná) pravidla,

jak p°i slu£ování postupovat. Proto pouze na tento fakt upozor¬ujeme,

aniº bychom uvedli p°esný postup (v podstat¥ je to, jak se to komu

líbí). □

9.2. Pro soubor znak· x = (x1, x2, . . . , xn) vypo£t¥te pr·m¥r a roz-

ptyl centrovaných hodnot xi − x̄ a standardizovaných hodnot xi−x̄sx .

�e²ení. Pr·m¥r centrovaných hodnot zjistíme p°ímým výpo£tem za

pouºití de�nice aritmetického pr·m¥ru

1
n

n∑
i=1

(xi − x̄) = 1
n

n∑
i=1

xi − x̄
n

n∑
i=1

1 = x̄ − x̄ = 0.

Rozptyl centrovaných hodnot je z°ejm¥ shodný s rozptylem p·vodních

hodnot sx . Pro standardizované hodnoty je pr·m¥r zjevn¥ op¥t roven

nule a rozptyl je roven
1
n

n∑
i=1

(
xi−x̄
sx

)2 = 1
s2
x
· 1
n

n∑
i=1
(xi − x̄)2 = 1. □

9.3. Dokaºte, ºe pro rozptyl platí vztah s2x = 1
n

∑n
i=1 x

2
i − x̄2 .

�e²ení. Z de�nice rozptylu a aritmetického pr·m¥ru

s2x =
1
n

n∑
i=1

(
x2
i − 2xi x̄ + x̄2 ) = 1

n

n∑
i=1

x2
i −

2x̄
n

n∑
i=1

xi + x̄2 =

= 1
n

n∑
i=1

x2
i − x̄2 .

□

9.4. Byly nam¥°eny následující hodnoty n¥jakého znaku

10; 7; 7; 8; 8; 9; 10; 9; 4; 9; 10; 9; 11; 9; 7; 8; 3; 9; 8; 7.
Ur£ete aritmetický pr·m¥r, medián, kvartily, rozptyl a p°íslu²ný krabi-

cový diagram.
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• ordinálním, kdy platí totéº jako p°edchozí, ale s p°idaným
uspo°ádáním (nap°. po£et hv¥zdi£ek u hotel· v turistických
pr·vodcích);
• intervalovém, kdy jde o £íselné hodnoty, ale jde o porovnání
velikostí, nikoliv absolutní hodnotu (nap°. u m¥°ení teplot je
poloha nuly zpravidla dohodnuta, ale není podstatná);
• pom¥rovém, kdy máme pevn¥ stanovené m¥°ítko a nulu (nap°.
v¥t²ina fyzikálních nebo ekonomických veli£in).

U nominálních typ· znak· jsme schopni v¥cn¥ interpretovat
pouze rovnost x1 = x2, u ordinálních i nerovnost x1 < x2,
p°ípadn¥ x1 > x2, u intervalových navíc umíme posoudit rozdíl
x1 − x2. U pom¥rových typ· m¥°ítek máme k dispozici rovnost,
nerovnost, rozdíl i podíl x1/x2.

9.3. T°íd¥ní hodnot. V dal²ím budeme pracovat se souborem
hodnot x1, x2, . . . , xn, které lze uspo°ádat (nejedná se tedy o hod-
noty typy znak· nominálních) a které vznikly m¥°ením na n sta-
tistických jednotkách, a uspo°ádáme je do uspo°ádaného souboru
hodnot

(9.1) x(1), x(2), . . . , x(n).

�íslo n nazýváme rozsah souboru.
Pokud pracujeme s rozsáhlými soubory znak·, které ale

p°ipou²tí jen málo hodnot, je nejjednodu²²í uvád¥t pouze £etnosti
výskytu. Nap°. p°i pr·zkumu preferencí politických stran nebo
u prezentace kvality hotelové sít¥ uvádíme u kaºdé moºné hodnoty
po£et jejích výskyt·.

Pokud je moºných hodnot mnoho (nebo dokonce p°ipou²tíme
spojit¥ rozprost°ené reálné hodnoty), d¥líme £asto moºný rozsah
hodnot na vhodný po£et interval· a o statistickém znaku uvádíme
£etnost hodnot v daných intervalech. Interval·m se £asto °íká t°ídy
a po£tu znak· ve t°íd¥ pak t°ídní £etnosti. Pouºíváme také kumu-
lativní £etnosti a kumulativní t°ídní £etnosti, které pro danou t°ídu
vznikají prostým sou£tem t°ídních £etností s hodnotami nejvý²e
jako má ta daná.

Nej£ast¥ji pak uvaºujeme st°ed ai dané t°ídy za hodnotu, která
ji reprezentuje a hodnota aini , kde ni je £etnost výskytu této t°ídy
p°edstavuje celkový p°ísp¥vek této t°ídy. Velmi £asto také místo
£etností zobrazujeme relativní £etnosti ai/n, resp. relativní kumu-
lativní £etnosti.

Graf, který na jedné ose vyná²í intervaly jednotlivých t°íd a
nad nimi obdélníky s vý²kou rovnou £etnosti se nazývá histogram.
Obdobn¥ se znázor¬uje kumulativní £etnost.

Na obrázku jsou histogramy soubor· o rozsahu n = 500,
které vznikly náhodným generováním dat s r·znými standardními
rozd¥leními (£asem jim budeme °íkat normální, χ2 a studentovo)
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�e²ení. Ozna£íme-li r·zné hodnoty znaku ai a jejich £etnosti ni , pak

m·ºeme soubor dat ze zadání uspo°ádat do následující tabulky.

ai 3 4 7 8 9 10 11
ni 1 1 4 4 6 3 1

Z de�nice aritmetického pr·m¥ru pak máme

x̄ = 3+ 4+ 4 · 7+ 4 · 8+ 6 · 9+ 3 · 10+ 11
1+ 1+ 4+ 4+ 6+ 3+ 1

= 162
20
= 8,1.

Protoºe desátý £len v posloupnosti uspo°ádaných hodnot znaku je

x(10) = 8 a jedenáctý x(11) = 9, je medián roven x̃ = 8+9
2 = 8,5.

Dolní kvartil je x0,25 = x(5)+x(6)

2 = 7 a horní x0,75 = x(15)+x(16)

2 = 9.
Z de�nice rozptylu spo£ítáme

s2x =
5,12 + 4,12 + 4 · 1,12 + 4 · 0,12 + 6 · 0,92 + 3 · 1,92 + 2,92

1+ 1+ 4+ 4+ 6+ 3+ 1
=

= 3,59.

Na následujících obrázcích je zobrazen p°íslu²ný histogram a krabi-

cový diagram.

□
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9.4. Míry polohy statistických znak·. Chceme-li vyjád°it veli-
kost hodnot, kolem kterých se jednotlivá pozorování
znak· shromaº¤ují pouºíváme v¥t²inou pojmy z ná-
sledující de�nice. Budeme te¤ pracovat se znaky

pom¥rových (nebo p°ípadn¥ intervalových) typ· m¥°ítek.
Uvaºme (net°íd¥ný) soubor (x1, . . . , xn) hodnot m¥°eného

znaku pro v²echny zpracovávané statistické jednotky a nech´
n1, . . . , nm jsou t°ídní £etnosti m r·zných hodnot a1, . . . , an,
nabývaných tímto souborem.

Pr·m¥ry

De�nice. Aritmetický pr·m¥r (£asto také jen pr·m¥r) je dán

x̄ = 1
n

n∑
i=1

xi = 1
n

m∑
j=1

njaj .

Geometrický pr·m¥r je dán

x̄G = n
√
x1x2 · · · xn

a má smysl pouze u kladných hodnot znak·. Harmonický pr·m¥r
je dán

x̄H =
(

1
n

n∑
i=1

1
xi

)−1

a je také de�nován jen pro kladné hodnoty znak·.

Aritmetický pr·m¥r je jediný z t¥chto pr·m¥r·, který je inva-
riantní v·£i a�nním transformacím, tj. pro libovolné skaláry a, b
platí

(a + b · x) = 1
n

n∑
i=1

(a + bxi) = a + b
n∑
i=1

xi = a + b · x̄.

Aritmetický pr·m¥r je proto obzvlá²´ vhodný pro intervalové typy
m¥°ítek.

Logaritmus geometrického pr·m¥ru je aritmetický pr·m¥r lo-
garitm· znak·. Je obzvlá²´ vhodný pro znaky, které se kumulují
multiplikativn¥, nap°. úrokové míry. Je-li totiº úroková míra v jed-
notlivých £asových jednotkách xi%, bude za celé období výsledek
takový, jakoby byla po celou dobu konstantní úroková míra x̄G%.

Jako ilustraci tehdy rozvíjených metod jsme dokázali v od-
stavci 8.23 na stran¥ 464, ºe je geometrický pr·m¥r vºdy nejvý²e
tak velký jako aritmetický. Obdobn¥ je tomu pro harmonický
pr·m¥r a platí

x̄H ≤ x̄G ≤ x̄.
9.5. Medián, kvartil, decil, percentil, . . . Jiný zp·sob vyjád°ení
míry, jakou hodnotu nabývají znaky, je najít pro £íslo α mezi nu-
lou a jedni£kou takovou hodnotu xα , aby 100α% hodnot znaku
bylo nejvý²e xα a zbylé byly v¥t²í neº xα . Pokud takový znak není
ur£en jednozna£n¥, volíme zpravidla pr·m¥r mezi dv¥ma extrém-
ními moºnými hodnotami.

�íslu xα °íkáme α�kvantil. Dosáhl-li tedy n¥jaký ú£astník
sout¥ºe výsledku, který jej °adí do x1,00, neznamená to, ºe byl jist¥
lep²í neº v²ichni ostatní. Jen nebyl nikdo jiný je²t¥ lep²í neº on.

Nejobvyklej²í hodnoty xα jsou:

• medián (£asto také výb¥rový medián) de�novaný vztahem

x̃ = x0,50 =
{
x((n+1)/2) pro liché n
1
2

(
x(n/2) + x(n/2+1)) pro sudé n

,
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9.5. V daném rybníku se vylovilo 425 kapr· a u v²ech byly zji²t¥ny

jejich hmotnosti. Pak se vhodn¥ zvolily hmotnostní intervaly a sesta-

vila se následující tabulka £etností:

Hmotnost (kg) 0-1 1-2 2-3 3-4 4-5 5-6 6-7
St°ed t°ídy 0,5 1,5 2,5 3,5 4,5 5,5 6,5
�etnost 75 90 97 63 48 42 10

Na£rtn¥te histogram, ur£ete aritmetický, geometrický a harmonický

pr·m¥r hmotnosti kapr·, dále ur£ete medián, horní a dolní kvartil,

modus, rozptyl, sm¥rodatnou odchylku, varia£ní koe�cient a na£rtn¥te

p°íslu²ný krabicový diagram.

�e²ení. Histogram má tvar

Z de�nic p°íslu²ných pojm· v £ásti 9.4 p°ímo spo£ítáme aritme-

tický pr·m¥r x̄ = 2,7kg, geometrický pr·m¥r x̄G = 2,1kg, har-
monický pr·m¥r x̄H = 1,5kg. Z de�nic v 9.5 je medián roven

x̃ = x0,5 = 2,5kg, dolní a horní kvartil x0,25 = 1,5kg resp.

x0,75 = 3,5kg a pro modus platí x̂ = 2,5kg. Z de�nic v £ásti 9.6

spo£ítáme rozptyl hmotnosti kapr· s2x = 2,7kg2, tj. sm¥rodatná od-

chylka je sx = 1, 7kg, a varia£ní koe�cient Vx = 0, 6. □

9.6. Dokaºte, ºe entropie nabývá svého maxima, jsou-li hodnoty

nominálního znaku rovnom¥rn¥ rozloºeny, tj. £etnost kaºdé t°ídy je

ni = 1.

�e²ení. Podle de�nice entropie 9.9 hledáme maximum funkce HX =
−∑n

i=1 pi lnpi vzhledem k neznámým relativním £etnostem pi =
ni

n
, které navíc spl¬ují

∑n
i=1 pi = 1. Jedná se tedy o klasickou úlohu

hledání vázaného extrému, kterou m·ºeme vy°e²it nap°íklad pomocí

Lagrangeových multiplikátor·. P°íslu²ná Lagrangeova funkce je

L(p1, . . . , pn, λ) = −
n∑
i=1

pi lnpi + λ
(

n∑
i=1

pi − 1

)
.
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kde x(k) p°edstavuje hodnotu v uspo°ádaném souboru hodnot
(9.1)
• dolní a horní kvartil Q1 = x0,25 aQ3 = x0,75;
• p-tý kvantil (téº výb¥rový kvantil nebo percentil) xp, kde

0 < p < 1 (zpravidla zadaný na dv¥ desetinná místa).

Lze se setkat také s hodnotou modus, která udává hodnotu x̂
znaku s nejv¥t²í £etností v souboru x.

Aritmetický pr·m¥r, medián amodus p°edstavují jakési o£eká-
vatelné hodnoty znak·. Pr·m¥r u znaku podílového typu, medián
u pom¥rového a modus u ordinálního nebo nominálního.

V²imn¥me si, ºe v²echny α�kvantily hodnot v intervalových
m¥°ítcích jsou invariantní vzhledem k a�nním transformacím hod-
not (promyslete si podrobn¥!).

9.6. Míry variability statistických znak·. Rozumným poºadav-
kem na jakoukoliv míru variability souboru hodnot
znak· x ∈ Rn je její invariance v·£i konstantním po-
sunutím. V euklidovském prostoru Rn má tuto vlast-
nost standardní vzdálenost bod· a nezávislý na po-

sunutí o konstantní hodnotu je i výb¥rový pr·m¥r. Proto volíme
následující

Rozptyl a sm¥rodatná odchylka

De�nice. Rozptyl souboru znak· x je de�nován vztahem

s2x =
1
n

n∑
i=1

(xi − x̄i)2.

Sm¥rodatná odchylka sx je dána jako odmocnina z výb¥rového roz-
ptylu.

�asto se v literatu°e také pro rozptyl pouºívá název st°ední
kvadratická odchylka.

Variabilita statistických znak· by nem¥la záviset na konstant-
ním posunutí v²ech hodnot. P°i na²í de�nici jsme proto vy²li z toho,
ºe jak standardní vzdálenost bod· v Rn tak výb¥rový pr·m¥r
jsou v·£i posunutím o konstantní hodnotu invariantní, bude proto
skute£n¥ i pro neuspo°ádaný soubor znak·

y = (x1 + c, x2 + c, . . . , xn + c)
vºdy platit také sy = sx .

N¥kdy se místo na²í hodnoty sx pouºívá tzv. výb¥rový roz-
ptyl, který se odli²uje jen tím, ºe se ve jmenovateli zlomku pouºívá
(n − 1), d·vod uvidíme pozd¥ji.

V p°ípad¥ t°ídních £etností nj hodnot aj prom t°íd dává stejný
výraz hodnotu rozptylu

s2x =
1
n

m∑
j=1

nj (aj − x̄)2,

ale v praxi se doporu£uje pouºívat tzv. Shepardovu korekci, která
S2
x zmen²í o h2/12, kde h je ²í°ka stejných interval· de�nujících

t°ídy hodnot.
Dále se je²t¥ m·ºeme potkat s tzv. rozp¥tím výb¥ru

R = x(n) − x(1)
a kvartilovým rozp¥tím výb¥ru

Q = Q3 −Q1.
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Pro její parciální derivace platí ∂L
∂pi
= − lnpi − 1 + λ, a proto je její

stacionární bod ur£en rovnicemi pi = eλ−1 pro v²echna i = 1, . . . , n.
Navíc víme, ºe sou£et relativních £etností pi je roven jedné. To zna-

mená neλ−1 = 1 a odtud λ = 1− ln n. Dosazením z°ejm¥ pi = 1
n
.

□

9.7. Následující grafy udávají £etnosti moºných bodových zisk· stu-

dent· p°edm¥tu MB104 na Fakult¥ informaticky Masarykovy univer-

zity v roce 2012. Kumulativní graf je uvád¥n s �prohozenými� osami

oproti p°edchozímu p°íkladu.

�etnosti jednotlivých bodových zisk· jsou uvedeny v následující

tabulce:

Body Po£et student·

20.5 1

20 1

19 2

18.5 1

18 2

17.5 3

17 2

16.5 4

16 3

15.5 5

15 7

14.5 6

14 14

13.5 21

13 21

12.5 19

12 17

11.5 18

11 31

10.5 22

10 53

Body Po£et student·

9.5 9

9 9

8.5 13

8 8

7.5 13

7 4

6.5 7

6 4

5.5 8

5 7

4.5 9

4 5

3.5 7

3 8

2.5 8

2 14

1.5 8

1 2

0.5 6

0 9

Tomu potom odpovídá následující histogram:
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Pouºívá se také tzv. pr·m¥rná odchylka, která je dána
pr·m¥rnou vzdáleností hodnot od mediánu

Dx = 1
n

n∑
i=1

|xi − x̃|.

Následující v¥ta podává zd·vodn¥ní, pro£ tytomíry variability
volíme:

V¥ta. Funkce S(t) = (1/n)∑n
i=1(xi − t)2 nabývá svého minima

pro t = x̄, tj. pro výb¥rový pr·m¥r.
FunkceD(t) = (1/n)∑n

i=1 |xi− t| nabývá svého minima pro
t = x̃, tj. pro medián.

D·kaz. Protoºe je sou£et vzdáleností v²ech hodnot od
výb¥rového pr·m¥ru nulový, dostáváme p°ímým výpo£tem

n∑
i=1

(xi−t)2 =
n∑
i=1

(
(xi−x̄ )2 + (x̄−t)2 − 2(xi − x̄)(x̄−t)

)
= n(x̄ − t)2 +

n∑
i=1

(xi − x̄)2,

coº ov¥°uje první tvrzení.
U druhého si musíme dát pozor na de�nici mediánu. Sou£et

si za tím ú£elem p°eskládáme tak, abychom vºdy postupn¥ s£ítali
první s posledním s£ítancem, pak druhý s p°edposledním atd.
V prvním p°ípad¥ tedy jde o výraz |x(1) − t| + |x(n) − t|, a ten
bude roven vzdálenosti x(n) − x(1), pokud bude t uvnit° rozsahu
hodnost, a bude je²t¥ vet²í jinak. Dal²í dvojice v sou£tu nám stejn¥
dá x(n−1) − x(2), pokud bude x(2) ≤ t ≤ x(n−1) a bude v¥t²í jinak.
Postupn¥ tedy poºadavek na minimalizaci sou£tu povede práv¥ na
t = x̃. □

V praxi pot°ebujeme pom¥°ovat variabilitu r·zných soubor·
hodnot znak· r·zných statistických jednotek. Pro tento ú£el je
vhodné relativizovat m¥°ítko a pouºíváme proto tzv. varia£ní koe-
�cient daného souboru x

VX =
√
s2x
|x̄| .

Tuto relativní míru variability lze také chápat v procentech sm¥ro-
datné odchylky ve vztahu k výb¥rovému pr·m¥ru x̄.

9.7. �ikmost rozloºení hodnot znak·. Pokud jsou rozloºeny
znaky na²eho souboru naprosto symetricky kolem výb¥rového
pr·m¥ru, bude zejména platit

x̄ = x̃
�asto ale potkáváme rozloºení hodnot spl¬ujících

x̄ > x̃,

nap°. to je b¥ºné u rozloºení mezd v populaci. Docela uºite£nou
charakteristikou v tomto sm¥ru je tzv. Pearson·v koe�cient, který
je dán vztahem

β = 3
x̄ − x̃
Sx

a m·ºeme si z n¥ho ud¥lat p°edstavu o relativní mí°e (abso-
lutní hodnota β) i charakteru ze²ikmení (znaménko). Zejména si
v²imn¥me, ºe sm¥rodatná odchylka je vºdy kladná, takºe jiº zna-
ménko nám ukazuje, kterým sm¥rem k ze²ikmení dochází.
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Histogram jsme obdrºeli z informa£ního systémuMasarykovy uni-

verzity. Vidíme, ºe je zvolen pon¥kud netradi£ní zp·sob zobrazování,

kdy danému bodovému zisku odpovídá �dvojitý obdélní£ek�. Je na

vkusu kaºdého £tená°e, jaký zp·sob výpisu dat zvolí (jemoºno n¥které

hodnoty po£ítat do jedné, £ímº sníºíme po£et obdélní£k·, nebo pouºí-

vat ten£í obdélní£ky).

Snadno si v²imneme, ºe modusem bodových hodnot je £íslo

10, coº byla shodou okolností bodová hranice zaru£ující absolvování

p°edm¥tu. Pr·m¥r získaných bod· je 9,48.

9.8. Uve¤me je²t¥ sloupcové diagramy bodových zisk· student·

p°edm¥tu MB101 v podzimním semestru 2010 (první semestr studia)

a to jednak v²ech ú£astník· p°edm¥tu a poté student·, kte°í úsp¥²n¥

ukon£ili bakalá°ské studium.
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Kvantilové koeficienty ²ikmosti

Podrobn¥j²í informaci v tomto sm¥ru dávají tzv. kvantilové
koe�cienty ²ikmosti

βp = x1−p + xp
x1−p − xp ,

pro kaºdé 0 < p < 1. Jejich význam je z°ejmý, kdyº £itatel
zlomku vyjád°íme jako (x1−p − x̃)− (x̃ − xp).

Speciáln¥ dostáváme tzv. kvartilový koe�cient ²ikmosti p°i
volb¥ p = 0,25.

9.8. Diagramy. Pro rychlé vst°ebávání sloºit¥ji strukturovaných
informací je £lov¥k skv¥le vybaven zrakov¥.
Proto se pro zobrazení statistiky jednotlivých
znak· nebo jejich korelací pouºívá mnoho stan-
dardizovaných nástroj·. Jedním z nich jsou tzv.

krabicové diagramy.

Krabicový diagram

Na obrázku je zobrazen histogram a krabicový diagram stej-
ného souboru hodnot (normální rozd¥lení s pr·m¥rem 10 a rozpty-
lem 3, n = 500).

St°ední linka je medián, kraje boxu jsou kvartily, �packy� uka-
zují 1,5 kvartilového rozsahu, ne v²ak víc neº kraje rozsahu výb¥ru,
p°ípadné hodnoty mimo jsou p°ímo nazna£eny body.

B¥ºné zobrazovací nástroje nám umoº¬ují dob°e vid¥t
p°ípadné závislosti dvou výb¥r· zji²t¥ných znak·. Nap°. na
levém obrázku níºe jsou za sou°adnice voleny hodnoty ze dvou
nezávislých normálních rozd¥lení s pr·m¥rem 10 a rozptylem 3.
Na pravém obrázku je první sou°adnice ze stejných dat, druhá je
z první dána vztahem y = 3x + 4, ale je navíc zatíºená malou
náhodnou chybou.
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Výsledky op¥t m·ºeme zachytit i alternativn¥:

A nyní grafy bodových zisk· ú£astník·, kte°í dále úsp¥²n¥ po-

kra£ovali ve studiu.
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9.9. Entropie. Variabilitu pot°ebujeme vyjad°ovat i u nominál-
ních typ· znak·, nap°. ve statistické fyzice nebo teorii infor-
mace. K dispozici máme jen t°ídní £etnosti a m·ºeme tedy
pouºít princip klasické pravd¥podobnosti (viz £tvrtá £ást
první kapitoly), kdy relativní £etnost i-té t°ídy, pi = ni

n
,

vnímáme jako pravd¥podobnost, ºe náhodn¥ vybraný prvek bude
v této t°íd¥.

Rozptyl pom¥rových hodnot znaku, u kterého máme vy-
jád°eny t°ídní £etnosti nj , byl v odstavci 9.6 vyjád°en vztahem

s2x =
m∑
j=1

nj

n
(aj − x̄)2 =

m∑
j=1

pj (aj − x̄)2,

kde pj ozna£uje (klasickou) pravd¥podobnost, ºe hodnota znaku
bude v j -té t°íd¥. Jde tedy o váºený pr·m¥r p°epo£tených hodnot
znak·, kde je hodnota F(aj ) = (aj − x̄)2 vstupuje s vahou pj .

Variabilitu hodnot znak· nominálního typu budeme vy-
jad°ovat podobným výrazem, ozna£íme ho HX. Nemáme sice
k dispozici ºádné £íselné hodnoty aj pro po°adové indexy j ,
m·ºeme se ale zajímat o funkce F závisející na relativních
£etnostech pj , tj. zkusíme pro datový soubor x de�novat

HX =
n∑
i=1

piF(pi),

kde F je zatím neznámá funkce.
Pokud znak nabývá práv¥ jedné hodnoty, tj. pokud pk = 1

pro n¥jaké k a v²echna ostatní pj = 0, pak budeme jist¥ °íkat, ºe
variabilita je nulová. Je tedy v kaºdém p°ípad¥ F(1) = 0.

Dále budeme poºadovat, aby HX m¥la následující vlastnost.
Pokud je zkoumaný soubor znak· Z tvo°en dvojicemi znak· ze
soubor·X a Y (nap°. m·ºeme na statistických jednotkách-osobách
sledovat barvu o£í a barvu vlas·), je rozumné, aby variabilita znak·
z byla sou£tem variabilit jednotlivých znak·, tj. poºadujeme v ta-
kovém p°ípad¥ HZ = HX +HY .

Známe relativní t°ídní £etnosti pi pro znaky v souboruX a qj
pro znaky souboru Y . Relativní t°ídní £etnosti pro Z jsou

rij = nimj

nm
= piqj

a poºadujeme tedy rovnost (rozsahy sou£t· jsou z°ejmé z kontextu)∑
i,j

piqjF(piqj ) =
∑
i

piF(pi)+
∑
j

qjF(qj ).

Díky tomu, ºe pi a qj jsou relativní £etnosti a tedy dávají v sou£tu
1, m·ºeme pravou stranu rovnosti p°epsat jako(∑

j

qj

)(∑
i

piF(pi)

)
+
(∑

i

pi

)(∑
j

qjF(qj )

)
a dostáváme vztah∑

i,j

piqjF(piqj ) =
∑
i,j

piqj
(
F(pi)+ F(qj )

)
.

Je z°ejmé, ºe tomuto poºadavku vyhovuje jakýkoliv konstantní ná-
sobek logaritmu p°i kterémkoliv pevn¥ zvoleném základu a > 1
(a lze ukázat, ºe jiná spojitá °e²ení F neexistují).

Pon¥vadº je pi ≤ 1, je jist¥ lnpi ≤ 0. My v²ak chceme varia-
bilitu nezápornou, zvolíme proto za funkci F logaritmickou funkci
s násobkem −1. Taková volba také automaticky spl¬uje ná² poºa-
davek F(1) = 0.
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Vidíme, ºe modus zisku bod· v prvním p°ípad¥ je 0, ve druhém
p°ípad¥ je to op¥t deset. Rozloºení bodových zisk· se blíºí rozloºení

bodových zisk· z p°edm¥tu MB104, který je za°azen ve £tvrtém se-

mestru studia.

9.9. Auto jelo z Brna do Prahy rychlostí 160 km/h, z Prahy do Brna

rychlostí 120 km/h. Jaké pr·m¥rné rychlosti na trase dosáhlo?

�e²ení. Toto je základní p°íklad, kde je pouºití aritmetického pr·m¥ru

nevhodné. Na pr·m¥rnou rychlost totiº klademe poºadavek, aby auto

jedoucí touto rychlostí strávilo na trase stejnou dobu. Ozna£íme-li d

vzdálenost obou m¥st v kilometrech, vp pr·m¥rnou rychlost tak

d

160
+ d

120
= 2d
vp
,

odkud

vp = 2
1

160 + 1
120

.= 137,14.
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Entropie

Míru variability znak· v nominálnímm¥°ítku vyjad°ujeme po-
mocí entropie. Je dána vztahem

HX = −
k∑
i=1

ni

n
ln
(ni
n

)
,

kde k je po£et t°íd ve výb¥ru. Krom¥ p°irozeného logaritmu se
£asto také setkáváme (nap°. teorii informace) se stejným vztahem
ale s logaritmem p°i základu 2.

�asto se také místo HX pracuje s veli£inou

eHX =
∏
i

p
−pi

i ,

p°ípadn¥ totéº s jiným zvoleným základem pro logaritmus.
V tomto tvaru se p¥kn¥ spo£ítá, ºe pro výb¥r X s k stejn¥ vel-

kými t°ídními £etnostmi je eHX = (
( 1
k
)− 1

k

)k = k, nezávisle na
velikosti výb¥ru. Na obrázku jsou vyneseny entropie y p°i základu
2 pro výskyt písmen a a b v desetipísmenných slovech s písmeny
a a b, kde x je po£et výskyt· písmene b.

V²imn¥me si, ºe pro shodný výskyt, tj. pro p¥t písmen b, vyjde
maximální entropie 1 a skute£n¥ je 21 = 2.

2. Pravd¥podobnost

P°ed dal²ím £tením lze £tená°·m v°ele doporu£it zopakování
obsahu £tvrté £ásti první kapitoly (tj. odstavce za£ínající na stran¥
17). Tehdy jsme pracovali p°eváºn¥ s tzv. klasickou kone£nou
pravd¥podobností a zavedli jsme základy formalismu, který nyní
roz²í°íme. Hlavní zm¥nou bude, ºe ná² základní prostor � uº ne-
bude obecn¥ obsahovat jen kone£n¥ mnoho prvk· (ve skute£nosti
nemusí být ani spo£etný). P°ipome¬me, ºe v na²ich úvahách o tzv.
geometrické pravd¥podobnosti na konci £tvrté £ásti první kapitoly
jsme pot°ebovali jako základní prostor pro popis jevu vhodnou £ást
euklidovského prostoru a jevy pak byly vhodn¥ vybrané podm-
noºiny. Tedy samoz°ejm¥ samé nespo£etné mnoºiny.

Za£neme jednoduchým, stále je²t¥ diskrétním, ale ne-
kone£ným p°íkladem, ke kterému se ve výkladu budeme ob£as
vracet.

9.10. Pro£ nekone£némnoºiny jev·? P°edstavme si experiment,
ve kterém opakovan¥ házíme mincí dokud nepadne
líc. Ptáme se, jaká je pravd¥podobnost, ºe budeme
házet alespo¬ 3�krát nebo práv¥ 35�krát nebo nejvý²
10�krát apod.
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Pr·m¥rná rychlost je tedy dána harmonickým pr·m¥rem (viz 9.3

pr·m¥rovaných rychlostí

□

B. Vizualizace vícerozm¥rných dat.

V p°edchozích p°íkladech jsme se v¥novali zobrazování jednoho

znakum¥°eného u více objekt· (získané body student·). Gra�cká vizu-

alizace dat pomáhá k lep²í p°edstav¥ o datech. Jak ale postupovat, po-

kud u n¥kterých, °ekn¥me n objekt·, m¥°íme n¥jakýchp znak·, p ≥ 3.
Tato m¥°ení není moºné znázornit zp·soby, které jsme se jiº nau£ili.

Jednou z moºných metod, je tzv. metoda hlavních komponent. V této

metod¥ vyuºijeme pojmu vlastního vektoru a vlastních £ísel (viz 2.46)

výb¥rové varian£ní matice (viz 9.38). Zave¤me následující ozna£ení:

• náhodné vektory m¥°ení xi = (xi1, xi2, . . . , xin)
T ,

i = 1, . . . , n,
• pr·m¥r j -tého znaku mj = 1

n

∑n
i=1 xij , j = 1, . . . , p,

• rozptyl j -tého znaku sj = 1
n−1

∑n
i=1(xij − mj )

2,

j = 1, . . . , p,
• vektor pr·m¥r·m = (m1, . . . , mp),

• výb¥rová varian£ní matice 1
n−1

∑n
i=1(xi −m)(xi −m)T

(v²imn¥me si, ºe kaºdý s£ítanec v p°edchozí sum¥ je maticí

rozm¥r· p × p).
Varian£ní matice je symetrická, tudíº má v²echna vlastní £ísla re-

álná a její vlastní vektory jsou navzájem kolmé. Volíme-li navíc vlastní

vektory jednotkové, pak z toho vyplývá, ºe vlastní hodnota p°íslu²ná

n¥jakému vlastnímu vektoru varian£ní matice dává rozptyl (velikosti)

pr·m¥tu daných dat do tohoto sm¥ru (promítáme v p-rozm¥rném

prostoru). Cílem této metody je nalézt sm¥r (v p-rozm¥rném pro-

storu znak·), pro který je rozptyl pr·m¥t· daných dat do n¥j nejv¥t²í.

Tento sm¥r tedy odpovídá tomu vlastnímu vektoru varian£ní matice,

který odpovídá nejv¥t²í vlastní hodnot¥. Lineární kombinace daná

sloºkami tohoto vektoru se nazývá 1. hlavní komponenta. Velikost

pr·m¥tu daných dat do tohoto sm¥ru relativn¥ dob°e odhaduje data

(hlavní komponentu lze chápat jako jeden znak, který nahrazuje p

znak·, jde tedy o náhodný vektor o n poloºkách). Pokud od dat

ode£teme tento pr·m¥t a op¥t uváºíme sm¥r nejv¥t²í variability takto

pozm¥n¥ných dat, dostáváme 2. hlavní komponentu a opakováním to-

hoto postupu dostáváme dal²í hlavní komponenty. Sm¥r nejv¥t²í varia-

bility je ov²em vlastní vektor varian£ní matice odpovídající nejv¥t²ímu

vlastnímu £íslu (£tená° si laskav¥ rozmyslí). Sm¥ry dal²ích hlavních
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Elementární jevy bychom tedy mohli uvaºovat ve tvaru
ωk ∈ N≥1 ∪ {∞}, které slovn¥ vyjad°ujeme �líc padne poprvé
práv¥ v k�tém hodu�. V²imn¥me si, ºe jsme p°idali k = ∞,
protoºe formáln¥ nem·ºeme vylou£it, ºe budou vºdycky padat
pouze ruby mince.

Zjevn¥ m·ºeme takový problém dob°e zvládat, kdyº vyjdeme
z klasické pravd¥podobnosti 0,5 pro ob¥ moºné strany mince p°i
jednom hodu, nem·ºeme ale v abstraktním modelu omezit cel-
kový po£et hod· n¥jakým pevným p°irozeným £íslemN . Na druhé
stran¥, o£ekávaná pravd¥podobnost, ºe padne ve v²ech prvních
(k − 1) pokusech vºdy rub v n ≥ k pokusech celkem, je dána
zlomkem

2n−k

2n
= 2−k,

kde v £itateli je po£et moºností p°íznivých z n nezávislých hod·
(tj. moºností jak rozestavit libovoln¥ dv¥ hodnoty do n − k zbý-
vajících pozic) a ve jmenovateli je po£et v²ech moºností výsledk·.
Podle o£ekávání tato pravd¥podobnost nezávisí na zvoleném n a
platí

∑∞
k=1 2−k = 1. Musí být proto pravd¥podobnost neustálého

opakování rubu nulová.
M·ºeme tedy nyní zavést skute£n¥ pravd¥podobnost na zá-

kladní prostoru � s elementárními jevy ωk , kterým p°i°azujeme
pravd¥podobnost 2−k . Dostaneme tak pravd¥podobnostní prostor
ve smyslu následujících de�nic.

K tomuto jednoduchému ilustra£nímu p°íkladu se je²t¥ bu-
deme vracet.

9.11. Jevová pole. Budeme pracovat s neprázdnou pevn¥ zvo-
lenou mnoºinou � ve které se budou odehrávat
v²echny výsledky a kterou nazýváme základní
prostor. Prvky ω ∈ � p°edstavují jednotlivé moºné
výsledky. V pravd¥podobnostních modelech ale

nemusíme p°ipou²t¥t v²echny moºné podmnoºiny coby uvaºo-
vané jevy. Zejména jednotlivé prvky ω nemusí být mezi jevy.
Poºadujeme ale, aby uvaºované podmnoºiny spl¬ovaly axiomy
tzv. σ�algeber.

Níºe uvedené axiomy jsou vybrány z v¥t²í sady p°irozených
poºadavk· v minimální podob¥. První vychází z p°edstavy,
ºe ur£it¥ budeme chtít p°ipustit jev jistý. Druhý je vynucen
poºadavkem, ºe chceme vºdy mít moºnost negovat výskyt jevu,
t°etí pot°ebou zkoumat výskyt alespo¬ jednoho z dané spo£etné
mnoºiny jev· (nap°. v p°ípadech podobných tomu v p°edcházejí-
cím odstavci, kdy sice víme, ºe nikdo nehodí mincí nekone£n¥
krát, nicmén¥ nem·ºeme p°edem omezit po£et hod·).

σ�algebry podmnoºin

Systém podmnoºin A základního prostoru se nazývá jevové
pole a jeho prvky se nazývají jevy, jestliºe platí

• � ∈ A, tj. základní prostor, je jevem,
• je-liA,B ∈ A, pakA\B ∈ A, tj. pro kaºdé dva jevy je jevem
i jejich mnoºinový rozdíl,
• je-li Ai ∈ A, i ∈ I , nejvý²e spo£etný systém jev·, pak také
jejich sjednocení je jevem, tj. ∪i∈IAi ∈ A.

Jako obvykle, ze základních axiom· hned vyplývají jednodu-
ché d·sledky, které popisují dal²í (intuitivn¥ poºadované) vlast-
nosti ve form¥ matematických v¥t. �tená° by si m¥l promyslet, ºe
ob¥ vlastnosti skute£n¥ platí.
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komponent pak odpovídají dal²ím vlastním vektor·m varian£ní matice

(se°azenými podle velikosti vlastních hodnot, které jim p°íslu²í).

9.10. Ur£ete 1. hlavní komponentu následujících jednoduchých dat

a vektor, který jejím pouºitím nahrazuje nam¥°ená data. U p¥ti osob

byla zm¥°ena vý²ka, délka malí£ku a délka ukazová£ku s výsledky za-

znamenanými v tabulce (výsledky jsou v centimetrech).

�e²ení.

Martin Michal Mat¥j Honza Markéta
ukazová£ek 9 11 8 8 8
malí£ek 7,5 8 6,3, 6 6,5
vý²ka 186 187 173 174 167

.

Vektory pozorovaných hodnot jsou: x1 = (9; 7,5; 186),
x2 = (11; 8; 187), x3 = (8; 6; 173), x4 = (8; 6; 174),
x5 = (8; 6,5, 167). Varian£ní matice t¥chto vektor· jsou postupn¥

0,04 0,14 1,72
0,14 0,49 6,02
1,72 6,02 73,96

 ,
4,840 2,64 21,12

2,64 1,44 11,52
21,12 11,52 92,16

 ,
0,641 0,640 3,521

0,640 0,640 3,52
3,521 3,52 19,36

 ,
0,641 0,640 2,721

0,640 0,640 2,72
2,721 2,72 11,56

 ,
0,641 0,240 8,321

0,240 0,09 3,12
8,32 3,12 108,16

 .
Výb¥rovou varian£ní matice je pak £tvrtina ze sou£tu t¥chto matic,

tedy

S =
 1,70 1,075 9,35

1,075 0,825 6,725
9,35 6,725 76,30


Vlastní hodnoty matice S jsou p°ibliºn¥ 2,7, 312,2 a 0,38.

Jednotkový vlastní vektor odpovídající nejv¥t²í z nich pak

cirka (0,122; 0,09; 0,989). První hlavní komponenta je tedy

(185 5; 186,8; 172,4; 173,4; 166,5), tedy se p°íli² neli²í od vý²ky

zkoumaných osob. □

9.11. �áci jedné t°ídy dosáhli následujících známek v r·zných

p°edm¥tech:
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Komplementy a pr·niky

Budeme vyuºívat následující d·sledky a terminologii:

• Komplement Ac = � \ A jevu A je jevem, který nazýváme
opa£ný jev k jevu A.
• Pr·nik dvou jev· op¥t jevem, protoºe pro kaºdé dv¥ podm-
noºiny A, B ⊂ � platí

A \ (� \ B) = A ∩ B.
Hovo°íme p°itom o sou£asném nastoupení jev· A a B

Jevové pole je tedy systém podmnoºin základního prostoru
uzav°ený na kone£né pr·niky, spo£etná sjednocení a mnoºinové
rozdíly.

Jednotlivé mnoºiny A ∈ A nazýváme náhodné jevy (vzhle-
dem k A).

9.12. Pravd¥podobnostní prostor. Te¤ popí²eme, co bude
v na²em matematickém modelu pravd¥podobnost. Nejd°íve ale
je²t¥ p°ipomeneme názvosloví uºívané uº v první kapitole.

Terminologie

Pouºíváme následující názvy týkající se jev·:

• celý základní prostor � se nazývá jistý jev, prázdná podm-
noºina ∅ ∈ A se nazývá nemoºný jev;
• jednoprvkové podmnoºiny {ω} ∈ � se nazývají elementární

jevy;
• pr·nik jev· ∩i∈IAi odpovídá spole£nému nastoupení jev· Ai ,
i ∈ I ;
• sjednocení jev·∪i∈IAi odpovídá nastoupení alespo¬ jednoho

z jev· Ai , i ∈ I ;
• je-li A ∩ B = ∅, pak se jevy A,B ∈ A nazývají neslu£itelné,
• je-li A ⊂ B, pak °íkáme, ºe jev A má za d·sledek jev B;
• je-li A ∈ A, pak se jev B = � \ A nazývá opa£ný jev k jevu
A, pí²eme B = Ac.

Hned v prvním odstavci této £ásti jsme vid¥li p°íklad
pravd¥podobnosti de�nované na nekone£né mnoºin¥ elementár-
ních jev·. Obecn¥ budeme pravd¥podobnost chápat takto:

Pravd¥podobnost

De�nice. Pravd¥podobnostní prostor je jevové poleA podmnoºin
základního prostoru �, na kterém je de�nována skalární funkce
P : A→ R s následujícími vlastnosti:

• P je nezáporná, tj. P(A) ≥ 0 pro v²echny jevy A,
• P je spo£etn¥ aditivní, tj. P(∪i∈IAi) =∑i∈I P(Ai), pro ka-
ºdý nejvý²e spo£etný systém po dvou neslu£itelných jev·,
• pravd¥podobnost jistého jevu je 1.

Funkci P °íkáme pravd¥podobnost na jevovém poli (�,A).

Z de�nice okamºit¥ vidíme, ºe pro opa£né jevy platí

P(Ac) = 1− P(A).
Podobn¥ z·stávají v platnosti d·kazy, které jsme o s£ítání
pravd¥podobností odvodili pro kone£né systémy (protoºe vztahy
stejn¥ vºdy obsahovaly pouze kone£n¥ mnoho mnoºin � promys-
lete si podrobn¥ji!) Zejména tedy platí pro libovolnou mnoºinu k
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�ák £íslo Matika Fyzika D¥jepis �J T¥locvik
1 1 1 2 2 1
2 1 3 1 1 1
3 2 1 1 1 1
4 2 2 2 2 1
5 1 1 3 2 1
6 2 1 2 1 2
7 3 3 2 2 1
8 3 2 1 1 1
9 4 3 2 3 1
10 2 3 1 2 1

Ur£ete první hlavní komponentu t¥chto dat a vektor dat, který je-

jím pouºitím nahrazuje p·vodní data.

�e²ení. Vektory pozorování jsou x1 = (1, 1, 2, 2, 1), . . . ,
x10 = (2, 3, 1, 2, 1), jim odpovídající varian£ní matice pak


1,21 1,10 −0,330 −0,330 0,110
1,10 1, −0,300 −0,300 0,100
−0,330 −0,300 0,0900 0,0900 −0,0300
−0,330 −0,300 0,0900 0,0900 −0,0300
0,110 0,100 −0,0300 −0,0300 0,0100

 , . . . ,


0,0100 −0,100 0,0701 −0,0300 0,0100
−0,100 1, −0,700 0,300 −0,100
0,0701 −0,700 0,490 −0,210 0,0701
−0,0300 0,300 −0,210 0,0900 −0,0300
0,0100 −0,100 0,0701 −0,0300 0,0100


Výb¥rová varian£ní matice je pak

0,99 0,44 −0,078 0,26 −0,01
0,44 0,89 −0,22 0,22 −0,11
−0,078 −0,22 0,45 0,23 0,03

0,26 0,22 0,23 0,45 −0,078
−0,01 −0,11 0,033 −0,0778 0,100

 ,
její dominantní vlastní hodnota je pak cca 13,68

a jí p°íslu²ný jednotkový vlastní vektor je p°ibliºn¥

(0,70; 0,65;−0,13; 0,28;−0,07). Hlavní komponenta je tedy

(1,58; 2,73; 2,13; 2,93; 1,45; 1,93; 4,28; 3,48; 5,26; 3,71) □
Dal²í moºnou metodou vizualizace vícerozm¥rných dat je tzv.

shluková analýza, tou se ale zabývat nebudeme.

C. Klasická a podmín¥ná pravd¥podobnost

V první kapitole jsme se jiº seznámili s klasickou pravd¥podob-

ností, viz 1.13. Pro p°ipomenutí si uve¤me n¥které komplikovan¥j²í

p°íklady.

9.12. Ale²ovi zbylo 2500 K£ z po°ádání tábora. Ale² není ºádný ¬ou-
ma: 50 K£ p°idal z kasi£ky a rozhodl se jít hrát ruletu na automaty.

Ale² sází pouze na barvu. Pravd¥podobnost výhry p°i sázce na barvu
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jev· Ai vztah

P(∪ki=1Ai) =
k∑
i=1

P(Ai)−
k−1∑
i=1

k∑
j=i+1

P(Ai ∩ Aj )+

+
k−2∑
i=1

k−1∑
j=i+1

k∑
ℓ=j+1

P(Ai ∩ Aj ∩ Aℓ)−

− · · ·+
+ (−1)k−1P(A1 ∩ A2 ∩ · · · ∩ Ak).

Stejn¥ z·stává beze zm¥ny de�nice stochasticky nezávislých
jev·, která vystihuje p°edstavu, ºe u nezávisle probíhajících jev·
se jejich pravd¥podobnosti mají násobit.

Stochastická nezávislost

Jevy A a B jsou stochasticky nezávislé, jestliºe platí

P(A ∩ B) = P(A)P (B).
Je samoz°ejmé, ºe jev jistý a jev nemoºný jsou stochasticky nezá-
vislé na jakémkoliv jiném jevu.

P°ipome¬me, ºe vým¥nou jednoho z jev· Ai v systému po
dvou stochasticky nezávislých jev· A1, A2, . . . , za jev opa£ný Aci
dostaneme op¥t systém stochasticky nezávislých jev·, a platí vztah
(1.12) ze strany 23

P(A1 ∪ · · · ∪ Ak) = 1− P(Ac1 ∩ · · · ∩ Ack) =
= 1− (1− P(A1)) . . . (1− P(Ak)).

Základním p°íkladem pro nás i nadále z·stává tzv. klasická
kone£ná pravd¥podobnost, kterou jsme se p°i tvorb¥ matematic-
kého modelu inspirovali. P°ipome¬me, ºe v tomto p°ípad¥ je �
kone£ná mnoºina, jevovým polem A je systém v²ech podmnoºin
v � a klasická pravd¥podobnost je pravd¥podobnostní prostor
(�,A, P ) s pravd¥podobnostní funkcí P : A→ R,

P(A) = |A||�| .
To odpovídá p°edstav¥ o relativní £etnosti pA jevuA p°i náhodném
výb¥ru prvk· z mnoºinu �.

Na²e de�nice pravd¥podobnosti zaji²´uje rozumné chování na
rostoucích £i klesajících spo£etných °et¥zcích jev·:

9.13. V¥ta. Uvaºme pravd¥podobnostní prostor (�,A, P ) a ne-
klesající °et¥zec jev· A1 ⊂ A2 ⊂ . . . . Pak platí

P

( ∞∪
i=1

Ai

)
= lim
i→∞P(Ai).

Pokud je naopak A1 ⊃ A2 ⊃ A3 ⊃ . . . , potom platí

P

( ∞∩
i=1

Ai

)
= lim
i→∞P(Ai).

D·kaz. P°epí²eme uvaºované sjednocení jev· A = ∪∞
i=1Ai

pomocí neslu£itelných jev·

Ãi = Ai \ Ai−1,

de�novaných pro v²echna i = 2, 3, . . . , a klademe Ã1 = A1. Po-
tom

P(A) = P
( ∞∪
i=1

Ãi

)
=

∞∑
i=1

P(Ãi) = lim
k→∞

k∑
i=1

P(Ãi).

535

je 18/37. Za£íná sázet na 10 K£ a pokud prohraje, v dal²í sázce vsadí

dvojnásobek toho, co v p°edchozí (pokud na to je²t¥ má, pokud ne, tak

kon£í s hrou � by´ by m¥l je²t¥ peníze na n¥jakou men²í sázku). Pokud

n¥jakou sázku vyhraje, v následující sázce hraje op¥t o 10 K£. Jaká

je pravd¥podobnost, ºe p°i tomto postupu vyhraje dal²ích 2550 K£?

(jakmile bude 2550 K£ v plusu, tak kon£í)

�e²ení. Nejprve spo£ítejme, kolikrát po sob¥ m·ºe Ale² prohrát. Za-

£íná-li s 10 K£, tak na n vsazení pot°ebuje

10+20+· · ·+10·2n−1 = 10·
(
n−1∑
i=0

2i
)
= 10·

(
2n − 1
2− 1

)
= 10·(2n−1).

Jak snadno nahlédneme, £íslo 2550 je tvaru 10(2n− 1) a to pro n = 8.
Ale² tedy m·ºe sázet osmkrát po sob¥ bez ohledu na výsledek sázky,

na dev¥t sázek by pot°eboval jiº 10(29− 1) = 5110 K£ a to v pr·b¥hu

hry nikdy mít nebude (jakmile bude mít 5100 K£, tak kon£í). Aby

tedy jeho hra skon£ila neúsp¥chem, musel by prohrát osmkrát v °ad¥.

Pravd¥podobnost prohry p°i jedné sázce je 19/37, pravd¥podobnost
prohry v osmi po sob¥ následujících (nezávislých) sázkách je tedy

(19/37)8. Pravd¥podobnost, ºe v t¥chto osmi hrách vyhraje 10 K£

(p°i daném postupu) je tedy 1− (19/37)8. Na to, aby vyhrál 2550 K£,

pot°ebuje 255 krát vyhrát po desetikorun¥. Tedy op¥t podle pravidla

sou£inu je pravd¥podobnost výhry(
1−

(
19
37

)8
)255

.= 0, 29.

Tedy pravd¥podobnost výhry je niº²í, neº kdyby vsadil rovnou v²e na

jednu barvu. □

9.13. Samostatn¥ si m·ºete vyzkou²et spo£ítat p°edchozí p°íklad

za p°edpokladu, ºe Ale² sází stejnou metodou jako v p°edchozím

p°íklad¥, kon£í v²ak aº v okamºiku, kdy nemá ºádné peníze (pokud

nemá na vsazení dvojnásobku £ástky prohrané v p°edchozí sázce, ale

má je²t¥ n¥jaké peníze, za£íná sázet znovu od 10 K£).

S podmín¥nou pravd¥podobností jsme se setkali jiº v první kapi-

tole, viz 1.20.

9.14. Z de�ni£ního vztahu podmín¥né pravd¥podobnosti (viz 9.14)

odvo¤te pro jev A a jev B, který je disjunktním sjednocením jev· B1,

B2, . . . , Bn vztah

P(A|B) =
n∑
i=1

P(A|Bi)P (Bi |B)(9.1)
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P°itom ale pro kone£né sou£ty máme

∞∑
i=1

P(Ãi) = P(A1)+
k∑
i=2

(
P(Ai)− P(Ai−1)

) = P(An)
díky p°edpokládaným vztah·m Ai−1 ⊂ Ai . Tím jsme dokázali
první tvrzení v¥ty.

Ve druhém tvrzení m·ºeme p°ejít od jev· Ai k jejich kom-
plement·m Bi = Aci . Ty pak spl¬ují p°edpoklady první £ásti v¥ty.
Komplement k uvaºovanému pr·niku je

B = Ac =
( ∞∩
i=1

Ai

)c
=

∞∪
i=1

Bi .

Druhé tvrzení nyní plyne ze vztahu

P(A) = 1− P(B) = lim
i→∞

(
1− P(Bi)

) = 1− lim
i→∞P(Bi)

a d·kaz je ukon£en. □

9.14. Podmín¥ná pravd¥podobnost. Pop°emý²lejme nad ná-
sledujícím úkolem. V p°edm¥tu X obvykle usp¥je
u zkou²ky 40% student·, v p°edm¥tu Y obvykle
usp¥je 80% student·. Zaslechneme-li na chodb¥ jed-
noho ze student· obou p°edm¥t· °íkat, ºe u zkou²ky

usp¥l, s jakou pravd¥podobností ²lo o p°edm¥t X?
Jak jsme stru£n¥ zmínili uº v odstavci 1.20 na stran¥ 23,

umíme takové úlohy formalizovat následovn¥.

De�nice. Nech´H je jev s nenulovou pravd¥podobností v jevovém
poli A v pravd¥podobnostním prostoru (�,A, P ). Podmín¥ná
pravd¥podobnost P(A|H) jevu A ∈ A vzhledem k hypotéze H
je de�nována vztahem

P(A|H) = P(A ∩H)
P (H)

.

De�nice odpovídá p°edstav¥ z klasické pravd¥podobnosti, ºe
jevy A a H nastanou zárove¬, za p°edpokladu, ºe jev H nastal,
s pravd¥podobností P(A ∩H)/P (H).

Je také vid¥t p°ímo z de�nice, hypotéza H a jev A jsou nezá-
vislé tehdy a jen tehdy, je-li P(A) = P(A|H).

Na první pohled se m·ºe zdát, ºe zavedením podmín¥né
pravd¥podobnosti jsme nic nového nep°inesli. Ve skute£nosti jde
o velice d·leºitý p°ístup, ke kterému se budeme vracet i ve statis-
tice. Hypotéza totiº m·ºe mít charakter tzv. apriorní (tj. p°edem
p°edpokládané) pravd¥podobnosti a výsledné pravd¥podobnosti
pak °íkáme aposteriorní (tj. bereme ji jako d·sledek na²eho p°ed-
pokladu).

P°ímo z de�nice vyplývá následující výsledek.

Lemma. Nech´ jev B je disjunktním sjednocením jev· B1,
B2,. . . ,Bn. Potom

P(A|B) =
n∑
i=1

P(A|Bi)P (Bi |B)(9.2)
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�e²ení. V²imn¥me si nejprve, ºe jevyA∩B1, A∩B2,. . . ,A∩Bn jsou
rovn¥º disjunktní. M·ºeme tedy psát

P(A|B1 ∪ · · · ∪ Bn) = P (A ∩ (B1 ∪ · · · ∪ Bn))
P (B1 ∪ · · · ∪ Bn) =

= P ((A ∩ B1) ∪ (A ∩ B2) ∪ · · · ∪ (A ∩ Bn))
P (B)

=

=
∑n

i=1 P(A ∩ Bi)
P (Bi)

· P(Bi)
P (B)

=

=
n∑
i=1

P(A|Bi)P (Bi |B).

□

9.15. Máme £ty°i sá£ky a v nich následující po£ty koulí: v prvním

£ty°i bílé, ve druhém t°i bílé a jednu £ernou, ve t°etím dv¥ bílé a

dv¥ £erné a ve £tvrtém £ty°i £erné. Náhodn¥ vybereme sá£ek a z n¥j

za£neme bez vracení vytahovat koule. Ur£ete pravd¥podobnost, ºe

a) první dv¥ vytaºené koule budou r·zných barev

b) a ºe druhá vytaºená koule bude bílá, jestliºe první vytaºená

koule byla bílá.

�e²ení. Protoºe ve v²ech sá£cích je stejný po£et koulí, je pravd¥po-

dobnost vytaºení libovolné z koulí, potaºmo libovolné dvojice koulí,

stejná. Budeme tedy p°íklad °e²it pomocí klasické pravd¥podobnosti

a) Celkem m·ºeme vytáhnout 24 r·zných dvojic koulí, z toho

je sedm dvojic sloºených z r·znobarevných koulí, hledaná

pravd¥podobnost je tedy 7/24.
b) Ozna£me A jev, ºe první vytaºená koule byla bílá, B jev, ºe

druhá vytaºená koule bude bílá. PotomP(B∩A) je pravd¥po-
dobnost, ºe první dv¥ vytaºené koule budou bílé a ta je po-

dobn¥ jako v p°edchozím p°ípad¥ 10/24 = 5/12. A op¥t

klasickou pravd¥podobností m·ºeme spo£ítat i P(A), v²ech

koulí je 16, z toho 9 bílých. Celkem

P(B|A) = P(B ∩ A)
P (A)

=
5
12
9
16

= 20
27
.

Jiné °e²ení. Jev A m·ºeme uváºit jako sjednocení t°í disjunkt-

ních jev· A1, A2, resp. A3 a to, ºe jsme zvolili první sá£ek a z n¥j

vytáhli bílou kouli, ºe jsme zvolili druhý sá£ek a z n¥j vytáhli bí-

lou kouli a kone£n¥ ºe jsme zvolili t°etí sá£ek a z n¥j vytáhli bílou

kouli. Protoºe v kaºdém sá£ku je stejný po£et koulí, je pravd¥podob-

nost vytaºení libovolné (bílé) koule shodná a tudíº P(A) = 9
16 a
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D·kaz. V²imn¥me si nejprve, ºe jevy A ∩ B1, A ∩ B2, . . . ,
A ∩ Bn jsou rovn¥º disjunktní. M·ºeme tedy psát

P(A|B1 ∪ · · · ∪ Bn) = P (A ∩ (B1 ∪ · · · ∪ Bn))
P (B1 ∪ · · · ∪ Bn) =

= P ((A ∩ B1) ∪ (A ∩ B2) ∪ · · · ∪ (A ∩ Bn))
P (B)

=

=
∑n
i=1 P(A ∩ Bi)
P (Bi)

· P(Bi)
P (B)

=

=
n∑
i=1

P(A|Bi)P (Bi |B). □

Uvaºujme zvlá²tní p°ípad B = �. Pak jevy Bi m·ºeme inter-
pretovat jako �moºné stavy sv¥ta�, P(A|Bi) vyjad°uje pravd¥po-
dobnost jevu A, pokud je sv¥t v i�tém stavu, P(Bi |�) = P(Bi)

je pravd¥podobnost toho, ºe sv¥t se v i�tém stavu nachází. Podle
p°edchozího lemmatu platí

P(A) = P(A|�) =
n∑
i=1

P(A|Bi)P (Bi).

Tento vztah se nazývá vzorec pro celkovou pravd¥podobnost (nebo
v¥ta o úplné pravd¥podobnosti).

9.15. Bayesova v¥ta. Jednoduchým p°epsáním vzorce pro pod-
mín¥nou pravd¥podobnost dostáváme

P(A ∩ B) = P(B ∩ A) = P(A)P (B|A) = P(B)P (A|B).
Odtud okamºit¥ plyne velice d·leºitý d·sledek:

Bayes·v vzorec

V¥ta. Pro pravd¥podobnost jev· A a B platí

P(A|B) = P(A)P (B|A)
P (B)

(9.3)

P(A|B) = P(A)P (B|A)
P (A)P (B|A)+ P(Ac)P (B|Ac) .(9.4)

Prvnímu tvrzení se také °íká vzorec pro inverzní pravd¥podob-
nosti, zatímco druhé tvrzení je ozna£ováno jako 1. Bayes·v vzorec.

D·kaz. První tvrzení je jen p°epsáním výpo£tu p°ed v¥tou.
Abychom dostali druhé tvrzení v²imn¥me si, ºe

P(B) = P(B ∩ A)+ P(B ∩ Ac),
protom·ºeme podle vzorce pro celkovou pravd¥podobnost dosadit
P(B) = P(A)P (B|A) + P(Ac)P (B|Ac) do vzorce pro inverzní
pravd¥podobnost a dostáváme práv¥ druhé tvrzení v¥ty. □

Bayes·v vzorec bývá £asto formulován v lehce obecn¥j²ím
tvaru, který se dokáºe stejným zp·sobem jako (9.4):

Nech´ je základní prostor � sjednocením disjunktních jev·
A1,. . .An. Pak pro libovolné i ∈ {1, . . . , n} platí

(9.5) P(Ai |B) = P(B|Ai)P (Ai)∑n
i=1 P(B|Ai)P (Ai)

.
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P(A1|A) =
4

16
9

16
= 4

9 , P(A2|A) = 3
9 = 1

3 , P(A3|A) = 2
9 . Pouºi-

tím vztahu (9.2) pak dostáváme

P(B|A) =
= P(B|A1)P (A1|A)+ P(B|A2)P (A2|A)+ P(B|A3)P (A3|A) =
= P(B|A1) · P(A1)

P (A)
+ P(B|A2) · P(A2)

P (A)
+ P(B|A3) · P(A3)

P (P (A)
=

= 1 · 4
9
+ 2

3
· 3

9
+ 1

3
2
9
= 20

27
.

□

9.16. Mirek má £ty°i sá£ky, v kaºdém jsou bílé a £erné kuli£ky a to

v t¥chto po£tech: £ty°i bílé; t°i bílé a jedna £erná; dv¥ bílé a dv¥ £erné;

jedna bílá a t°i £erné. Mirek náhodn¥ jeden sá£ek vybral a náhodn¥

z n¥j vytáhl jednu kouli. Byla £erná. Mirek tento sá£ek zahodil a ná-

hodn¥ vybral jeden ze zbylých t°í sá£k· a z n¥j náhodn¥ jednu kouli.

Jaká je pravd¥podobnost, ºe bude bílá?

�e²ení. Podobn¥ jako v p°edchozím p°íklad¥, ozna£íme jako A jev,

ºe Mirek náhodn¥ vybral sá£ek a z n¥j náhodn¥ £ernou kouli. Tento

jev disjunktním sjednocením jev· Ai , i = 2, 3, 4, kde Ai je jev, ºe

Mirek vybral i-tý sá£ek a z n¥j potom £ernou kouli. Op¥t je pravd¥po-

dobnost vytaºení libovolné (£erné) koule stejná a tedy P(A2|A) = 1
6 ,

P(A3|A) = 2
6 = 1

3 a P(A4|A) = 3
6 = 1

2 . Nech´ B je jev, ºe Mirek

po zahození jednoho ze sá£k· vybral ze zbylých bílou kouli. Pokud

vyhodil druhý sá£ek, tak ve zbylých sá£cích je dohromady 7 bílých

koulí a pravd¥podobnost, ºe vytáhne jednu z nich je P(B|A2) = 7
12

(op¥t m·ºeme pouºít klasickou pravd¥podobnost, protoºe v kaºdém

sá£ku je stejný po£et koulí a tedy má kaºdá stejnou pravd¥podobnost,

ºe bude vytaºena). Obdobn¥ P(B|A3) = 8
12 a P(B|A4) = 9

12 . Pak

podle (5) je hledaná pravd¥podobnost
P(B|A) =
= P(B|A2)P (A2|A)+ P(B|A3)P (A3|A)+ P(B|A4)P (A4|A) =
= 7

12 · 1
6 + 8

12 · 1
3 + 9

12 · 1
2 = 25

36 . □

9.17. Mirek má £ty°i sá£ky, v kaºdém jsou bílé a £erné kuli£ky a to

v t¥chto po£tech: jedna bílá a jedna £erná; t°i bílé a jedna £erná; jedna

bílá a dv¥ £erné; jedna bílá a t°i £erné. Mirek náhodn¥ jeden sá£ek

vybral a náhodn¥ z n¥j vytáhl jednu kouli. Byla bílá. Mirek tento sá£ek

zahodil a náhodn¥ vybral jeden ze zbylých t°í sá£k· a z n¥j náhodn¥

jednu kouli. Jaká je pravd¥podobnost, ºe bude bílá?

�e²ení. Podobn¥ jako v p°edchozím p°íklad¥ uváºíme jev A, totiº ºe

Mirek vybral náhodn¥ sá£ek a z n¥j náhodn¥ bílou kouli jako sjedno-

cení £ty° disjunktních jev· A1, A2, A3 a A4: Mirek vytáhl bílou kouli

a p°ed tím zahodil první, resp. druhý, resp. t°etí, resp. £tvrtý sá£ek.
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9.16. Poznámky. Nyní se m·ºeme snadno vypo°ádat s úvodní
otázkou z minulého odstavce. Dotaz si nejprve
malinko up°esníme. Uvaºujeme jev A p°edstavující
�student u zkou²ky usp¥l� a jevB, který °íká �student
byl zkou²en z p°edm¥tu X�. P°edpokládáme p°itom,

ºe pravd¥podobnosti zkou²ení z obou p°edm¥t· jsou stejné, tj.
P(B) = P(Bc ) = 0,5. Zatímco hledaná pravd¥podobnost
P(B|A) je zatím spí²e nejasná, pravd¥podobnost P(A|B) = 0,4
je dána p°ímo v zadání.

To je typický p°ípad pouºití Bayesových vzorc·. Kdyº p°itom
pouºijeme druhý z nich, v·bec nemusíme po£ítat P(A):

P(B|A) = P(B)P (A|B)
P (B)P (A|B)+ P(Bc )P (A|Bc ) =

= 0,5 · 0,4
0,5 · 0,4+ 0,5 · 0,8 =

1
3
.

Abychom si p°iblíºili roli apriorní pravd¥podobnosti hypotézy,
podívejme se je²t¥ na jeden p°íklad.

�ekn¥me, ºe testy p°ipravenosti a znalostí, na základ¥ kte-
rých jsou studenti p°ijímáni na univerzitu, mají následující spolehli-
vost v testování inteligence osob: 99% inteligentních osob má pozi-
tivní výsledek testu, zatímco u neinteligentních uchaze£· má 0,5%
z nich pozitivní výsledek testu. Chceme zjistit, s jakou pravd¥po-
dobností je náhodn¥ vybraný student na univerzit¥ inteligentní.

Máme tedy jev A �náhodn¥ zvolená osoba je inteligentní� a
jev B �osoba pro²la testem s pozitivním výsledkem�. Dle Baye-
sova vzorce m·ºeme op¥t rovnou spo£íst pravd¥podobnost, ºe na-
stal jev A za p°edpokladu, ºe nastal jev B. Musíme jen dodat v²eo-
becnou pravd¥podobnost p = p(A), ºe náhodn¥ zvolený uchaze£
o studium je inteligentní.

P(A|B) = p · 0,99
p · 0,99+ (1− p) · 0,005

.

V následující tabulce je spo£ten pro r·zné hodnoty p vyjád°ené
v jednotkách promile. V prvním sloupci tedy je výsledek za p°ed-
pokladu, ºe je mezi uchaze£i o studium kaºdý druhý inteligentní
atd.

p 500 100 50 10 1 0,1
P(A|B) 0,99 0,96 0,91 0,67 0,17 0,02

Pokud tedy je kaºdý druhý uchaze£ inteligentní, máme na uni-
verzit¥ pouºívající ná² test 99% inteligentních student·. Pokud ale
na²í p°edstav¥ o inteligenci odpovídá jen 1% populace a uchaze£i
jsou dobrým náhodným vzorkem, pak uº máme na univerzit¥ jen
zhruba dv¥ t°etiny inteligentních student· ...

P°edstavme si ale, ºe obdobné testování provedeme p°i
plo²ném testování výskytu n¥jaké nemoci, t°eba HIV. Dejme
tomu, ºe máme stejn¥ citlivý test jako vý²e a prov¥°íme jím o p°es-
távce mezi p°edná²kami v²echny p°ítomné studenty. V tomto
p°ípad¥ bychom m¥li p°edpokládat, ºe parametr p bude obdobný
jako u celé populace, tj. °ekn¥me jeden nakaºený z 10000 oby-
vatel, coº odpovídá poslednímu sloupci v tabulce. Pak ov²em
je výsledek testu katastro�cky nespolehlivý. Jen asi u 2 procent
pozitivn¥ otestovaných se jedná o skute£n¥ nemocné studenty!

V²imn¥me si, ºe problém je zap°í£in¥n jakýmkoliv malým
výskytem pozitivních výsledk· u zdravých osob. I kdybychom
zlep²ili test tak, ºe bude na 100% ú£inný p°i testu pozitivní osoby,
neovlivníme skoro v·bec výsledné pravd¥podobnosti v tabulce.

P°i léka°ské diagnostice vzácných chorob je p°i pozitivním vý-
sledku testu nutné provést dal²í test. P°itom výsledek prvního testu
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Pravd¥podobnost vytaºení bílé koule z prvního sá£ku jeP(A1) = 1
4 · 12

(jevA1 je dán tím, ºe sou£asn¥ nastaly dva nezávislé jevy a to, ºe vytáhl

první sá£ek a ºe z prvního sá£ku vytáhl bílou kouli), podobn¥P(A2) =
1
4 · 34 ,P(A3) = 1

4 · 13 ,P(A4) = 1
4 · 14 .P(A) = P(A1)+P(A2)+P(A3)+

+P(A4) = 11
24 . V²imn¥me si, ºe pravd¥podobnost P(A) nem·ºeme

po£ítat klasickou pravd¥podobností, tedy prostým pod¥lením po£tu bí-

lých koulí ku po£tu v²ech koulí, protoºe nap°íklad pravd¥podobnost

vytaºení dané koule v prvním sá£ku je dvojnásobná oproti vytaºení

dané koule ze £tvrtého sá£ku. Pro podmín¥né pravd¥podobnosti pak

platí P(A1|A) = P(A1)/P (A) = 3
11 , P(A2|A) = 9

22 , P(A3|A) = 2
11 ,

P(A4|A) = 3
22 . Ozna£íme je²t¥ písmenem B jev, ºe Mirek po zaho-

zení jednoho ze sá£k· vytáhne bílou kouli a znovu budeme chtít pouºít

vztah (5). Zbývá je²t¥ dopo£ítat P(B|Ai), i = 1, . . . 4. Jev P(B|A1)

rozd¥líme na t°i disjunktní jevy B2, B3, B4, totiº ºe druhá vytaºená

koule byla z druhého, resp. t°etího, resp. £tvrtého sá£ku. Celkem

P(B|A1) = P(B2|A1)+ P(B3|A1)+ P(B4|A1) =
= 1

3
· 3

4
+ 1

3
· 1

3
+ 1

3
· 1

4
= 4

9
.

Obdobn¥

P(B|A2) = 1
3
· 1

2
+ 1

3
· 1

3
+ 1

3
· 1

4
= 13

36
,

P (B|A3) = 1
3
· 1

2
+ 1

3
· 3

4
+ 1

3
· 1

4
= 1

2
,

P (B|A4) = 1
3
· 1

2
+ 1

3
· 3

4
+ 1

3
· 1

3
= 19

36
.

Celkem pak

P(B|A) = P(B|A1)P (A1|A)+ P(B|A2)P (A2|A)+
+ P(B|A3)P (A3|A)+ P(B|A4)P (A4|A) =
= 4

9
· 3

11
+ 13

36
· 9

22
+ 1

2
· 2

11
+ 19

36
· 3

22
= 19

44
.

□

9.18. Dva st°elci vyst°elí kaºdý dv¥ rány na ter£. První má pravd¥po-

dobnost zásahu 80%, druhý 60%. V ter£i se na²ly dv¥ rány. Jaká je

pravd¥podobnost, ºe ob¥ pat°í prvnímu st°elci?

�e²ení. Pravd¥podobnost zásahu prvního st°elce jsou tedy 4/5, dru-
hého 3/5. Uvaºme dva jevy:

A . . . v ter£i se na²ly dva zásahy pat°ící prvnímu st°elci,

B . . . v ter£i se na²ly dva zásahy.

Dle zadání úlohy máme zjistit P(A|B). Rozd¥lme jev B na ²est

disjunktních jev· podle toho, který st°elec a který sv·j výst°el do

ter£e umístil. Jevy uvedeme v tabulce a u kaºdého navíc spo£ítáme

pravd¥podobnost toho, ºe nastane. Uv¥domíme si p°i tom, ºe kaºdá
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P(A|B)má roli apriorní pravd¥podobnosti P(A) p°i druhém testu.
Tento postup umoº¬uje �kumulovat zku²enost�.

V obou p°ípadech tedy musíme p°i p°íprav¥ testu dbát na to,
abychom si zajistili p°im¥°en¥ vysoké p. U procesu p°ijímání stu-
dent· na univerzitu to asi bude dobrý marketing univerzity, který
zajistí, aby se neinteligentní osoby hlásily v daleko men²í mí°e,
neº je jejich výskyt v populaci. U testování chorob nejspí² p·jde
o soub¥h dal²ích skute£ností a £inností (nap°. testování HIV pozi-
tivitu pouze u rizikových skupin obyvatelstva a podobn¥).

9.17. Borelovské mnoºiny. Vra´me se k jednoduchému a ná-
zornému p°íkladu statistik kolem výsledk· student·
v daném p°edm¥tu. Ten je a není podobný klasické
pravd¥podobnosti a s ní související statistice p°i há-

zení kostkou.
Na jedné stran¥ máme pouze kone£ný po£et student· a p°ipus-

tili jsme pouze kone£ný po£et moºných bodových hodnocení práce
studenta za semestr (nap°. celá £ísla od 0 do 20). Zárove¬ ale není
patrn¥ vhodné p°edstavovat si výsledky jednotlivých student· jako
analogii nezávislého házení pravidelnou kostkou. Jednak neexis-
tuje pravidelný 21�st¥n, ale hlavn¥ by to byla skute£n¥ divn¥ ve-
dená p°edná²ka.

Na základním (kone£ném) prostoru � v²ech student· máme
prost¥ de�novánu funkci bodového ohodnocení X : � → R,
která má tu vlastnost, ºe m·ºeme modelovat pravd¥podobnosti
p°íslu²nosti její hodnoty do p°edem zvoleného intervalu p°i ná-
hodném výb¥ru studenta. Nap°. m·ºeme chtít modelovat pravd¥po-
dobnost, ºe student usp¥l s hodnocením A nebo B. Pokud známe
výsledky v²ech student·, snadno dostaneme statistiky celého sou-
boru, nap°. výb¥rový pr·m¥r X̄ a sm¥rodatnou odchylku Sx .

Patrn¥ bychom od rozumn¥ vedené p°edná²ky a dobrých
student· o£ekávali, ºe nejvy²²í pravd¥podobnost výsledku bude
leºet n¥kde uprost°ed ²kály v �úsp¥²ném intervalu�, zatímco
ideální výsledek plného bodového zisku p°íli² pravd¥podobný
nebude. Stejn¥ tak bude p°íli² mnoho hodnot X v intervalu
neúsp¥²ných hodnot na v¥t²in¥ univerzit bráno jako výrazný
neúsp¥ch p°edná²ejícího.

�asto ale v podobných situacích máme k dispozici jen ná-
hodn¥ vybraných n¥kolik student· a známe p°íslu²né statistiky jen
pro tento vybraný vzorek. Pak se m·ºeme dívat na p°íslu²né hod-
noty jako na vektor (X1, . . . , Xk) a bude nás op¥t zajímat jakákoliv
funkce na tomto vektoru (nap°. n¥která z vý²e zmín¥ných statistik).

Je to typický p°íklad tzv. náhodných veli£in a náhodných vek-
tor·, jak je budeme de�novat v dal²ím odstavci. Budeme chtít um¥t
diskutovat pravd¥podobnost, ºe hodnota X padne do kteréhoko-
liv intervalu (a, b) ⊂ R s reálnými £ísly a, b a uzav°enými nebo
otev°enými konci intervalu. P°ípadn¥ budeme pot°ebovat totéº pro
vícerozm¥rné intervaly v Rk a vektory (X1, . . . , Xk).

Zkusme tedy uvaºovat £íselné veli£iny X na n¥jakém základ-
ním prostoru, tj. oby£ejné funkce X : � → R.
Chceme pracovat s pravd¥podobnostmi p°íslu²nosti
hodnoty X do p°edem zadaného intervalu. Musíme
proto uvést do souladu poºadavky na pravd¥podob-

nostní prostor v²ech jevových polí s vlastnostmi takových funkcí:

Borelovské mnoºiny v Rk

Na prostoru Rk uvaºujme nejmen²í jevové pole B obsahující
v²echny k�rozm¥rné intervaly. Mnoºinám v B °íkáme Borelovské
mnoºiny na Rk . Speciáln¥ pro k = 1 p·jde o v²echny mnoºiny,
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uvaºovaná st°elba se skládá ze £ty° nezávislých jev·: výsledek st°elby

hrá£e A £i B v prvním £i druhém výst°elu. V tabulce zna£íme zásah

jedni£kou, minutí ter£e nulou.

1. st°elec 2.st°elec pst nastoupení jevu

B1 0 1 0 1 1
5 · 4

5 · 2
5 · 3

5

B2 0 1 1 0 24
252

B3 1 0 1 0 24
252

B4 1 0 0 1 24
252

B5 1 1 0 0 64
252

B6 0 0 1 1 9
252

Se£tením pravd¥podobnosti t¥chto disjunktních jev· dostáváme:

P(B) =
6∑
i=1

P(Bi) = 169/625.

Nyní m·ºeme p°istoupit k výpo£tu podmín¥né pravd¥podobnosti

podle vztahu z odstavce 9.14:

P(A|B) = P(A ∩ B)
P (B)

= P(B5)

P (B)
=

64
625
169
625

= 64
169

.= 0,38.

□

9.19. Hodíme mincí. Pokud padne líc, dáme do krabice bílou

kule£níkovou kouli, pokud padne rub, dáme tam kouli £ernou. To

opakujeme n-krát. Potom poslepu vybereme z krabice jednu kouli a

nevrátíme ji zp¥t. Tato vybraná koule je bílá. Ur£ete pravd¥podobnost,

ºe dal²í poslepu vybraná koule je £erná.

�e²ení. V zadání není °e£eno, o jakou minci jde. Aby úloha v·bec

m¥la n¥jaký rozumný smysl,budeme p°edpokládat, ºe výsledky hod·

touto mincí jsou nezávislé a ºe existuje pravd¥podobnost padnutí lí-

cové strany. Tuto pravd¥podobnost ozna£íme p. Ze zadaného faktu, ºe

první vytaºená koule je bílá, usoudíme, ºe p > 0. Poznámku o tom,

ºe koule jsou kule£níkové, budeme chápat tak, ºe jednotlivé koule jsou

hmatem nerozli²itelné a tedy vyjád°ení �vybereme poslepu� ozna£uje

totéº, co �vybereme náhodn¥�. Jev �koule v krabici je bílá� odpovídá

jevu �v p°íslu²ném hodu mincí padl líc�. To znamená, ºe pravd¥po-

dobnostní prostor �náhodné vytaºení koule z krabice� je izomorfní

pravd¥podobnostnímu prostoru �hod mincí�. Z p°edpokládané nezá-

vislosti výsledk· jednotlivých hod· mincí plyne nezávislost barev ta-

ºených koulí. Touto úvahou dostáváme, ºe hledaná pravd¥podobnost

je rovna 1− p.
Je provedená úvaha p°esv¥d£ivá? O£ekáváme p°ece, ºe v plné

krabici je np bílých a n(1 − p) £erných koulí (p°esn¥ji °e£eno, celé

£ásti t¥chto hodnot). Jednu bílou kouli jsme odstranili, takºe relativní
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které ze v²ech interval· obdrºíme kone£nými pr·niky a nejvý²e
spo£etnými sjednoceními.1

9.18. Náhodné veli£iny. Nyní uº máme v²echno p°ipraveno pro
de�nici náhodných veli£in a náhodných vektor·. Po-
znamenejme jiº p°edem, ºe pro klasickou kone£nou
pravd¥podobnost je náhodnou veli£inou kaºdá reálná
funkce X : � → R. Skute£n¥, na kone£né mnoºin¥

� nabývá X jen kone£n¥ mnoho hodnot a kaºdá podmnoºina v �
je jevem.

Náhodné veli£iny a vektory

De�nice. Náhodná veli£ina X na pravd¥podobnostním prostoru
(�,A, P ) je taková funkce X : �→ R, ºe vzor X−1(B) pat°í do
A pro kaºdou Borelovskou mnoºinu B ∈ B na R. Reálná funkce
PX(B) = P(X−1(B)) de�novaná na v²ech intervalech B ⊂ R se
nazývá rozd¥lení (pravd¥podobnosti) náhodné veli£iny X.

Náhodný vektor X = (X1, . . . , Xk) na (�,A, P ) je k�tice ná-
hodných veli£in Xi : �→ R de�novaných na stejném základním
pravd¥podobnostním prostoru (�,A, P ).

Jestliºe vybereme intervaly I1, . . . , Ik v R a de�nujeme
mnoºinu B = I1 × · · · × Ik , pak jist¥ existuje pravd¥podobnost
sou£asného výskytu v²ech k jev· Xi ∈ Ii . Díky aditivit¥ funkce
P tedy bude, obdobn¥ jako ve skalárním p°ípad¥, existovat reálná
funkce PX(B) = P(X−1(B)) de�novaná na v²ech k�rozm¥rných
intervalech B ⊂ Rk . Nazýváme ji rozd¥lení (pravd¥podobnosti)
náhodného vektoru X.

9.19. Distribu£ní funkce. Rozd¥lení náhodných veli£in za-
dáváme nej£ast¥ji pomocí pravidla, jak roste pravd¥podobnost
s p°ír·stkem intervalu B.

De�nice náhodné veli£iny zaji²´uje, ºe pro v²echny intervaly
I s krajními body a, b, −∞ ≤ a ≤ b ≤ ∞, existuje pravd¥podob-
nost jevu P(I). Budeme ji zapisovat stru£n¥ P(a < X < b), resp.
P(X < b) pokud je a = −∞, pro otev°ený interval I a obdobn¥
pro intervaly uzav°ené nebo z jedné strany uzav°ené. Ve speciálním
p°ípad¥ jediné hodnoty pí²eme P(X = a).

Podobn¥ u náhodného vektoru X = (X1, . . . , Xk) pí²eme
stru£n¥ P(a1 < X1 < b1, . . . , ak < Xk < bk), pro sou£asné
nastoupení jev·, kdy hodnoty Xi padnou do uvedených interval·
(které mohou být také uzav°ené neohrani£ené apod.).

Distribu£ní funkce

De�nice. Distribu£ní funkcí náhodné veli£iny X je funkce
FX R → [0, 1] de�novaná pro v²echny x ∈ R vztahem2

FX(x) = P(X < x).

Distribu£ní funkcí náhodného vektoru (X1, . . . , Xk) je funkce
FX : Rk → R de�novaná pro v²echny x = (x1, . . . , xk) ∈ Rk
vztahem

FX(x) = P(X1 < x1, . . . , Xk < xk).

1V této souvislosti se £asto také hovo°í o tzv. σ�algeb°e Borelovsky m¥°itel-
ných mnoºin na Rk a následující de�nici lze formulovat tak, ºe náhodné veli£iny
jsou Borelovsky m¥°itelné funkce.

2V literatu°e se stejn¥ £asto potkáváme také s de�nicí s neostrou nerovností,
tj. pravd¥podobnost P(X = x) je je²t¥ zapo£tena také. V takovém p°ípad¥ platí
obdobné vlastnosti jako ve v¥t¥ 9.20, jen je distribu£ní funkce zprava spojitá apod.
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£etnost £erných koulí o n¥co vzroste a proto i pravd¥podobnost vy-

taºení £erné koule bude v¥t²í neº 1 − p. Neº budete £íst dále, po-

kuste se uhodnout, zda pravd¥podobnost vytaºení £erné koule bude

1 − p nebo v¥t²í, p°ípadn¥ jak tuto pravd¥podobnost ovlivní hodnota

n (po£et koulí v krabici p°ed vytahováním).

Úlohu budeme nyní °e²it pon¥kud so�stikovan¥ji. Ozna£meBi jev

�v plné krabici je i bílých koulí� (z°ejm¥ i ∈ {0, 1, 2, . . . , n}), A jev

�první vytaºená koule je bílá� aC jev �druhá vytaºená koule je £erná�.

Jev Bi je vlastn¥ jevem, ºe v sérii n hod· mincí padl líc i-krát, tedy

P(Bi) =
(
n

i

)
pi(1− p)n−i .

Podmín¥ná pravd¥podobnost vytaºení bílé koule za podmínky, ºe v

krabici je práv¥ i bílých koulí, je rovna

P(A|Bi) = i

n
.

Zajímá nás pravd¥podobnost jevu C kdyº víme, ºe nastal jev A, tedy

P(C|A). Pon¥vadº jevy Bi jsou neslu£itelné, jsou neslu£itelné i jevy

C ∩ Bi . Sou£asn¥ platí C = ∪n
i=0(C ∩ Bi) a toto sjednocení je dis-

junktní. Proto m·ºeme psát

P(C|A) = P
(

n∪
i=0

(C ∩ Bi)|A
)
=

n∑
i=0

P
(
(C ∩ Bi) ∩ A

)
P(A)

=

= 1
P(A)

n∑
i=0

P
(
C ∩ (A ∩ Bi)

) =
= 1
P(A)

n∑
i=0

P(A ∩ Bi)P (C|A ∩ Bi) =

= 1
P(A)

n∑
i=0

P(Bi)P (A|Bi)P (C|A ∩ Bi).

Za pravd¥podobnost P(A) m·ºeme je²t¥ dosadit ze vzorce pro celko-

vou pravd¥podobnost a dostaneme

(9.2)

P(C|A) =

n∑
i=0
P(Bi)P (A|Bi)P (C|A ∩ Bi)

P (A)
=

=

n∑
i=0
P(Bi)P (A|Bi)P (C|A ∩ Bi)

n∑
i=0
P(Bi)P (A|Bi)

.

Tato formulka bývá n¥kdy nazývána 2. Bayes·v vzorec; obecn¥ platí

za p°edpokladu, ºe prostor � je disjunktním sjednocením jev· Bi .
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Je-li z kontextu z°ejmé, které veli£iny se distribu£ní funkce týká,
její ozna£ení vypou²tíme, tj. pí²eme F(x).

Dal²í v¥ta nás ujistí, ºe pro kaºdou náhodnou veli£inu umíme
výhradn¥ z distribu£ní funkce po£ítat pravd¥podobnosti, ºe hod-
notyX padnou do jakéhokoliv intervalu, tj. ve skute£nosti do jaké-
koliv Borelovské mnoºiny B.

9.20. V¥ta. Pro kaºdou náhodnou veli£inu X má její distribu£ní
funkce F : R→ [0, 1] následující vlastnosti
(1) F je neklesající funkce;
(2) F má v kaºdém bod¥ x ∈ R limitu zleva i limitu zprava;
(3) F je zleva spojitá;
(4) v nevlastních bodech má F limity

(9.6) lim
x→∞F(x) = 1, lim

x→−∞F(x) = 0;
(5) pravd¥podobnost, ºe X nabývá práv¥ hodnotu x je dána

(9.7) P(X = x) = lim
y→x+

F(y)− F(x).
(6) Distribu£ní funkce náhodné veli£iny má vºdy nejvý²e spo£etn¥

mnoho bod· nespojitosti.

D·kaz. D·kaz spo£ívá ve vcelku jednoduchým p°ímých
výpo£tech. Zejména si uv¥domme, ºe jevy a ≤ X < b a X < a

jsou disjunktní a proto platí

P(a ≤ X < b) = P(X < b)− P(X < a) = F(b)− F(a).
Odtud jiº okamºit¥ z de�nice pravd¥podobnosti plyne první doka-
zovaná vlastnost.

Dal²í dv¥ tvrzení odvodíme z vlastností pravd¥podobnosti na
rostoucích £i klesajících °et¥zcích jev·, které jsme odvodili ve v¥t¥
9.13. Zvolme nerostoucí posloupnost £ísel rn > 0 konvergující k 0
a uvaºujme jevy An zadané poºadavkem X < x − rn. Sjednocení
v²ech t¥chto jev· je práv¥ jev A zadaný nerovností X < x. Jev
A p°itom pochopiteln¥ nezávisí na volb¥ posloupnosti rn. Podle
prvního tvrzení v¥ty 9.13 tedy bude

P(A) = lim
n→∞P(An).

To v²ak podle testu konvergence funkcí pomocí posloupností (viz
str. 256) znamená, ºe limita zleva funkce FX v bode x existuje a
je rovna P(A). To dokazuje polovinu tvrzení (2) a zárove¬ tvrzení
(3).

Zcela obdobn¥ m·ºeme pomocí zvolené posloupnosti £ísel rn
de�novat jevy An odpovídající hodnotám Xn < x + rn. tentokrát
máme nerostoucí °et¥zec A1 ⊃ A2 ⊃ . . . a jejich pr·nikem bude
jev X ≤ x. Pro pravd¥podobnost jevu A platí, podle druhé vlast-
nosti z v¥ty 9.13,

P(A) = lim
n→∞P(An) = P(X ≤ x),

coº ov¥°uje ºe limita zprava funkce F v bod¥ x existuje. Zárove¬
jsme p°itom ov¥°ili i vlastnost (5).

Limitní hodnoty z vlastnosti (4) v¥ty se odvodí zcela obdobn¥
s pouºitím v¥ty 9.13, jak jsme vý²e spo£etli limity zleva a zprava
vý²e. V prvém p°ípad¥ p·jde o jevy An zadané pomocí X < rn,
pro jakoukoliv rostoucí posloupnost rn →∞. Jejich sjednocením
bude jev jistý �. Ve druhém p°ípad¥ p·jde o jevy An zadané po-
mocí X < rn pro jakoukoliv klesající posloupnost rn → −∞ a
jejich pr·nikem bude jev nemoºný.
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Je²t¥ si uv¥domíme, ºe podle zadání úlohy jsme alespo¬ jednou

hodili mincí a tedy n ≥ 1. Nyní m·ºeme vypo£ítat

n∑
i=0

P(Bi)P (A|Bi) =
n∑
i=0

(
n

i

)
pi(1− p)n−i · i

n
=

=
n∑
i=1

(n− 1)!
(i − 1)!(n− i)! p

i(1− p)n−i =

=
n−1∑
i=0

(n− 1)!
i!(n− i − 1)!

pi+1(1− p)n−i−1 =

= p
n−1∑
i=0

(
n− 1
i

)
pi(1− p)n−1−i =

= p(p + (1− p))n−1 = p,

n∑
i=0

P(Bi)P (A|Bi)P (C|A ∩ Bi) =

=
n∑
i=0

(
n

i

)
pi(1− p)n−i · i

n
· n− i
n− 1

=

=
n−1∑
i=1

(n− 2)!
(i − 1)!(n− i − 1)!

pi(1− p)n−i =

=
n−2∑
i=0

(n− 2)!
i!(n− 2− i)! p

i+1(1− p)n−i−1 =

=p(1− p)
n−2∑
i=0

(
n− 2
i

)
pi(1− p)n−2−i =

=
{
p(1− p), n > 1
0, n = 1,

takºe po dosazení do druhého Bayesova vzorce dostaneme hledanou

pravd¥podobnost

P(C|A) =
{

0, n = 1,
1− p, n > 1.

Jednoduchá úvaha o izomor�i pravd¥podobnostních prostor· tedy dala

správný výsledek; výpo£et pouze upozornil na triviální p°ípad n = 1.
□

9.20. V jedné v¥domostní sout¥ºi bylo hlavní výhrou Ferrari 599

GTB Fiorano. Sout¥ºící, který se dostal do posledního kola, byl p°ive-

den p°ed t°i stejná vrata. Podmínkou získání výhry bylo správn¥ uhod-

nout, za kterými vraty se automobil nachází. Sout¥ºící jedna vrata

ozna£il a poté asistent otev°el ta z neozna£ených vrat, za nimiº byla

koza. Poslední sout¥ºní otázkou bylo, zda sout¥ºící chce sv·j tip m¥nit.
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Zbývá dokázat poslední tvrzení. Podle jiº dokázaných vlast-
ností jsou body nespojitosti distribu£ní funkce práv¥ ty hodnoty
x, ve kterých má náhodná veli£ina tuto hodnotu s nenulovou
pravd¥podobností, tj. P(X = x) ̸= 0. Ozna£me nyníMn mnoºinu
t¥ch bod· x, pro které je P(X = x) > 1

n
. Evidentn¥ je mnoºina

M v²ech bod· nespojitosti dána jako sjednocení M = ∪∞
n=2.

Protoºe je ale sou£et pravd¥podobností disjunktních jev· vºdy
nejvý²e jedna, nem·ºe obsahovat Mn více neº n − 1 prvk·. Je
tedyM spo£etným sjednocením kone£ných mnoºin a je tedy sama
spo£etná. □

Nyní je z°ejmé, ºe m·ºeme z distribu£ní funkce snadno
spo£íst pravd¥podobnost, ºe hodnota náhodné veli£iny padne do
jakéhokoliv daného intervalu. Zadává tedy skute£n¥ distribu£ní
funkce FX celé rozloºení pravd¥podobnostní náhodné veli£iny X.

9.21. Diskrétní a spojité náhodné veli£iny. Náhodné veli£iny se
chovají zásadn¥ odli²n¥ podle toho, jestli je ve²kerá
nenulová pravd¥podobnost �soust°ed¥na do n¥ko-
lika kone£ných hodnot� nebo je naopak �spojit¥

rozprost°ena� po (£ásti) reálné osy.

Diskrétní náhodné veli£iny

Jestliºe náhodná veli£ina X na pravd¥podobnostním pro-
storu (�,A, P ) nabývá jen kone£n¥ mnoha r·zných hodnot
x1, x2, . . . , xn ∈ R nebo p°ípadn¥ spo£etn¥ mnoha reálných
hodnot x1, x2, . . . , °íkáme, ºe jde o diskrétní náhodnou veli£inu.

De�nujeme pak pravd¥podobnostní funkci f (x) vztahem

f (x) =
{
P(X = xi) x = xi
0 jinak.

Protoºe je pravd¥podobnost spo£etn¥ aditivní a jednotlivé jevy
X = xi jsou disjunktní, je sou£et v²ech hodnot f (xi) dán bu¤
kone£ným sou£tem nebo absolutn¥ konvergentní °adou∑

i

f (xi) = 1.

Pro rozd¥lení pravd¥podobnosti veli£iny X platí

P(X−1(B)) =
∑
xi∈B

f (xi)

a tedy zejména je distribu£ní funkce tvaru

FX(t) =
∑
xi<t

f (xi).

V²imn¥me si, ºe distribu£ní funkce F(x) diskrétní náhodné
veli£iny je po £ástech konstantní a F(x) = 1 pro x v¥t²í neº
v²echna xi .

Kaºdá náhodná veli£ina de�novaná na klasickém kone£ném
pravd¥podobnostním prostoru je diskrétní.

I kdyº hodnoty náhodné veli£inyX nejsou diskrétní, m·ºeme
postupovat podobn¥. Intuitivn¥ lze p°i in�nitesimální zm¥n¥ hod-
noty x o p°ír·stek dx uvaºovat takto: hustotu f (x) pravd¥podob-
nosti pro náhodnou veli£inu X si p°edstavíme jako

P(x ≤ X < x + dx) = f (x)dx.
To znamená, ºe chceme pro −∞ ≤ a ≤ b ≤ ∞

P(a ≤ X < b) =
∫ b

a

f (x)dx.
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�e²ení. Nevyslovený p°edpoklad úlohy je ten, ºe sout¥ºící zmín¥ný

automobil chce získat. Nejd°íve zkuste ov¥°it, jak spolehlivou intu-

ici pro náhodné jevy jiº máte. M·ºete uvaºovat nap°íklad takto: �Za

jedn¥mi ze zbývajících dvou vrat je Ferrari, za kaºdými z nich se stej-

nou pravd¥podobností. Proto je jedno, která vrata jsou ozna£ená a

nemá smysl sv·j tip m¥nit.� Nebo: �Pravd¥podobnost, ºe jsem si hned

na za£átku tipnul správn¥ je 1
3 . Na této pravd¥podobnosti ta ukázaná

koza nic nezm¥ní, takºe pravd¥podobnost, ºe jsem tipoval ²patn¥ je 2
3 .

Proto kdyº tip zm¥ním, tak s pravd¥podobností 2
3 vyhraji.�

Zm¥nit tip je rozumné pouze v p°ípad¥, ºe pravd¥podobnost au-

tomobilu za neozna£enými a neotev°enými vraty je v¥t²í, neº jeho

pravd¥podobnost za vraty ozna£enými. Pro výpo£et si ozna£íme jevy

H �p·vodní tip je správný�, A �tip byl zm¥n¥n� a C �sout¥ºící vy-

hrál�. Zajímají nás tedy pravd¥podobnosti P(C|A) a P(C|Ac).
Sout¥ºící nejprve ozna£il jedna vrata ze t°í, Ferrari je jen za

jedn¥mi z nich. Tedy

P(H) = 1
3
, P (H c) = 1− 1

3
= 2

3
.

Zm¥nu tipu povaºujeme za jev nezávislý na tipu p·vodním, tedy

P(A|H) = P(A|H c) = P(A), P (Ac|H) = P(Ac|H c) = P(Ac).
Pokud p·vodní tip byl správný a sout¥ºící rozhodnutí zm¥nil, pak ne-

mohl vyhrát; naopak, pokud p·vodní tip byl ²patný a sout¥ºící rozhod-

nutí zm¥nil, vyhrál jist¥, tedy

P(C|A ∩H) = 0 = P(C|Ac ∩H c),

P (C|Ac ∩H) = 1 = P(C|A ∩H c).

Ze druhého Bayesova vzorce (∥9.2∥) nyní dostaneme

P(C|A) =
=P(H)P (A|H)P (C|A ∩H)+ P(H

c)P (A|H c)P (C|A ∩H c)

P (A)
=

=P(H c) = 2
3

a analogicky

P(C|Ac) =

=P(H)P (A
c|H)P (C|Ac ∩H)+ P(H c)P (Ac|H c)P (C|Ac ∩H c)

P (Ac)
=

=P(H) = 1
3
.

Dostali jsme, ºe P(C|A) > P(C|Ac), a proto je výhodné zm¥nit tip.

□

9.21. Máme dva sá£ky. V jednom jsou dv¥ bílé a dv¥ £erné v druhém

jedna bílá a dv¥ £erné. Náhodn¥ vybereme sá£ek a z n¥j postupn¥ (bez



KAPITOLA 9. STATISTICKÉ A PRAVD�PODOBNOSTNÍ METODY

Spojité náhodné veli£iny

Náhodná veli£inaX, pro kterou existuje její hustota pravd¥po-
dobnosti f spl¬ující

FX(b) =
∫ b

−∞
f (x)dx,

se nazývá spojitá náhodná veli£ina.

V²imn¥me si, ºe distribu£ní funkce F(x) spojité náhodné
veli£iny X je vºdy diferencovatelná a její derivace se rovná hus-
tot¥ pravd¥podobnosti X, tj. platí F ′(x) = f (x).

Samoz°ejm¥ se také m·ºeme setkat se smí²eným chováním
u veli£in, které mají £ást pravd¥podobnosti rozprost°enu
spojit¥, n¥kterých hodnot ale nabývají s nenulovou
pravd¥podobností. P°edstavme si t°eba chaotického
p°edná²ejícího, který s pravd¥podobností p z·stává stát

na míst¥ za °e£nickým pultíkem, jakmile se v²ak odtud pohne,
je jeho pozice v kterémkoliv jiném míst¥ na stupínku stejn¥
pravd¥podobná.

Bude tedy p°íslu²ná náhodná veli£ina udávající jeho polohu
mít distribu£ní funkci (zavádíme si sou°adnice tak, ºe pultík je v po-
zici 0 a posluchárna je ohrani£ena hodnotami ±1)

F(t) =


0 je-li t ≤ −1
1−p

2 (t + 1) je-li t ∈ (−1, 0)
p + 1−p

2 (t + 1) je-li t ∈ [0, 1)
1 je-li t ≥ 1.

Distribu£ní funkce takovýchto veli£in m·ºeme £asto
p°ímo vyjad°ovat pomocí Riemannova-Stieltjesova integrálu
F(t) = ∫ t

−∞ f (x)d(g(x)), který jsme zavedli v odstavci 6.48 na
stran¥ 369. V p°edchozím p°íkladu bychom zvolili t°eba f (x) = 1
a

g(x) =


−1 pro x ≤ −1
1−p

2 x pro −1 < x < 0
1−p

2 x + p pro 0 ≤ x < 1
1+p

2 pro x ≥ 1.
P°ipome¬me, ºe distribu£ní funkce nem·ºe mít více neº spo£etn¥
mnoho bod· nespojitosti.

9.22. N¥kolik diskrétních rozd¥lení. Poºadavky na vlastnosti
rozd¥lení náhodných veli£in zpravidla vychází z mo-
delovaných situací a ve skute£nosti pak ani nemáme
moc moºností, jak rozd¥lení pravd¥podobnosti m·ºe
vypadat.

Uvedeme p°ehled nejjednodu²²ích diskrétních rozd¥lení.

Degenerované rozd¥lení

Rozd¥lení odpovídající konstantní náhodné veli£in¥X = µ se
nazývá degenerované rozd¥lení Dg(µ).

Jeho distribu£ní funkce FX a pravd¥podobnostní funkce fX
jsou dány

FX(t) =
{

0 t ≤ µ
1 t > µ

fX(t) =
{

1 t = µ
0 jinak

.

Nyní popi²me pokus s pouze dv¥ma moºnými výsledky, kte-
rým budeme °íkat zdar a nezdar. Pokud má zdar pravd¥podobnost
p, pak nezdar musí mít pravd¥podobnost 1− p.
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vracení) dv¥ koule. Jaká je pravd¥podobnost, ºe druhá vytaºená bude

£erná, jestliºe první vytaºená koule byla bílá. ⃝

D. Co je pravd¥podobnost?

Nejprve si p°ipome¬me geometrickou pravd¥podobnost, jak jsme

se s ní setkali v 1.21.

9.22. Bu�onova jehla. Jehlu o délce l házíme na sí´ rovnob¥ºek

tvo°ících pásy o ²í°ce l. Jaká je pravd¥podobnost, ºe jehla po dopadu

z·stane v pozici protínající n¥kterou rovnob¥ºku?

�e²ení. Pozice jehly po dopadu je dána dv¥ma nezávislými parametry,

totiº vzdáleností d jejího st°edu od nejbliº²í rovnob¥ºky, (d ∈ [0, l/2])
a úhlem α (α ∈ [0, π/2]), který jehla svírá s rovnob¥ºkami. Pod-

mínka, ºe jehla protne n¥kterou z rovnob¥ºek je ekvivalentní nerov-

nosti l/2 sinα > d. Oblast moºných jev·, moºných dvojic (α, d), je

obdélník π/2 × l/2. P°íznivé jevy, tedy ty dvojice (α, d), pro které

l/2 sinα > d, odpovídají bod·m v obdélníku leºícím pod k°ivkou

l/2 sinα (p°i£emº za prom¥nnou povaºujeme α, kterou vyná²íme na

osu x). Obsah útvaru je podle 6.35∫ π
2

0

l

2
sinα dα = l

2
.

Hledanou pravd¥podobnost tak ur£íme (viz 1.21) jako

l
2

π
2 · l2

= 2
π
.

□
Následující (známý) p°íklad, ve kterém rovn¥º vyuºijeme geome-

trickou pravd¥podobnost, ilustruje, ºe si musíme dávat velký pozor na

to, co povaºujeme za �z°ejmé�

9.23. Bertrand·v paradox. Ur£ete pravd¥podobnost toho, ºe ná-

hodn¥ vybraná t¥tiva v dané kruºnici budemít délku v¥t²í, neº je strana

rovnostranného trojúhelníka vepsaného do této kruºnice.

�e²ení. Ukáºeme t°i r·zné zp·soby, jak �tuto� pravd¥podobnost od-

vodit.

1) Kaºdá t¥tiva je jednozna£n¥ dána svým st°edem. Její náhodný

výb¥r je tedy dán náhodným výb¥rem jejího st°edu. T¥tiva je del²í

neº strana vepsaného rovnostranného trojúhelníka, leºí-li její st°ed

uvnit° soust°edné kruºnice o polovi£ním polom¥ru. St°ed vybíráme

�náhodn¥� z celé kruºnice, je tedy pravd¥podobnost, ºe padne do

vnit°ního kruhu dána pom¥rem obsah· t¥chto kruh·, tedy je to 1
4 .

2) Oproti p°edcházejícímu odvození provedeme úvahu, ºe hledaná

pravd¥podobnost by m¥la být stejná, omezíme-li se pouze na t¥tivy
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Alternativní rozd¥lení

Rozd¥lení náhodné veli£iny X s dv¥ma hodnotami 0 pro ne-
zdar a 1 pro zdar, p°i£emº zdar nastává s pravd¥podobností p,
°íkáme alternativní rozd¥lení A(p). Jeho distribu£ní a pravd¥po-
dobnostní funkce jsou tvaru:

FX(t) =


0 t ≤ 0
1− p 0 < t ≤ 1
1 t > 1

fX(t) =


p t = 1
1− p t = 0
0 jinak.

Uvaºme dále rozd¥lení veli£iny X odpovídající n�krát nezá-
visle opakovanému pokusu popsanému alternativním rozd¥lením,
p°i£emº na²e náhodná veli£ina m¥°í po£et zdar·. Je tedy zjevné,
ºe pravd¥podobnostní funkce bude mít nenulové hodnoty práv¥
v celých £íslech 0, . . . , n odpovídajícím celkovému po£tu úsp¥ch·
v pokusech (a nezáleºí nám na po°adí).

Binomické rozd¥lení

Binomické rozd¥lení Bi(n, p) má pravd¥podobnostní funkci

fX(t) =
{(

n
t

)
pt (1− p)n−t t ∈ {0, 1, . . . , n}

0 jinak
.

Na obrázku jsou pravd¥podobnostní funkce pro Bi(50, 0,2), a
Bi(50, 0,9). Rozd¥lení pravd¥podobnosti odpovídá intuici, ºe nej-
více výsledk· bude blízko u hodnoty np:

Uvaºujme nezávisle provád¥né pokusy s alternativním
rozd¥lením pravd¥podobnosti A(p) jako u binomického rozd¥lení
a zvolme si kladné p°irozené £íslo r. Budeme pokra£ovat
v pokusech tak dlouho, dokud nenastane práv¥ r zdar·.

Náhodná veli£ina X bude dána po£tem nezdar· p°edcházejí-
cích r-tému zdaru. V p°ípad¥ r = 1 tedy jsme zp¥t u na²eho
p°íkladu z 9.10. Náhodný jevX = k nastane, práv¥ kdyº v prvních
k + r − 1 pokusech nastane práv¥ r − 1 zdar· a p°itom zárove¬
v (k + r)-tém pokusu nastane zdar.

Geometrické rozd¥lení

Náhodná veli£ina X, která je dána po£tem nezdar· p°ed dosa-
ºením práv¥ r-tého zdaru, má rozd¥lení pravd¥podobnosti

P(X = k) =
(
k + r − 1
r − 1

)
pr(1− p)k, k = 0, 1, 2, . . .

Tomuto rozd¥lení ºe také °íká negativn¥ binomické rozd¥lení,
v p°ípad¥ r = 1 pak geometrické rozd¥lení.
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daného sm¥ru. St°edy t¥tiv jednoho sm¥ru leºí v dané kruºnici na jedi-

ném jejím pr·m¥ru daného sm¥ru. St°edy vyhovujících t¥tiv pak jsou

ty z tohoto pr·m¥ru, které leºí uvnit° vnit°ní kruºnice (viz p°edchozí

bod), tedy na jejím pr·m¥ru daného sm¥ru. Pom¥ry pr·m¥r· kruºnic

jsou 1 : 2, hledaná pravd¥podobnost je tedy 1
2 .

3) T¥tiva kruºnice je téº ur£ena svými krajními body (leºícími na kru-

ºnici). Pokud jeden z krajních bod· t¥tivy, °ekn¥me A, �xujeme (op¥t

vzhledem k symetrii by to nem¥lo ovlivnit výslednou pravd¥podob-

nost), tak druhý, aby t¥tiva vyhov¥la poºadavku, musí leºet na krat²ím

oblouku BC, kde ABC je rovnostranný trojúhelník vepsaný do dané

kruºnice. Délka tohoto oblouku £iní jednu t°etinu z obvodu kruºnice.

Hledaná pravd¥podobnost je tedy 1
3 .

Jak je moºné, ºe nám vy²la pokaºdé jiná pravd¥podobnost? Za-

dání úlohy je totiº nejednozna£né. Je nutné speci�kovat, co to znamená

�náhodný� výb¥r t¥tivy. Kaºdý ze t°í pravd¥podobností popisuje hle-

danou pravd¥podobnost p°i vybírání t¥tivy popsaným zp·sobem. Tyto

zp·soby nejsou ekvivalentní, coº krom¥ spo£tené pravd¥podobnosti

potvrzuje i rozloºení st°ed· takto vybíraných t¥tiv: v prvním p°ípad¥

jsou st°edy rovnom¥rn¥ rozmíst¥ny uvnit° celé kruºnice. Ve druhém a

ve t°etím p°ípad¥ je v¥t²í koncentrace st°ed· u st°edu dané kruºnice.

□

9.24. Dv¥ obálky. V kaºdé ze dvou obálek je umíst¥na ur£itá suma

pen¥z. Víme, ºe v jedné obálce je dvojnásobek toho, co v druhé.

M·ºeme si zvolit jednu z obálek (a vzít si obnos v ní). Po volb¥ jsme

dotázáni, jestli nechceme výb¥r zm¥nit (a vzít si sumu z druhé obálky).

Je výhodné svoje rozhodnutí zm¥nit?

�e²ení. Na první pohled musí být úpln¥ jedno, kterou obálku zvolíme.

Pravd¥podobnost, ºe si vybereme tu s v¥t²ím obnosem je 1/2, nemá

tedy smysl rozhodnutí m¥nit.

Prove¤me v²ak následující úvahu: v prvn¥ zvolené obálce je suma

a. Ve druhé je tedy obnos a/2, £i 2a, a to kaºdý s polovi£ní pravd¥po-
dobností. Pokud tedy zm¥níme své rozhodnutí, tak s pravd¥podob-

ností 1/2 získáme obnos a/2, s pravd¥podobností 1/2 obnos 2a, tedy
pr·m¥rn¥

1
2
a

2
+ 1

2
2a = 5

4
a.

Bylo by tedy výhodné volbu zm¥nit. Co je ²patného na této úvaze?

Je to n¥kolik v¥cí. Je to pr·m¥rování �ktivních výher a/2 a 2a.
Situace je totiº dána dv¥ma obálkami s výhrami a a 2a. P°i zm¥n¥

obálky budou na²e výhry op¥t bu¤ a (pokud jsme si na po£átku vy-

brali obálku se sumou 2a), nebo 2a (pokud jsme si na poprvé vybrali
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Geometrické rozd¥lení se ve fyzice objevuje u tzv.
Einsteinovy�Boseovy statistiky.

9.23. Poissonovo rozd¥lení. V praktických úlohách £asto úvaha
o binomickém rozd¥lení vede k dal²ím modelovým
p°ípad·m.

Uvaºme situaci, kdy do n p°ihrádek rozd¥lujeme
r vzájemn¥ nerozli²itelných p°edm¥t·. Umíst¥ní kte-

réhokoliv p°edm¥tu do pevn¥ zvolené p°ihrádky má pravd¥podob-
nost 1/n (kaºdá z nich je stejn¥ pravd¥podobná).

Náhodnou veli£inu, která popisuje po£et X p°edm¥t· v jedné
pevn¥ zvolené p°ihrádce m·ºeme popsat následovn¥. Máme moº-
nosti hodnot X = k, kde k = 0, . . . , r a pravd¥podobnost jednot-
livých hodnot je

P(X = k) =
(
r

k

)(
1
n

)k (
1− 1

n

)r−k
=
(
r

k

)
(n− 1)r−k

nr
.

Jde proto o rozloºení X typu Bi(r, 1/n).
S takovouto veli£inou se m·ºeme potkat nap°. u popisu fyzi-

kální soustavy s velikým po£temmolekul plynu. P°ihrádky p°edsta-
vují malé objemy prostoru a sledujeme rozloºení molekul. Zajímá
nás pak, co se bude dít s veli£inami Xn, kdyº bude vzr·stat po£et
p°ihrádek n spole£n¥ s po£tem p°edm¥t· rn tak, ºe v pr·m¥ru nám
na kaºdou p°ihrádku bude p°ipadat (p°ibliºn¥) stejný po£et prvk·
λ.

Zajímá nás tedy chování na²eho rozd¥lení veli£inXn p°i limit-
ním p°echodu n→∞. Standardní úpravy (m·ºeme je brát i jako
výzvu k opakování postup· z analýzy funkcí jedné prom¥nné!) ve-
dou p°i limn→∞ rn/n = λ k výsledku:

lim
n→∞P(Xn = k) = lim

n→∞

(
rn

k

)
(n− 1)rn−k

nrn
=

= lim
n→∞

rn(rn − 1) . . . (rn − k + 1)
(n− 1)k

1
k!

(
1− 1

n

)rn
=

= λk

k!
lim
n→∞

(
1+ −

rn
n

rn

)rn
=

= λk

k!
e−λ,

protoºe obecn¥ funkce (1+x/n)n konvergují stejnom¥rn¥ k funkci
ex na kaºdém omezeném intervalu v R.

Poissonovo rozd¥lení

Poissonovo rozd¥lení Po(λ) popisuje náhodné veli£iny
s pravd¥podobnostní funkcí

fX(t) =
{
λk

k! e−λ t ∈ N
0 jinak.

Samoz°ejm¥ platí

∞∑
k=0

fX(k) =
∑
k

λk

k!
e−λ = e−λ∑

k

λk

k!
= e−λ+λ = 1.

Jak jsme odvodili vý²e, toto diskrétní rozd¥lení Po(λ) s libo-
volným λ > 0 (rozloºené do nekone£n¥ mnoha bod·) dob°e apro-
ximuje binomická rozloºení Bi(n, pn), kde npn = λ, pro veliká
n.
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obálku se sumou a). Tedy celková pr·m¥rná výhra je (jako na za£átku)
1
2
a + 1

2
2a = 3

2
a. □

E. Náhodné veli£ina, hustota, distribu£ní funkce

9.25. P°i jednom hodu kostkou je z°ejm¥ mnoºina elementárních

jev· � = {ω1, . . . , ω6}, kde ωi znamená, ºe na kostce padne £íslo

i. Jevovým polem nech´ je

A = {∅, {ω1, ω2}, {ω3, ω4, ω5, ω6},�}.
Zjist¥te, jestli zobrazení X : �→ R dané p°edpisem

i) X(ωi) = i pro kaºdé i ∈ {1, 2, 3, 4, 5, 6},
ii) X(ω1) = X(ω2) = −2, X(ω3) = X(ω4) = X(ω5) =
= X(ω6) = 3

je náhodnou veli£inou vzhledem k A.

�e²ení. Nejprve je dobré se p°esv¥d£it, ºe mnoºina A opravdu

spl¬uje v²echny axiomy v 9.11 a je tedy dob°e de�novaným jevovým

polem. Pak podle de�nice 9.18 je náhodná veli£ina taková funkce

X : � → R, ºe vzor kaºdé Borelovské mnoºiny B ⊂ R leºí

v A. Pokud v p°ípad¥ i) uváºíme nap°íklad uzav°ený interval [2, 3],
je jasné, ºe X−1([2, 3]) = {ω2, ω3} ̸∈ A. Funkce X tedy v tomto

p°ípad¥ není náhodná veli£ina.

V p°ípad¥ ii) se naopak lze lehce p°esv¥d£it, ºeX je náhodná veli£ina.

Vezmeme-li totiº libovolný interval v R, tak mohou nastat práv¥ £ty°i

moºnosti. Bu¤ neobsahuje £íslo -2 ani 3, pak je vzorem X prázdná

mnoºina, pokud obsahuje jen -2, je vzorem {ω1, ω2}, pokud obsahuje
jen 3, je vzorem {ω3, ω4, ω5, ω6} a pokud interval obsahuje ob¥ £ísla,
pak je vzorem celá mnoºina�. Ve v²ech p°ípadech vzor leºí v jevovém

poli A. □

9.26. Je dáno jevové pole (�,A), kde � = {ω1, ω2, ω3, ω4, ω5} a
A = {∅, {ω1, ω2}, {ω3}, {ω4, ω5}, {ω1, ω2, ω3},

{ω1, ω2, ω4, ω5}, {ω3, ω4, ω5}, �}.
Najd¥te co nejobecn¥j²í zobrazeníX : �→ R, které bude náhod-

nou veli£inou vzhledem k A.

�e²ení. Protoºe se jevy ω1, ω2 nevyskytují samostatn¥ v A, je

z°ejmé, ºe náhodná veli£ina X je musí zobrazit na stejné £íslo, tj.

X(ω1) = X(ω2) = a, pro n¥jaké a ∈ R. Ze stejného d·vodu musí

být X(ω4) = X(ω5) = b, pro n¥jaké b ∈ R. Obsahuje-li interval
ob¥ £íslo a i b, pak je jeho vzorem {ω1, ω2, ω4, ω5} ∈ A, coº je

v po°ádku. Zbývá jev ω3, který se m·ºe zobrazit na libovolné c ∈ R.
Jednodu²e se potom p°esv¥d£íme o tom, ºe vzory v²ech interval·
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9.24. Dva p°íklady Poissonova rozd¥lení. Krom¥ vý²e
zmín¥ného fyzikálního modelu lze takové chování
p°i sledování výskytu jev· v prostoru s konstantní
o£ekávanou hustotou na jednotku objemu (nap°. p°i
sledování výskytu bakterií na sklí£ku pod mikro-

skopem, které se stejn¥ pravd¥podobn¥ vyskytují v kterékoliv
jeho £ásti). Je-li �pr·m¥rná hustota výskytu� v jednotkové plo²e
λ, pak p°i rozd¥lení celé oblasti na n stejných £ástí bude výskyt
k jev· v jedné vybrané £ásti modelován náhodnou veli£inou X
s Poissonovým rozd¥lením. Takovéto pozorování p°i praktické
diagnostice v biochemické laborato°i umoºní výpo£et docela
p°esného celkového po£tu bakterií ve vzorku ze skute£ného po£tu
ode£teného jen v n¥kolika náhodn¥ vybraných malých £ástech
vzorku.

Zkusme nyní popsat události, které se vyskytují náhodn¥
v £ase t ≥ 0 a p°itom pravd¥podobnost výskytu
v následujícím malinkém £asovém intervalu o délce
h nezávisí na p°edchozí historii a je rovna stále stejné
hodnot¥ hλ pro pevné λ > 0. P°itom pravd¥podob-

nost, ºe nastane jev v danémmalinkém intervalu více neº jedenkrát
bude velmi malá.

Ozna£me si náhodnou veli£inu Xt vy£íslující po£et výskytu
sledovaného jevu v intervalu [0, t) a zkusme vyjád°it na²e poºa-
davky in�nitesimáln¥. Chceme, aby

• pravd¥podobnost práv¥ jedné události v kaºdém £asovém
úseku o délce h byla rovna hλ+α(h), kde funkce α(h) spl¬uje
limh→0+

α(h)
h
= 0;

• pravd¥podobnost β(h), ºe nastane více neº jedna událost
v £asovém úseku délky h, spl¬uje limh→0+

β(h)
h
= 0;

• jevy Xt = j a Xt+h − Xt = k jsou nezávislé pro v²echny
j, k ∈ N a t, h > 0.

Ozna£íme si funkce pk(t) = P(Xt = k), k ∈ N, a poloºíme
samoz°ejmé okrajové podmínky p0(0) = 1 a pk(0) = 0 pro k > 0.
Nyní p°ímo spo£teme

p0(t + h) = p0(t)P (Xt+h −Xt = 0) =
= p0(t)(1− hλ− α(h)− β(h))

a podobn¥

pk(t + h) = P(Xt = k,Xt+h −Xt = 0)+
+ P(Xt = k − 1, Xt+h −Xt = 1)+
+ P(Xt ≤ k − 2, Xt+h = k) =

= pk(t)P (Xt+h −Xt = 0)+ pk−1P(Xt+h −Xt = 1)+

+
k−2∑
i=0

P(Xt = i, Xt+h −Xt = k − i) =

= pk(t)(1− hλ− α(h)− β(h))+ pk−1(t)(hλ+ α(h))+

+
k−2∑
i=0

pi(t)P (Xt+h −Xt = k − i).

Odtud ale vidíme (pí²eme stejn¥ jako v 6.17 na stran¥ 340 sym-
bol o(h) pro výrazy, které pod¥lené h dávají limitu pro h → 0+
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pro takto de�nované X jsou mnoºiny v A, tj. X je náhodná veli£ina

vzhledem k A. □

9.27. Náhodná veli£ina X nabývá hodnoty i s pravd¥podobností

P(X = i) = 1
6 pro i = 1, . . . , 6. Zapi²te distribu£ní funkci FX(x)

a na£rtn¥te její graf.

�e²ení. Z de�nice 9.19 je distribu£ní funkce rovna

FX(x) = P(X < x). To znamená, ºe FX(x) = 0 pro x < 1,
FX(x) = [x]

6 pro 1 ≤ x < 6, kde [x] zna£í celou £ást £ísla x, a

FX(x) = 1 pro x ≥ 6. Gra�cky znázorn¥no

□

9.28. St°elec st°ílí do ter£e, dokud ho netrefí. Má v zásob¥ 4 ná-

boje. Pravd¥podobnost zásahu je p°itom p°i kaºdém výst°elu rovna

0,6. Nech´ náhodná veli£ina X udává po£et nespot°ebovaných náboj·.

Ur£ete pravd¥podobnostní a distribu£ní funkci X a nakreslete jejich

grafy.

�e²ení. Pravd¥podobnost, ºe st°elec k�krát ter£ netrefí a pak ho trefí

je z°ejm¥ rovna 0,4k · 0,6. Proto fX(x) = P(X = x) = 0,43−x ·
0,6 pro x ∈ {1, 2, 3}. Pokud st°elec netrefí ter£ na t°i pokusy, uº mu

kaºdopádn¥ nezbude ºádný náboj, a´ uº ho v posledním pokusu trefí

nebo ne. Proto fX(0) = P(X = 0) = 0,43.

Z de�nice distribu£ní funkce 9.19 je

FX(x) = P(X < x) =

=



0 pro x ≤ 0,
0,43 = 0,064 pro x ∈ (0, 1],
0,43 + 0,42 · 0,6 = 0,16 pro x ∈ (1, 2],
0,43 + 0,42 · 0,6+ 0,4 · 0,6 = 0,4 pro x ∈ (2, 3],
1 pro x > 3.

Grafy pravd¥podobnostní a distribu£ní funkce vypadají následovn¥.
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nulovou)

p0(t + h)− p0(t)

h
= −λp0(t)+ 1

h
o(h)

pk(t + h)− pk(t)
h

= −λpk(t)+ λpk−1(t)+ 1
h

o(h)

a limitním p°echodem pro h → 0+ tak dostáváme (nekone£ný!)
systém oby£ejných diferenciálních rovnic:

p′
0(t) = −λp0(t), p0(0) = 1

p′
k(t) = −λpk(t)+ λpk−1(t), pk(0) = 0

pro v²echny t > 0 a k ∈ N, s po£áte£ní podmínkou.
Nemusíme se ale d¥sit, protoºe první z nich má jediné °e²ení

p0(t) = e−λt ,

které okamºit¥ m·ºeme dosadit a vy°e²it druhou rovnici. Ob-
drºíme

p1(t) = λt e−λt .
Matematickou indukcí te¤ uº snadno dovodíme, ºe ve skute£nosti
má celý systém jediné °e²ení a to

pk(t) = (λt)k

k!
e−λt , t > 0, k ∈ N.

Ov¥°ili jsme tedy, ºe pro kaºdý proces spl¬ující t°i vý²e uvedené
vlastnosti má náhodná veli£inaXt udávají po£et výskyt· v £asovém
intervalu [0, t) rozd¥lení Po(λt).

V praxi jsou takové procesy spojeny nap°. s poruchovostí
stroj· a za°ízení.

9.25. Spojitá rozd¥lení. Nejjednodu²²ím p°íkladem spojitého
rozd¥lení je rovnom¥rné rozprost°ení ve²keré
pravd¥podobnosti na n¥jakém intervalu. Na n¥m lze
dob°e ilustrovat, ºe p°i jednodu²e formulovaném

poºadavku na chování rozd¥lení nám nezbude moc prostoru
pro jeho de�nici. Nyní chceme, aby pravd¥podobnost hodnoty
veli£iny X v kaºdém intervalu stejné délky obsaºeném v daném
intervalu (a, b) ⊂ R byla stejná, tj. hustota fX na²eho rozd¥lení
náhodné veli£iny X má být konstantní.

Rovnom¥rné rozd¥lení

Pro libovolná reálná £ísla −∞ < a < b < ∞ de�nujeme
hustotu a distribu£ní funkci takto:

fX(t) =


0 t ≤ a

1
b−a t ∈ (a, b)
0 t ≥ b,

FX(t) =


0 t ≤ a
t−a
b−a t ∈ (a, b)
1 t ≥ b.

�íkáme, ºe veli£ina X má rovnom¥rné rozd¥lení.

Dal²í rozd¥lení budeme podobné diskrétnímu Poissonovu.
P°edpokládejme, ºe sledujeme výskyt náhodného jevu takového,
ºe jeho výskyty v nep°ekrývajících se intervalech jsou nezávislé.
Je-li tedy p(t) pravd¥podobnost, ºe jev nenastane b¥hem intervalu
délky t, pak nutn¥ p(t + s) = p(t)p(s) pro v²echna t, s > 0.
P°edpokládejme navíc diferencovatelnost funkce p a p(0) = 1.

Pak jist¥ lnp(t+s) = lnp(t)+lnp(s), takºe limitním p°echo-
dem (s vyuºitím L'Hospitalova pravidla)(

ln(p)
)′
(t) = lim

s→0+

lnp(t + s)− lnp(t)
s

= p′(0)
p(0)

= p′(0).
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□

9.29. Náhodná veli£ina má distribu£ní funkci

FX(x) =


0 pro x ≤ 3
1
3x − 1 pro 3 < x ≤ 6
1 pro 6 < x.

i) Zd·vodn¥te, ºe jde skute£n¥ o distribu£ní funkci.

ii) Ur£ete hustotu pravd¥podobnosti náhodné veli£iny X.

iii) Vypo£t¥te P(2 < X < 4).

�e²ení. a) Jde z°ejm¥ o spojitou neklesající funkci, která navíc vyho-

vuje lim
x→−∞F(x) = 0 a lim

x→∞F(x) = 1.

b) Podle 9.21 je hustota pravd¥podobnosti spojité náhodné veli£iny

dána derivací distribu£ní funkce. Na intervalu (3, 6) je tedy hustota

f (x) = 1
3 . Na intervalech (−∞, 3) a (6,∞) je evidentn¥ derivace

nulová. Jde tedy o rovnom¥rné rozd¥lení, viz 9.25.

c) Z de�nice distribu£ní funkce P(2 < X < 4) = FX(4)− FX(2) =
= 4

3 − 1 = 1
3 . □
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Ozna£me si proto spo£tenou derivaci p′(0) = −λ ∈ R, p°i£emº
volíme záporné znaménko, protoºe víme, ºe p′(0) nem·ºe být
kladné, kdyº je p(0) = 1.

Pak tedy pro p(t) platí lnp(t) = −λt + C a po£áte£ní pod-
mínka dává jediné °e²ení

p(t) = e−λt .

V²imn¥me si, ºe z de�nice na²ich objekt· vyplývá, ºe λ > 0.
Nyní uvaºme náhodnou veli£inu X udávající (náhodný) oka-

mºik, kdy ná² jev poprvé nastane. Z°ejm¥ tedy je distribu£ní
funkce rozd¥lení pro X dána

FX(t) = 1− p(t) =
{

1− e−λt t > 0
0 t ≤ 0.

Je vid¥t, ºe skute£n¥ jde o rostoucí funkci s hodnotami mezi nulou
a jedni£kou a správnými limitami v±∞. Hustotu tohoto rozd¥lení
dostaneme derivováním distribu£ní funkce.

Exponenciální rozd¥lení

Spojité rozd¥lení náhodné veli£iny X s hustotou

fX(t) =
{
λ e−λt t > 0
0 t ≤ 0.

se nazývá exponenciální rozd¥lení ex(λ) .

Budeme také potkávat rozd¥lení, které je podobné jako expo-
nenciální, ale s hustotou tvaru

cxa−1 e−bx

pro x > 0, s danými konstantami a > 0, b > 0, zatímco konstantu
c je t°eba dopo£ítat. Pot°ebujeme

1 =
∫ ∞

0
cxa−1 e−bx dx =

∫ ∞

0
c

(
t

b

)a−1

e−t 1
b
dt = c

ba
0(a).

Gama rozd¥lení

Rozd¥lení, jehoº hustota je nulová pro x ≤ 0, zatímco pro
x > 0 je dána p°edpisem

f (X) = ba

0(a)
xa−1 e−bx,

se nazývá gama rozd¥lení 0(a, b) s parametry a > 0, b > 0.

Exponenciální rozd¥lení je tedy speciálním p°ípadem tohoto
rozd¥lení s parametrem a = 1.

9.26. Normální rozd¥lení. Jestliºe v binomiálním rozd¥lení za-
chováme konstantní úsp¥²nost p, ale budeme p°idávat
po£et pokus· n, bude pravd¥podobnostní funkce ku-
podivu po°ád mít podobný tvar (i kdyº jiné rozm¥ry).
Na obrázku p°i rostoucím n se budou vynesené bodové

hodnoty slévat do k°ivky, která by nám m¥la dát hustotu spojitého
rozd¥lení aproximujícího dob°e Bi(n, p) pro veliká n.

Nazna£íme dop°edu, kde hledat. Vzpome¬me na hladkou

funkci y = f (x) = e−x2/2, kterou jsme v odstavci 6.6 na stran¥
329 zmi¬ovali jako vhodný nástroj pro konstrukce funkcí hlad-
kých, ale nikoliv analytických. Na obrázku je srovnání této k°ivky
(vpravo) s vynesenými hodnotami Bi(5000, 0,5).
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9.30. Hustota pravd¥podobnosti náhodné veli£iny X má tvar

f (x) = a

1+x2 pro x ∈ R. Ur£ete

i) koe�cient a,

ii) distribu£ní funkci,

iii) P(−1 < X < 1).

�e²ení. a) Aby funkce f (x) byla hustotou pravd¥podobnosti, musí být

její integrál p°es celé R roven jedné. Dostáváme tedy podmínku

1 =
∫ ∞

−∞
a

1+ x2
dx = a[arctg x]∞−∞ = aπ.

Odtud a = 1
π
.

b) Distribu£ní funkce je podle 9.21 dána integrálem

FX(x) =
∫ x

−∞
f (t)dt = 1

π

∫ x

−∞
dt

1+ t2 =
1
π

arctg x + 1
2
.

c) Z de�nice distribu£ní funkce a podle b) je

P(−1 < X < 1) = FX(1)− FX(−1) = 1
π
· π

4
− 1
π
·
(
−π

4

)
= 1

2
.

□

9.31. Diskrétní náhodný vektor má sdruºenou pravd¥podobnostní

funkci danou tabulkou

X
Y 2 5 6

1 1
5

1
10

1
20

2 1
10

1
20 0

3 3
10

1
20

3
20

Ur£ete

i) marginální distribu£ní a pravd¥podobnostní funkce;

ii) sdruºenou distribu£ní funkci a vhodným zp·sobem ji zná-

zorn¥te;

iii) P(Y > 3X).

�e²ení. a) Marginální rozd¥lení náhodné veli£iny X resp. Y dosta-

neme podle 9.27 se£tením sdruºené pravd¥podobnostní funkce p°es

v²echnymoºné hodnoty veli£inyY (odpovídá se£tení hodnot v kaºdém

°ádku) resp. X (odpovídá se£tení hodnot v kaºdém sloupci). Pomocí

tabulky proto dostáváme

X 1 2 3

fX
7
20

3
20

1
2

a
Y 2 5 6

fY
3
5

1
5

1
5

b) Sdruºená distribu£ní funkce v bod¥ (a, b) je podle de�nice rovna

sou£tu v²ech hodnot sdruºené pravd¥podobnostní funkce f(X,Y ) tako-

vých, ºe X ≤ a a Y ≤ b. To v tabulce zhruba °e£eno odpovídá sou£tu
v²ech hodnot leºících v podtabulce, jejíº pravý spodní roh je (a, b).

P°esn¥ji máme pro sdruºenou distribu£ní funkci F(X,Y ) následující ta-

bulku
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Podbízí se proto hledat vhodné spojité rozd¥lení, které by
m¥lo hustotu danou pomocí vhodn¥ upravené takové funkce.

Funkce e−x2/2 je vºdy kladná funkce, sta£í nám spo£íst∫∞
−∞ e−x2/2 dx a pokud to bude kone£né £íslo, prost¥ tuto funkci
vynásobíme jeho p°evrácenou hodnotou. Spo£ítat tento integrál
sice není moºné pomocí elementárních funkcí, m·ºeme si ale
pomoci vícerozm¥rnou integrací a Fubiniho v¥tou. Snadno totiº
pomocí transformace do polárních sou°adnic spo£teme, ºe

2π =
∫
R2

e−(x2+y2)/2 dxdy

=
(∫ ∞

−∞
e−x2/2 dx

)(∫ ∞

−∞
e−y2/2 dy

)
(srovnejte s poznámkami na konci odstavce 8.28, ov¥°te, ºe inte-
grovaná funkce skute£n¥ vyhovuje tam uvedeným podmínkám, a
spo£t¥te si podrobn¥!). Odtud ale jiº vidíme, ºe hledaný integrál

má hodnotu
√

2π a bude proto funkce f (x) = 1√
2π

e−x2/2 dob°e

de�novanou hustotou náhodné veli£iny.

Normální rozd¥lení

Spojité rozd¥lení náhodné veli£iny Z s hustotou

φ(x) = 1√
2π

e−x2/2

se nazývá (standardizované) normální rozd¥lení N(0, 1).
P°íslu²nou distribu£ní funkci

8(t) = 1√
2π

∫ t

−∞
e−x2/2 dx

nelze vyjád°it pomocí elementárních funkcí, p°esto se s ní nume-
ricky b¥ºn¥ po£ítá (pomocí tabulek nebo softwarových aplikací).

Grafu hustoty φ(x) se také £asto °íká Gaussova k°ivka.

Tím jsme je²t¥ evidentn¥ nena²li tu pravou hustotu aproxi-
mující binomiální rozd¥lení. Obrázek, srovnávající pravd¥podob-
nostní funkci binomického rozd¥lení s Gaussovou k°ivkou, uka-
zuje, ºe budeme chtít jednak posouvat hodnotu, kde dochází k ma-
ximální hodnot¥ a také zuºovat £i roz²i°ovat oblast s výrazn¥ji klad-
nými hodnotami. Toho m·ºeme snadno docílit vnesením dvou re-
álných parametr· µ a σ > 0 takto:

gµ,σ (x) = e−(x−µ)2/(2σ2 ) .

Nyní snadno spo£teme pomocí jednoduché substituce prom¥nné∫ ∞

−∞
e−(x−µ)2/(2σ2 ) dx = √2πσ.

Dostáváme tedy celou dvouparametrickou t°ídu hustot

φµ,σ = 1
σ
√

2π
e− (x−µ)2

2σ2
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F(X,Y ) [2,5) [5,6) [6,∞)

[1,2) 1
5

3
10

7
20

[2,3) 3
10

9
20

1
2

[3,∞) 3
5

4
5 1

a na intervalech (−∞, 1)×R a R× (−∞, 2) je F(X,Y ) z°ejm¥ nulová.

c) O£ividn¥ P(Y > 3X) = P(X = 1, Y = 5)+P(X = 1, Y = 6) =
= 1

10 + 1
20 = 3

20 □

9.32. Ur£ete pravd¥podobnost P(2X > Y), je-li hustota náhodného

vektoru (X, Y )

f(X,Y )(x, y) =
{

1
6(4x − y) pro 1 ≤ x ≤ 2, 2 ≤ y ≤ 4,
0 jinak.

�e²ení. Z de�nice

P(2X > Y) =
∫ ∞

−∞

∫ 2x

−∞
f(X,Y )(x, y)dydx =

=
∫ 2

1

∫ 2x

2

1
6
(4x − y)dydx =

=
∫ 2

1

[
2
3
xy − 1

12
y2
]2x

2
dx =

=
∫ 2

1

(
x2 − 4

3
x + 1

3

)
dx =

=
[

1
3
x3 − 2

3
x2 + 1

3
x

]2

1
= 2

3
.

□

9.33. Ur£ete marginální distribu£ní funkce, sdruºenou a marginální

hustotu náhodného vektoru (X, Y ), je-li

F(X,Y )(x, y) =


0 pro x < 0, y < 0
1
4x

2y2 pro 0 ≤ x ≤ 1, 0 ≤ y ≤ 2
1 pro x > 1, y > 2

�e²ení. Hustotu náhodného vektoru (X, Y ) dostaneme derivováním

distribu£ní funkce podle x a y. Tedy pro 0 ≤ x ≤ 1, 0 ≤ y ≤ 2
je f(X,Y )(x, y) = xy, jinde je hustota nulová. Marginální hustota ná-

hodné veli£iny X je pak

fX(x) =
∫ ∞

−∞
f(X,Y )(x, y)dy =

∫ 2

0
xydy = [

1
2
xy2 ]2

0 = 2x.

Podobn¥ pro Y dostaneme fY (y) = 1
2y.Marginální distribu£ní funkce

jsou

FX(x) =
∫ x
−∞ fX(t)dt =

∫ x
0 2tdt = x2

a

FY (y) =
∫ y
−∞ fY (t)dt =

∫ y
0

1
2
tdt = 1

4
y2 . □
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náhodných veli£in. P°íslu²ná rozd¥lení budeme zna£it N(µ, σ ).
K asymptotické blízkosti normálního a binomického rozd¥lení

pro n → ∞ se je²t¥ vrátíme, jenom co si k tomu vytvo°íme
pat°i£né nástroje.

9.27. Rozd¥lení náhodných vektor·. Obdobn¥ jako u skalárních
veli£in de�nujeme distribu£ní funkce a hustotu nebo
pravd¥podobnostní funkci pro spojité a diskrétní ná-
hodné vektory. Hovo°íme také o simultánních (sdru-

ºených) pravd¥podobnostních funkcích a hustotách.
Pro dv¥ diskrétní náhodné veli£iny, tj. diskrétní vektor (X, Y )

náhodných veli£in, de�nujeme (sdruºenou) pravd¥podobnostní
funkci

f (x, y) =
{
P(X = xi ∧ Y = yj ) x = xi, y = yj
0 jinak.

Pro spojité veli£iny pak de�nujeme pro v²echny a, b ∈ R

F(a, b) = P(X < a, Y < b) =

=
∫ b

−∞

∫ a

−∞
f (x, y)dxdy

a funkci f (x, y) nazýváme (sdruºenou) hustotou náhodného vek-
toru (X, Y ).

Pro obecný náhodný vektor X = (X1, . . . , Xn) obdobn¥ p°i
spojitých náhodných veli£inách Xi de�nujeme

F(a1, . . . , an) = P(X1 < a1, . . . , Xn < an) =
=
∫ an

−∞
· · ·
∫ a1

−∞
f (x, y) dx1 · · · dxn

a obdobn¥ pro diskrétní náhodné veli£iny.
Marginální rozloºení pro jednu z prom¥nných obdrºíme tak,

ºe p°es ostatní pos£ítáme nebo zintegrujeme.
Nap°. u diskrétních vektorových veli£in (X, Y ) tvo°í jevy

(X = xi, Y = yj ) pro v²echny moºné hodnoty xi a yj s nenulo-
vými pravd¥podobnostmi pro X a Y úplný systém jev· pro vektor
(X, Y ) a dostáváme vztah:

P(X = xi) =
∞∑
j=1

P(X = xi, Y = yj )

mezimarginálním rozd¥lením pravd¥podobnosti náhodné veli£iny
X a sdruºeným rozd¥lením pravd¥podobnosti náhodného vektoru
(X, Y ). Zcela obdobn¥ postupujeme u spojitých náhodných vek-
tor· s pomocí integrál·.

9.28. Nezávislost náhodných veli£in. Víme uº, co to je (ne)zá-
vislost náhodných jev·, kterou jsme diskutovali
v odstavci 9.12. O náhodných veli£inách X1, · · · , Xn
°ekneme, ºe jsou (stochasticky) nezávislé, jestliºe
jsou pro libovolná £ísla ai ∈ R nezávislé jevy

X1 < a1, . . . , Xn < an.
To jiº díky axiom·m pravd¥podobnosti zaru£uje, ºe budou ne-

závislé i v²echny jevy zadané p°íslu²ností hodnot veli£in Xk ∈ Ik
do libovolných interval· Ik . P°ímo z de�ni£ních vlastností pak také
odvodíme, ºe jsou náhodné veli£inyXi nezávislé, práv¥ kdyº jejich
sdruºená distribu£ní funkce F spl¬uje

F(x1, . . . , xn) = F1(x1) · · ·Fn(xn),
kde Fi jsou distribu£ní funkce veli£in Xi .
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9.34. V urn¥ je 14 kuli£ek � 4 £ervené, 5 bílých a 5 modrých. Ná-

hodn¥ bez vracení vybereme 6 kuli£ek. Ur£ete rozloºení náhodného

vektoru (X, Y ), ozna£uje-li X po£et taºených £ervených kuli£ek a

Y po£et taºených bílých kuli£ek. Ur£ete rovn¥º marginální rozloºení

veli£in X a Y . Dále vypo£t¥te P(X ≤ 3), P (1 ≤ Y ≤ 4).

�e²ení. Z de�nice pravd¥podobnostní funkce je její hodnota v bod¥

(x, y) ur£ena pravd¥podobností P(X = x, Y = y), tedy pravd¥po-

dobností, ºe vytáhneme x £ervených a y bílých kuli£ek. Po£et moº-

ností vytaºení x �ervených kuli£ek je
(4
x

)
, podobn¥ po£et vytaºení y

bílých je
(5
y

)
. Zbylých 6− x − y modrých kuli£ek pak m·ºeme vytáh-

nout
( 5

6−x−y
)
zp·soby. Dohromady tedy máme

(4
x

)(5
y

)( 5
6−x−y

)
moºností.

Hodnoty tohoto výrazu pro v²echny moºné hodnoty x, y jsou v násle-

dující tabulce.

x\ y 0 1 2 3 4 5
∑

X

0 0 5 50 100 50 5 210
1 4 100 400 400 100 4 1008
2 30 300 600 300 30 0 1260
3 40 200 200 40 0 0 480
4 10 25 10 0 0 0 45∑
Y 84 630 1260 840 180 9 3003

Hodnoty nejvíce napravo a dole jsou sou£ty moºností p°es v²echny

hodnoty y resp. x. Hodnoty pravd¥podobnostní funkce jsou pak

z°ejm¥ dány vyd¥lením p°íslu²ných hodnot v tabulce po£tem v²ech

výb¥r· ²esti kuli£ek, tj. vyd¥lením £íslem
(14

6

) = 3003. Marginální

rozloºení X resp. Y je p°itom dáno hodnotami nejvíce napravo resp.

dole v tabulce.

Pravd¥podobnost P(X ≤ 3) jednodu²e spo£ítáme pomocí marginál-

ního rozloºení X

P(X ≤ 3) = FX(3) = 1
3003

(210+ 1008+ 1260+ 480) = 0,985.

Podobn¥ pro pravd¥podobnost P(1 ≤ Y ≤ 4) máme

P(1 ≤ Y ≤ 4) = FY (4)− FY (1) =
= 1

3003
(630+ 1260+ 840+ 180) = 0,969.

□

9.35. Hustota náhodného vektoru (X, Y,Z) je

f (x, y, z) =
{
c(x + y + z) pro 0 ≤ x ≤ 1, 0 ≤ y ≤ 1, 0 ≤ z ≤ 1
0 jinak.

Ur£ete konstantu c, distribu£ní funkci a vypo£t¥te

P(0 ≤ X ≤ 1
2 , 0 ≤ Y ≤ 1

2 , 0 ≤ Z ≤ 1
2).
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Pro diskrétní nezávislé veli£iny z de�nice okamºit¥ vyplývá,
ºe sdruºená pravd¥podobnostní funkce nezávislých veli£in je dána
sou£iny jednotlivých hodnot

fX,Y (x, y) =
∑
xi

∑
yj

xiyj .

Derivací sdruºené distribu£ní funkce spojitých prom¥nných dostá-
váme obdobný vztah mezi jejich hustotami:

fX,Y (x, y) = ∂2

∂x∂y
FX,Y (x, y) =

= ∂2

∂x∂y
FX(x)FY (y) =

= fX(x)fY (y).
Jde tedy o prostý sou£in hustot jednotlivých veli£in.

Hustoty náhodných vektor· vy²²ích dimenzí s nezávislými
spojitými komponentami se chovají zcela obdobn¥ a jejich sdru-
ºené hustoty jsou sou£inem hustot jednotlivých veli£in, tj.

fX1,...,Xn(x1, . . . , xn) = fX1(x1) · · · fXn(xn).

Podívejme se na jednoduchý p°íklad, který ukazuje, ºe není
dobré zjednodu²en¥ vid¥t náhodný vektor, coby stochastický ob-
jekt, jen jako dvojici náhodných veli£in. Uvaºme náhodný vektor
(X, Y ), který má rovnom¥rné spojité rozd¥lení na jednotkovém
kruhu v rovin¥R2 se st°edem v po£átku. Bude tedy jeho (sdruºená)
hustota

f (x, y) =
{

1
π

x2 + y2 ≤ 1
0 jinak.

Je vid¥t, ºe veli£iny X a Y z tohoto náhodného vektoru nemo-
hou být nezávislé. Nap°. si v²imn¥me, ºe pravd¥podobnost, ºe
(X, Y ) padne do dopl¬ku jednotkového kruhu ve £tverci s vr-
choly o sou°adnicích±1 je nulová, zatímco marginální distribu£ní
funkce jsou pro hodnoty |x| ≤ 1 a |y| ≤ 1 nenulové.

Kdyº ov²em vyjád°íme tentýº náhodný vektor v polárních
sou°adnicích (R,8), dostáváme

P(R < r0,8 < φ0) =
∫ r0

0

∫ φ0

0

1
π
r dφdr = 1

2
φ0r

2
0 .

Sdruºená hustota vektoru (R,8) je tedy f (r, φ) = r
π

p°i
0 < r ≤ 1, 0 < φ ≤ 2π a jinak je nulová. Marginální hustoty
jsou

fR(r) =
∫ 2π

0

r

π
dφ = 2r, je-li 0 < r ≤ 1,

f8(φ) =
∫ 1

0

r

π
dr = 1

2π
, je-li 0 < φ ≤ 2π ,

a nula jinak. Náhodné veli£iny R a 8 jsou tedy nezávislé.

9.29. Funkce náhodných veli£in. Náhodné vektory potkáváme
v praktických modelech ve dvou velmi odli²ných
rolích. M·ºeme sledovat skute£n¥ n¥kolik r·zných
náhodných veli£in popisujících více £i mén¥ souvise-
jící jevy. Jako p°íklad nám mohou slouºit r·znorodé

£íselné parametry svázané s jednotlivými studenty (prosp¥ch
v r·zných p°edm¥tech, váha, vý²ka, stá°í, ro£ní p°íjem, atd.).
V tomto p°ípad¥ budeme pot°ebovat nástroje, které nám umoºní
sledovat rozdíly £i závislosti mezi takovými veli£inami.

M·ºeme ale také sledovat jen jeden parametr na velkém sou-
boru objekt· a vybíráme p°itom jen men²í po£et n z nich. Takový
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�e²ení. Integrál hustoty pravd¥podobnosti p°es celý prostor musí být

roven jedné, a proto

1 = ∫ 1
0

∫ 1
0

∫ 1
0 c(x + y + z)dzdydx = c

∫ 1
0

∫ 1
0 (x + y + 1

2)dydx =
= c ∫ 1

0 (x + 1)dx = 3
2c.

Odtud c = 2
3 . Distribu£ní funkce je z de�nice rovna

FX(x, y, z) = 2
3

∫ x
0

∫ y
0

∫ z
0 (r + s + t)dtdsdr == 2

3

∫ x
0

∫ y
0 (rz+ sz+ 1

2z
2)dsdr = 2

3

∫ x
0 (rzy + 1

2y
2 z+ 1

2z
2y)dr =

= 2
3(

1
2x

2 zy + 1
2y

2 zx + 1
2z

2yx) = 1
3(x

2 zy + y2 zx + z2yx),

a proto je hledaná pravd¥podobnost

P(0 ≤ X ≤ 1
2 , 0 ≤ Y ≤ 1

2 , 0 ≤ Z ≤ 1
2) = F( 1

2 ,
1
2 ,

1
2) = 1

16 . □

9.36. Ur£ete konstantu a tak aby funkce

f (x) =
 0 pro x ≤ 1
a ln(x) pro 1 < x < 2
0 pro 2 ≤ x

zadávala hustotu pravd¥podobnosti n¥jaké náhodné veli£iny.

�e²ení. Podmínka na to, aby zadaná funkce zadávala hustotu

pravd¥podobnosti je ∫ ∞

−∞
f (x) = 1

Bude pot°eba spo£ítat
∫

ln(x) dx:∫
ln(x) dx = x ln(x)−

∫
1 dx = x ln(x)− x = x(ln(x)− 1).

Celkem∫ ∞

−∞
f (x) =

∫ 2

1
a ln(x) = a[x(ln(x)− 1)]2

1 = a(2 ln(2)− 1),

tedy a = 1
2 ln(2)−1 . □

9.37. V lese, jehoº hranice tvo°í na map¥ pravidelný ²estiúhelník

se ztratilo dít¥. P°edpokládejme, ºe pravd¥podobnost toho, ºe dít¥ je

v ur£ité £ásti lesa, je úm¥rná pouze velikosti této £ásti, nikoliv jejímu

umíst¥ní.

• Jaké je rozd¥lení pravd¥podobnosti vzdálenosti dít¥te od zvo-

lené strany (p°ímky) lesa

• Jaké je rozd¥lení pravd¥podobnosti vzdálenosti dít¥te od nej-

bliº²í strany lesa.

�e²ení.

• Nech´ a je strana ²estiúhelníka. Pak rozd¥lení pravd¥podob-

nosti je

f (x) =


0 pro x ≤ 0

4
9a2 x + 2

3
√

3a
pro 0 < x ≤ 1

2

√
3a

− 4
9a2 x + 2√

3a
pro 1

2

√
3a ≤ x ≤ √3a

0 pro x >
√

3a

,

pro první £ást.
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postup popisujeme pomocí n�rozm¥rného vektoru (X1, . . . , Xn),
kde v²echny náhodné veli£iny Xk mají stejné rozd¥lení pravd¥po-
dobnosti. Tady nás budou velice zajímat veli£iny, které budou od-
povídat statistickým £íselným charakteristikám, které jsme jiº po-
tkali v p°edchozí £ásti této kapitoly.

Budeme um¥t oba p°ípady zvládat jedním jednoduchým kon-
ceptem. Místo dané náhodné veli£iny nebo náhodného vektoru bu-
deme uvaºovat funkci z t¥chto veli£in.

I u jediné veli£iny jde o velice uºite£ný nástroj. Místo náhodné
veli£iny X, nap°. �ro£ní plat zam¥stnance�, budeme vy£íslovat ji-
nou závislou hodnotuψ(X), nap°. �ro£ní £istý p°íjem zam¥stnance
po zdan¥ní a v£etn¥ sociálních dávek�. V systému s tzv. sociální
solidaritou je první veli£ina hodn¥ variabilní, zatímco druhá m·ºe
být skoro konstantní. Statisticky se proto budou zna£n¥ odli²ovat.

Funkce náhodných veli£in a vektor·

Pro danou spojitou funkci ψ : R → R a náhodnou veli£inu
X máme dánu také náhodnou veli£inu Y = ψ(X). Nazýváme ji
funkcí náhodné veli£iny X.

V p°ípad¥ náhodného vektoru (X1, . . . , Xn) a funkce
ψ : Rn → R hovo°íme o funkci Y = ψ(X1, . . . , Xn)

náhodného vektoru.

V²imn¥me si, ºe poºadavek spojitosti ψ zaru£uje, ºe je Y
op¥t náhodnou veli£inou podle na²í de�nice, protoºe vzor bore-
lovské mnoºiny ve spojitém zobrazení je op¥t borelovská mnoºina.
Obecn¥ji m·ºeme práv¥ tento poºadavek na ψ vztáhnout pro ka-
ºdý speciální p°ípad veli£iny £i vektoru a de�novat tak pojem
funkce z náhodné veli£iny £i vektoru obecn¥ji.

Nejjednodu²²í funkcí po konstantách je a�nní závislost

ψ(X) = a + bX
s konstantami a, b ∈ R, b ̸= 0.

Je-li fX(x) pravd¥podobnostní funkce náhodné veli£iny s dis-
krétním rozd¥lením, snadno se vypo£te

fψ(X) (y) = P(ψ(X) = y) =
∑

ψ(xi )=y
f (xi).

V p°ípad¥ a�nní závislosti Y = a+bX je proto pravd¥podobnostní
funkce nenulová práv¥ v bodech yi = axi + b.

Jako p°íklad na funkci náhodného vektoru si rozmyslete
sou£et n nezávislých náhodných veli£in s alternativním rozd¥le-
ním A(p). Samoz°ejm¥ dostáváme práv¥ binomiální rozd¥lení
Bi(n, p).

Podobn¥ m·ºeme p°epo£íst distribu£ní funkci rozd¥lení
funkce ze spojité náhodné veli£iny, £i vektoru. Ukáºeme na
p°íkladu.

V p°edposledním odstavci jsme zavedli veli£inu Z s nor-
málním rozd¥lením N(0, 1). Snadno spo£teme, ºe veli£iny
Y = µ + σZ budou mít normální rozd¥lení N(µ, σ )
diskutované tamtéº. Skute£n¥,

FY (y) = P(Y < y) = P(µ+ σZ < y) =

= 8( 1
σ
(y − µ)) = 1√

2π

∫ y−µ
σ

−∞
e−z2/2 dz =

=
∫ y

−∞
1√

2πσ
e− (x−µ)2

2σ2 dx,

kde jsme v posledním kroku pouºili substituci x = µ+ σz. To je
práv¥ poºadovaný výraz.
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• Spo£t¥me nejprve distribu£ní funkci F hledaného rozloºení

náhodné veli£iny X udávající vzdálenost dít¥te od nejbliº²í

strany lesa. Vzdálenost se m·ºe pohybovat v intervalu

I = ⟨0,
√

3
2 a⟩. Pro y ∈ I potom máme

F(y) = P [X < y] =
√

3
4 a

2 − (
√

3
2 a−y)2

3
4 a

2

√
3

4 a
2

√
3

4 a
2

= 1− 4(
√

3
2 a − y)2

3a2

Celkem tedy

F(y) =


0 pro y ≤ 0

1− 4(
√

3
2 a−y)2
3a2 pro y ∈ ⟨0,

√
3

2 a⟩
1 pro y ≥

√
3

2 a

Pro hustotu pravd¥podobnosti, která je derivací distribu£ní

funkce dostáváme:

f (x) =


0 pro x ≤ 0
8(

√
3

2 a−y)
3a2 pro y ∈ ⟨0,

√
3

2 a⟩
0 pro y ≥

√
3

2 a

□

9.38. Nech´ veli£ina náhodná veli£ina X má rovnom¥rné rozd¥lení

na intervalu ⟨0, r⟩. Ur£ete distribu£ní funkci a hustotu pravd¥podob-

nosti rozd¥lení objemu koule o polom¥ru X.

�e²ení. Ur£eme nejprve distribu£ní funkci F (pro 0 < d < 4
3πr

3 )

F (d) = P
[

4
3
πX3 ≤ d

]
= P

[
X ≤ 3

√
3d
4π

]
=

3
√

3d
4π

r
,

celkem

F(x) =


0 pro x ≤ 0

3
√

3
4πr3 x

1
3 pro 0 < x < 4

3πr
3

1 pro x ≥ 4
3πr

3

Derivováním pak obdrºíme hustotu pravd¥podobnosti:

f (x) =


0 pro x ≤ 0

3
√

1
36πr3 x

− 2
3 pro 0 < x < 4

3πr
3

0 pro x ≥ 4
3πr

3

□

9.39. Stanovte hodnotu parametru a ∈ R tak, aby funkce

f (x) =
 0 pro x ≤ 0
ax2 pro 0 < x < 3
0 pro x ≥ 3

zadávala hustotu pravd¥podobnosti náhodné veli£iny X. Ur£ete dis-

tribu£ní funkci, hustotu pravd¥podobnosti a st°ední hodnotu rozd¥lení

objemu krychle, jejíº délka hrany je náhodná veli£ina s hustotou

pravd¥podobnosti danou funkcí f .
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Se sou£ty nezávislých náhodných veli£in je to malinko
sloºit¥j²í. Uvaºme dv¥ takové spojité veli£inyX a Y s hus-
totami fX a fY . P°ímým výpo£tem spo£teme distribu£ní
funkci náhodné prom¥nné V = X + Y .

FV (u) =
∫
x+y<u

fX(x)fY (y) dxdy =

=
∫ u

−∞

(∫ ∞

−∞
fX(x)fY (v − x) dx

)
dv.

Je tedy sdruºenou hustotou sou£tu dvou nezávislých veli£in práv¥
konvoluce jejich hustot

fV = fX ∗ fY ,
se kterou jsme se setkali jiº v odstavci 7.28 na stran¥ 425. Úpln¥
stejn¥ dostaneme diskrétní konvoluci pravd¥podobnostních funkcí
v p°ípad¥ diskrétních náhodných veli£in.

Konvoluci jsme si v 7. kapitole p°edstavovali jako jisté
�rozmlºení� hodnot jedné z funkcí pomocí jádra vyjád°eného
druhou. Promyslete si, ºe to je ta správná intuice i pro hustotu
sou£tu nezávislých náhodných veli£in. Je proto také samoz°ejmé,
ºe má být konvoluce symetrická v·£i ob¥ma argument·m.

9.30. �íselné charakteristiky náhodných veli£in. Vid¥li jsme,
ºe p°i statistickém zkoumání hodnot (nap°. zpraco-
vání výsledk· n¥jakého m¥°ení) hledáme výpov¥di
pomocí £íselných charakteristik, jako jsou aritme-

tický pr·m¥r a sm¥rodatná odchylka. Nyní zavedeme obdobné cha-
rakteristiky pro náhodné veli£iny a náhodné vektory. První z nich
je obdobou aritmetického pr·m¥ru.

St°ední hodnota

Pro libovolnou náhodnou veli£inu X de�nujeme její st°ední
hodnotu EX vztahem

EX =
{∑

i xifX(xi) pro diskrétní veli£inu∫∞
−∞ xfX(x)dx pro spojitou veli£inu,

pokud uvedené sumy £i integrály absolutn¥ konvergují. Kdyº abso-
lutn¥ nekonvergují, °íkáme, ºe náhodná veli£inaX st°ední hodnotu
nemá.

St°ední hodnotou náhodného vektoru rozumíme vektor st°ed-
ních hodnot jeho jednotlivých komponent.

St°ední hodnotu m·ºeme p°ímo vyjád°it také pro funkce
Y = ψ(X) náhodné veli£iny £i vektoru X. P°ipome¬me, ºe
uvaºujeme pouze takové funkce ψ, kdy je Y op¥t náhodnou
veli£inou.

V diskrétním p°ípad¥ m·ºeme p°ímo spo£íst

EY =
∑
j

yjP(Y = yj ) =

=
∑
j

yj
∑

ψ(xi )=yj
P(X = xj ) =

=
∑
i

ψ(xi)P (X = xi),

pokud suma absolutn¥ konverguje. Samoz°ejm¥, není zaru£eno, ºe
funkce z náhodné veli£iny, které má st°ední hodnotu, bude mít
st°ední hodnotu také.
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�e²ení. Jednodu²e a = 1
9 . Distribu£ní funkce náhodné veli£iny X je

tedyFX(t) = 1
27 t

3 pro t ∈ (0, 3), promen²í t je tato funkce nulová, pro

v¥t²í rovna 1. Ozna£me Z = X3 náhodnou veli£inu ozna£ující objem

krychle. Ten je v intervalu (0, 27), pro t ∈ (0, 27) a distribu£ní funkci
FZ náhodné veli£iny Z tedy m·ºeme psát FZ(t) = P [Z < t] =
= P [X3 < t] = P [X < 3

√
t] = FX(

3
√
t) = 1

27 t, hustota pravd¥po-

dobnosti je pak fZ(t) = 1
27 na intervalu (0, 27), jinak nula, jedná se

tedy o rovnom¥rné rozd¥lení pravd¥podobnosti na daném intervalu,

st°ední hodnota je tudíº 13, 5. □

9.40. Stanovte hodnotu parametru a ∈ R tak, aby funkce

f (x) =
 0 pro x ≤ 0
ax pro 0 < x < 3
0 pro x ≥ 3

zadávala hustotu pravd¥podobnosti náhodné veli£iny X. Ur£ete dis-

tribu£ní funkci, hustotu pravd¥podobnosti a st°ední hodnotu rozd¥lení

obsahu £tverce, jehoº délka hrany je náhodná veli£ina s hustotou

pravd¥podobnosti danou funkcí f .

�e²ení. Budeme postupovat jako v p°edchozím p°íklad¥. Op¥t snadno

zjistíme a = 2
9 . Distribu£ní funkce náhodné veli£iny X je tedy

FX(t) = 1
9 t

2 pro t ∈ (0, 3), pro men²í t je tato funkce nulová, pro

v¥t²í rovna 1. Ozna£me Z = X2 náhodnou veli£inu ozna£ující obsah

£tverce. Ten je v intervalu (0, 9), pro t ∈ (0, 9) a distribu£ní funkci
FZ náhodné veli£iny Z tedy m·ºeme psát FZ(t) = P [Z < t] =
= P [X2 < t] = P [X <

√
t] = FX(√t) = 1

9 t, hustota pravd¥po-

dobnosti je pak fZ(t) = 1
9 na intervalu (0, 9), jinak nula, jedná se tedy

o rovnom¥rné rozd¥lení pravd¥podobnosti na daném intervalu, st°ední

hodnota je tudíº 4, 5. □

9.41. Stanovte hodnotu parametru a ∈ R tak, aby funkce

f (x) =
 0 pro x ≤ 0
ax2 pro 0 < x < 2
0 pro x ≥ 2

zadávala hustotu pravd¥podobnosti náhodné veli£iny X. Ur£ete

distribu£ní funkci, hustotu pravd¥podobnosti a st°ední hodnotu

rozd¥lení objemu krychle, jejíº délka hrany je náhodná veli£ina

s hustotou pravd¥podobnosti danou funkcí f . ⃝

9.42. Náhodn¥ roz°ízneme úse£ku délky l na dv¥ £ásti. Ur£ete dis-

tribu£ní funkci a hustotu pravd¥podobnosti rozd¥lení obsahu obdél-

níka, jehoº délky stran jsou rovny délkám takto vzniklých úse£ek.

�e²ení. Spo£ítejme hledanou distr. funkci. Ozna£me je²t¥ X náhod-

nou veli£inu s rovnom¥rným rozloºením na intervalu ⟨0, l⟩ udávající
délku jedné ze stran (délka druhé je pak l − X). Obsah obdélníka
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Podobn¥ vyjád°íme st°ední hodnotu funkce ze spojité náhodné
veli£iny:

Eψ(X) =
∫ ∞

−∞
ψ(x)fX(x)dx,

pokud tento integrál absolutn¥ konverguje.
V²imn¥me si náhodná veli£ina Y = ψ(X) nemusí být pro

funkci spojité náhodné veli£iny op¥t spojitá. Nicmén¥ v p°ípad¥
spojité monotónní funkce ψ a spojité veli£iny X tomu tak bude a
m¥lo by být vcelku jednoduchým cvi£ením ov¥°it, ºe námi de�no-
vaná Eψ(X) skute£n¥ splývá s EY .

St°ední hodnotu náhodné veli£iny m·ºeme nahlíºet jako
�o£ekávanou hodnotu�. Ve statistice zanedlouho uvidíme, ºe má
skute£n¥ p°ímý vztah k aritmetickému pr·m¥ru vektoru hodnot.

9.31. Petrohradský paradox. Vra´me se k p°íkladu, kterým
jsme motivovali pot°ebu diskrétních náhodných
veli£in v odstavci 9.10. P°eformulujeme tentýº
model jako potenciální pravidla herny a dostaneme
p¥kný p°íklad situace, ve které st°ední hodnota

zkoumané veli£iny nebude podle na²í de�nice v·bec existovat.
Náv²t¥vník zaplatí vklad C a poté hází mincí. Je-li T po£et

hod· pot°ebných k první hlav¥, pak obdrºí výhru 2T . Ptáme se, jaká
je �rozumná hodnota� pro vklad C? Je-li X náhodná veli£ina po-
pisující výhru, jist¥ se nám zdá, ºe správnou odpov¥dí je �cokoliv
men²í neº st°ední hodnota EX�.

Jak jsme odvodili v 9.10, je (za p°edpokladu férové mince)
P(T = k) = 2−k . Se£teme-li v²echny pravd¥podobnosti výsledk·
vynásobené výhrami 2k , dostaneme

∑∞
1 1 = ∞. St°ední hodnota

tedy neexistuje. Zdá se proto, ºe se hrá£i vyplatí vloºit i velký
vklad. . .

Ve skute£nosti simulací hry zjistíme, ºe nezávisle na po£tu
pokus· se prakticky v²echny výhry budou pohybovat v rozmezí
cca do 24. D·vodem je, ºe nikdo nem·ºe hrát neomezen¥ dlouho
a vysoké výhry jsou proto velice nepravd¥podobné a proto je p°i
reálných úvahách nelze brát váºn¥. V teorii rozhodování se tako-
vým p°ípad·m, kdy o£ekávaná hodnota nemá p°ímý vztah k vy£ís-
lenému uºitku °íká Petrohradský paradox a k této tématice lze najít
rozsáhlou literaturu.3

9.32. Vlastnosti st°ední hodnoty. U jednoduchých rozd¥lení
m·ºeme snadno spo£íst jejich st°ední hodnotu
p°ímo z de�nice. Nap°. pro náhodnou veli£inu s al-
ternativním rozd¥lením A(p) spo£teme okamºit¥

EX = (1− p) · 0+ p · 1 = p.
Stejn¥ tak bychom mohli spo£íst st°ední hodnotu np binomického
rozd¥lení Bi(n, p), to uº ale dá trochu p°emý²lení. Nicmén¥ vý-
sledek je okamºitým d·sledkem následující obecné v¥ty, protoºe
Bi(n, p) je sou£tem n náhodných veli£in s alternativním rozd¥le-
ními A(p).

Uvaºme n¥jaké náhodné veli£iny X, Y , reálné konstanty a, b
a podívejme se na st°ední hodnoty funkcí veli£in X+ Y a a + bX,
za p°edpokladu, ºe st°ední hodnoty EX a EY existují.

P°ímo z de�nice je samoz°ejmé, ºe konstantní náhodná
veli£ina a má za st°ední hodnotu op¥t a. Dále,

E(bX) = b EX,

protoºe konstanta b se vytkne jak ze sum, tak z integrál·.

3Bernoulli, 1738, viz Wiki � hodnota není dána cenou ale uºitkem
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S, tedy sou£in x(l − x) pro x ∈ ⟨0, l⟩ m·ºe z°ejm¥ nabývat hodnot

⟨0, l2/4⟩. Volíme-li d ∈ ⟨0, l2/4⟩, m·ºeme psát

F(d) = P [S ≤ d] = P [X(l −X) ≤ d]
Hledáme tedy ty hodnoty x, pro které je x(l − x) ≤ d. �e²íme kvadr.

nerovnici, ko°eny odpovídající kvadratické rovnice jsou l−
√
l2−4d
2 a

l+
√
l2−4d
2 , hodnoty x uvnit° tohoto intervalu nerovnici nespl¬ují, hod-

noty vn¥ potom ano. Je tedy

P [X(l −X) ≤ d] = P [X ∈ ⟨0, l⟩ \ ( l −
√
l2 − 4d
2

,
l +√l2 − 4d

2
)]

= l −√l2 − 4d
l

= 1−
√
l2 − 4d
l

Celkem

F(x) =


0 pro x ≤ 0
1−

√
l2−4x
l

pro 0 ≤ x ≤ l2

4

1 pro x > l2

4

Hustotu pravd¥podobnosti pak dostaneme derivací:

f (x) =


0 pro x ≤ 0

2
l
√
l2−4x

pro 0 ≤ x ≤ l2

4

0 pro x > l2

4

□

9.43. Nezávislé náhodné veli£iny X a Y mají následující hustoty

pravd¥podobnosti:

fX(t) =


0 pro t ≤ 0,
1 pro 0 < t < 1,
0 pro 1 ≤ t,

fY (t) =


0 pro t ≤ 0,
2t pro 0 < t < 1,
0 pro 1 ≤ t.

Ur£ete distribu£ní funkci náhodné veli£iny udávající obsah obdélníka

o stranách X a Y .

�e²ení.

FY (t) =
 0 pro t ≤ 0

2t − t2 pro 0 < t < 1
1 pro 1 ≤ t

□

9.44. Nech´ X, Y jsou nezávislé náhodné veli£iny, p°i£emº X má

rovnom¥rné rozd¥lení pravd¥podobnosti na intervalu (0, 2), Y je pak

dána následující hustotou pravd¥podobnosti:

f (x) =
 0 pro x ≤ 0

2x pro 0 < x < 1
0 pro x ≥ 1.

Ur£ete pravd¥podobnost, ºe Y je men²í neº X2.
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Obecn¥ji, st°ední hodnotu sou£inu dvou nezávislých náhod-
ných veli£in X a Y spo£teme následovn¥. P°edpokládejme, ºe vek-
tor (X, Y )má diskrétní nezávislé komponenty s pravd¥podobnost-
ními funkcemi fX(xi), fY (yj ). Potom

E(XY) =
∑
i

∑
j

xiyjfX(xi)fY (yj ) =

=
(∑

i

xifX(xi)

)(∑
j

yjfY (yj )

)
= EX EY.

Podobn¥ se spo£te rovnost E(XY) = EX EY pro nezávislé spo-
jité veli£iny.

Zkusme nyní spo£íst E(X+Y ) pro jakékoliv náhodné veli£iny.
Pro diskrétní rozd¥lení X a Y dostaneme

E(X + Y) =
∑
i

∑
j

(xi + yj )P (X = xi, Y = yj ) =

=
∑
i

(
xi
∑
j

P(X = xi, Y = yj )
)
+

+
∑
j

(
yj
∑
i

P(X = xi, Y = yj )
)
=

=
∑
i

xiP(X = xi)+
∑
j

yjP(Y = yj ),

p°i£emº absolutní konvergence první dvojité sumy vyplývá z troj-
úhelníkové nerovnosti a absolutní konvergence sum pro st°ední
hodnotu jednotlivých prom¥nných, p°i výpo£tu jsme pak absolutní
konvergence sum vyuºili k zám¥n¥ po°adí s£ítání.

Podobn¥ budeme postupovat u spojitých náhodných veli£inX
a Y se st°ední hodnotou. P°ipome¬me, ºe hustota sou£tu náhod-
ných veli£in je dána konvolucí jejich hustot.

E(X + Y ) =
∫ ∞

−∞
z(fX ∗ fY )(z)dz =

=
∫ ∞

−∞

∫ ∞

−∞
zfX(x)fY (z− x) dxdz =

=
∫ ∞

−∞

∫ ∞

−∞
(z− x)fX(x)fY (z− x) dxdz+

+
∫ ∞

−∞

∫ ∞

−∞
xfX(x)fY (z− x) dxdz =

=
∫ ∞

−∞
ufY (u) du+

∫ ∞

−∞
xfX(x) dz,

kde jsme vyuºili absolutní konvergenci integrál· st°edních hodnot
EX a EY k zám¥n¥ integrál· dle Fubiniho v¥ty.

Celkem tedy dostáváme o£ekávaný vztah:

E(X + Y ) = EX + EY,

kdykoliv st°ední hodnoty EX a EY existují.
Nyní jiº p°ímým pouºitím tohoto vztahu dostáváme:

Afinní povaha st°ední hodnoty

Pro jakékoliv konstanty a, b1, . . . , bk a náhodné veli£iny
X1, . . . , Xk platí

E(a + b1X1 + · · · + bkXk) = a + b1 EX1 + · · · + bk EXk.
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�e²ení. Protoºe X a Y jsou nezávislé náhodné veli£iny, je sdruºená

hustota pravd¥podobnosti f(X,Y ) : R2 → R2 veli£iny (X, Y ) dána

sou£inem hustot pravd¥podobnosti fX veli£inyX a fY veli£iny Y , tedy

f(X,Y )(u, v) =

=
{
fX(u) · fY (v) = 1

2 · 2v = v pro (u, v) ∈ (0, 2)× (0, 1),
0 jinak.

Hledaná pravd¥podobnost P je pak dána integrálem hustoty

pravd¥podobnosti f(X,Y ) p°es tu £ást roviny O, kde je Y < X2:

P =
∫∫
O

f(X,Y ) dx dy = 1−
∫∫
R2\O

f(X,Y ) dx dy =

= 1−
∫ 1

0

∫ 1

x2
y dy dx = 3

5
.

□

9.45. Nech´ X, Y jsou nezávislé náhodné veli£iny, p°i£emº X je dána

následující hustotou pravd¥podobnosti:

f1(x) =
 0 pro x ≤ 0

2x pro 0 < x < 1
0 pro x ≥ 1,

veli£ina Y pak touto hustotou pravd¥podobnosti:

f2(x) =
 0 pro x ≤ 0

x
2 pro 0 < x < 2
0 pro x ≥ 2.

Ur£ete pravd¥podobnost, ºe Y je v¥t²í neº X2. ⃝
�e²ení. f(X,Y )(u, v) = uv, pro (u, v) ∈ (0, 1) × (0, 2),
f(X,Y )(u, v) = 0 jinak. Pro hledanou pravd¥podobnost P pak

máme

P = ∫ 1
0

∫ 2
x2 xy dy dx = 11

12
. □

9.46. Nech´ X, Y jsou nezávislé náhodné veli£iny, p°i£emº X je dána

následující hustotou pravd¥podobnosti:

f (x) =


0 pro x ≤ 0
2x
9 pro 0 < x < 3

0 pro x ≥ 1,

veli£ina Y pak touto hustotou pravd¥podobnosti:

f (x) =
 0 pro x ≤ 0

x
2 pro 0 < x < 2
0 pro x ≥ 2.

Ur£ete pravd¥podobnost, ºe Y je v¥t²í neº X3.

⃝
�e²ení.

P = ∫ 3√2
0

∫ 2
x3 xy dy dx = 3√4

12 . □
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Následující v¥ta roz²i°uje toto chování v·£i a�nním transfor-
macím na náhodné vektory a ukazuje, ºe je st°ední hodnota invari-
antní v·£i a�nním transformacím, stejn¥ jako aritmetický pr·m¥r:

V¥ta. Nech´ X = (X1, . . . , Xn) je náhodný vektor se st°ední hod-
notou EX, a ∈ Rm, B ∈ Matmn(R) matice. Pak platí

E(a + B ·X) = a + B · EX.

D·kaz. Ve skute£nosti uº skoro nemáme co dokazovat. Pro-
toºe je st°ední hodnota vektoru de�nována jako vektor st°edních
hodnot, sta£í se nám omezit na jedinou poloºku v E(a + B · X).
M·ºeme proto rovnou p°edpokládat, ºe a je skalár a B matice s je-
diným °ádkem. Pak jde ov²em o st°ední hodnotu kone£ného sou£tu
náhodných veli£in a ta podle p°edchozí úvahy jednak existuje a zá-
rove¬ je dána jako sou£et st°edních hodnot jednotlivých poloºek.
To je práv¥ dokazovaný vztah. □

9.33. Kvantily a kritické hodnoty. Pokra£ujeme v na²em pro-
gramu zavád¥ní £íselných charakteristik v obdob¥
k t¥m z popisné statistiky. Dal²ími uºite£nými cha-
rakteristikami tam byly tzv. kvantily.

Uvaºme nejprve náhodnou veli£inu s ryze mono-
tonní distribu£ní funkci FX. Podmínce vyhovuje kaºdá spojitá ná-
hodná veli£ina X se v²ude nenulovou hustotou, jako je tomu nap°.
u normálního rozd¥lení. V tomto p°ípad¥ de�nujeme tzv. kvanti-
lovou funkci F−1

X prost¥ jako inverzní funkci (FX)−1 : (0, 1) →
R. To znamená, ºe hodnota y = F−1(α) je práv¥ takové y, ºe
P(X < y) = α. To p°esn¥ odpovídá kvantil·m z popisné sta-
tistiky, kdyº budeme za pravd¥podobnosti brát relativní £etnosti
výskytu hodnot.

Kvantilová funkce

Obecn¥, pro libovolnou náhodnou veli£inu X s distribu£ní
funkcí FX(x) de�nujeme její kvantilovou funkci

F−1(α) = inf{x ∈ R; F(x) ≥ α}, α ∈ (0, 1).

Z°ejm¥ jde o zobecn¥ní p°edchozí de�nice v p°ípad¥ ryze mo-
notónní distribu£ní funkce.

Jak jsme vid¥li v popisné statistice, nej£ast¥ji jsou pouºívané
kvantily s α = 0,5, tzv. medián, s α = 0,25, tzv. první kvartil,
α = 0,75, tzv. t°etí kvartil, a podobn¥ pro decily a percentily (kdy
je α rovno násobk·m desetin a setin).

Jak vyplývá p°ímo z de�nice, kvantilová funkce nám pro
danou náhodnou veli£inu X umoº¬uje p°ímo ur£ovat intervaly,
do kterých nám padnou hodnoty X s p°edem zadanou pravd¥po-
dobností. Velice £asto se budeme potkávat nap°. s hodnotou
8−1(0,975), která je p°ibliºn¥ rovna 1,96 a zadává percentil
97,5 pro normální rozd¥lení N(0, 1). Tato hodnota °íká, ºe
s 2,5�procentní pravd¥podobností bude hodnota takové náhodné
veli£iny Z alespo¬ 1,96. Protoºe je p°itom hustota pravd¥po-
dobnosti veli£iny Z symetrická kolem po£átku, m·ºeme toto
pozorování interpretovat tak, ºe pouze s 5�procentní pravd¥po-
dobností bude hodnota |Z| v¥t²í neº 1,96.

Podobné intervaly a hodnoty budeme hledat p°i diskusi spo-
lehlivosti odhad· hodnot charakteristik náhodných veli£in.
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F. St°ední hodnota, korelace

Spo£t¥te st°ední hodnotu a rozptyl binomického rozd¥lení

�e²ení. P°ímý výpo£et z de�nic je p¥kné kombinatorické cvi£ení.

My tvrzení dokáºeme s vyuºitím vlastnosti st°edních hodnot a roz-

ptylu. Podle de�nice binomického rozd¥lení v 9.22 m·ºeme náhod-

nou veli£inu X ∼ Bi(n, p) vid¥t jako sou£et X = ∑n
k=1 Yk, kde

Y1, . . . , Yn ∼ A(p) jsou nezávislé náhodné veli£iny vyjad°ující

úsp¥ch v k�tém pokusu. Alternativní rozd¥lení má z°ejm¥ st°ední hod-

notu EYi = p, a proto podle v¥ty 9.32 platí EX =∑n
k=1 EYk = np.

Podobn¥ snadno vypo£teme E(Y 2
k ) = 12 · p + 02 · (1 − p) = p, a

proto varYk = E(Y 2
k ) − (EYk)2 = p − p2. Podle v¥ty 9.36 pak platí

varX =∑n
k=1 varYk = np(1− p). □

9.47. Pravd¥podobnost zásahu cíle jedním výst°elem je 0, 6. Ná-
hodná veli£ina X udává po£et zásah· p°i p¥ti nezávislých výst°elech.

Ur£ete její rozd¥lení pravd¥podobnosti, st°ední hodnotu a rozptyl.

�e²ení. Výst°ely jsou z°ejm¥ nezávislé pokusy s alternativním

rozd¥lením A( 3
5), a proto je podle de�nice binomického rozd¥lení

X ∼ Bi(5, 3
5). Podle ∥F∥ je st°ední hodnota a rozptyl Bi(n, p) rovna

np respektive np(1 − p), coº v na²em p°ípad¥ dává EX = 3 a

varX = 6
5 . □

9.48. Diskrétní náhodná veli£ina X nabývá hodnot

k = 0, 1, 2, 3, . . . s pravd¥podobností P(X = k) = p(1 − p)k
(geometrické rozd¥lení). Ur£ete EX (st°ední doba £ekání na úsp¥ch)

a varX.

�e²ení. Z de�nice st°ední hodnoty a s vyuºitím formule pro sou£et

derivace geometrické °ady spo£ítáme

EX =
∞∑
k=0

kp(1− p)k = p(1− p)
∞∑
k=0

k(1− p)k−1 =

= p(1− p) 1
p2
= 1− p

p
.

Obdobn¥ s vyuºitím formule pro sou£et druhé derivace geometrické

°ady spo£ítáme

E(X2) =
∞∑
k=0

k2p(1− p)k = (1− p)(2− p)
p2

a proto je rozptyl roven varX = E(X2)− (EX)2 = 1−p
p2 . □

9.49. Náhodná veli£ina X má hustotu fX(x) = 3
x4 pro x ∈ (1,∞) a

jinde nulovou. Ur£ete její distribu£ní funkci, st°ední hodnotu a rozptyl.
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Kritické hodnoty

Pro náhodnou veli£inuX a reálné £íslo 0 < α < 1 de�nujeme
její kritickou hodnotu x(α) na úrovni α p°edpisem

P(X ≥ x(α)) = α.
To znamená, ºe x(α) = F−1

X (1−α), kde F−1
X je kvantilová funkce

veli£iny X.

9.34. Rozptyl a sm¥rodatná odchylka. Nejjednodu²²í £íselné
charakteristiky udávající variabilitu hodnot vzorku
v popisné statistice byly rozptyl a sm¥rodatná od-
chylka. Pro náhodné veli£iny si budeme po£ínat ob-

dobn¥.
Rozptyl náhodné veli£iny

Pro náhodnou veli£inuX s kone£nou st°ední hodnotou de�nu-
jeme její rozptyl vztahem

varX = E
(
(X − EX)2

)
,

pokud i st°ední hodnota na pravé stran¥ výrazu existuje. V opa£ném
p°ípad¥ °íkáme, ºe veli£ina X nemá rozptyl.

Odmocnina
√

varX z rozptylu se nazývá sm¥rodatná od-
chylka náhodné veli£iny X.

S vyuºitím vlastností st°ední hodnoty snadno spo£teme jed-
nodu²²í vztah pro rozptyl náhodné veli£iny X se st°ední hodnotou:

varX = E(X − EX)2 = E(X2 − 2X(EX)+ (EX)2) =
= EX2 − 2(EX)2 + (EX)2 =
= EX2 − (EX)2.

Podívejme se také, jak se chová rozptyl náhodné veli£iny p°i
a�nních transformacích. Pro náhodnou veli£inu X se st°ední hod-
notou a rozptylem a pro reálná £ísla a, b uvaºujme náhodnou
veli£inu Y = a + bX. Spo£teme

varY = E
(
(a + bX)− E(a + bX))2 == E

(
b(X − EX)

)2
= b2 varX.

Odvodili jsem tedy následující uºite£né vztahy:

Vlastnosti rozptylu

varX = E(X2)− (EX)2(9.8)

var(a + bX) = b2 varX(9.9) √
var(a + bX) = b√varX(9.10)

Ke kaºdé náhodné veli£in¥ X se st°ední hodnotou a rozpty-
lem m·ºeme zadat tzv. normovanou veli£inu (£asto také °íkáme
standardizovanou veli£inu) jako funkci

Z = X − EX√
varX

.

Je to tedy taková a�nní transformace p·vodní veli£iny, která má
st°ední hodnotu nulovou a rozptyl jednotkový.
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�e²ení. Z de�nice distribu£ní funkce je pro x ∈ (1,∞)
FX(x) =

∫ x

1

3
t4
dt =

[
− 1
t3

]x
1
= 1− 1

x3
.

St°ední hodnota X je rovna

EX =
∫ ∞

1

3
x3
dx =

[
− 3

2x2

]∞

1
= 3

2

a st°ední hodnota X2 je

E(X2) =
∫ ∞

1

3
x2
dx =

[
−3
x

]∞

1
= 3.

Proto varX = 3− ( 3
2)

2 = 3
4 . □

9.50. Náhodná veli£ina X má hustotu rovnu fX(x) = cos x pro x ∈
⟨0, π2 ⟩ a jinde nulovou. Ur£ete st°ední hodnotu, rozptyl a medián této

veli£iny.

�e²ení. Z de�nice a integrací per partes spo£ítáme

EX =
∫ π

2

0
x cos xdx = [x sin x + cos x]

π
2
0 =

π

2
− 1.

Dvojitou integrací per partes dostaneme

E(X2) =
∫ π

2

0
x2 cos xdx =

= [x2 sin x + 2x cos x − 2 sin x
] π

2
0 =

(π
2

)2 − 2,

a proto je rozptyl roven varX = (π2 )2 − 2 − (π2 − 1)2 = π − 3. Dis-
tribu£ní funkce je podle de�nice rovna FX(x) =

∫ x
0 cos tdt = sin x a

medián F−1(0,5) = π
6 . □

9.51. Náhodná veli£ina X má hustotu rovnu fX(x) = λe−λx pro

x ≥ 0, kde λ > 0 je daný parametr rozd¥lení, a jinde nulovou (tzv.

exponenciální rozd¥lení). Ur£ete st°ední hodnotu, rozptyl, modus (re-

álné £íslo s maximální hustotou, resp. pravd¥podobnostní funkcí) a

medián této veli£iny.

�e²ení. Z de�nice a integrací per partes

EX =
∫ ∞

0
xλe−λxdx =

[
−xe−λx − 1

λ
e−λx

]∞

0
= 1
λ
,

E(X2) =
∫ ∞

0
x2λe−λxdx =

=
[
−x2 e−λx − 2x

1
λ
e−λx − 2

λ2
e−λx

]∞

0
= 2
λ2
,

a proto varX = E(X2)− (EX)2 = 1
λ2 . Protoºe F

′
X(x) = −λ2e−λx <

< 0, je hustota stále klesající funkce. Své maximum tedy nabývá

v nule. Z de�nice je

F(x) =
∫ x

0
λe−λtdt = 1− e−λx

a proto je medián roven F−1(0,5) = − 1
λ

ln( 1
2) = ln 2

λ
. □
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9.35. �eby²evova nerovnost. Hezkou ilustrací, k £emu je
uºite£ný rozptyl, je skoro samoz°ejmá nerovnost,
která dává p°ímo do souvislosti pravd¥podobnost
vzdálenosti hodnot náhodné veli£iny od její st°ední

hodnoty.

�eby²evova nerovnost

V¥ta. P°edpokládejme, ºe náhodná veli£inaX má kone£ný rozptyl,
a uvaºujme libovolné ε > 0. Potom platí

P(|X − EX| ≥ ε) ≤ varX
ε2 .

D·kaz. Uvedeme jednoduchý d·kaz pro spojitou náhodnou
veli£inu X. Analogický postup pro diskrétní veli£iny ponecháme
na £tená°i.

Ozna£me si µ = EX a po£ítejme podle de�nice

varX =
∫ ∞

−∞
(x − µ)2f (x) dx =

=
∫

|x−µ|≥ε
(x − µ)2f (x) dx+

+
∫

|x−µ|<ε
(x − µ)2f (x) dx ≥

≥
∫

|x−µ|≥ε
ε2f (x) dx = ε2 P(|X − µ| ≥ ε). □

Kdyº si uv¥domíme, ºe rozptyl je kvadrát sm¥rodatné od-
chylky σ , tak okamºit¥ vidíme, ºe volba ε = kσ dává pravd¥po-
dobnost

P(|X − EX| ≥ kσ) ≤ 1
k2 .

�eby²evova nerovnost je mimo°ádn¥ uºite£ná pro asympto-
tické odhady u limitních proces·. Uvaºme nap°. posloupnost
náhodných veli£in X1, X2, . . . s rozloºením pravd¥podobnosti
Xn ∼ Bi(n, p) se stejným 0 < p < 1. Asi bychom intuitivn¥
o£ekávali, ºe relativní £etnost zdaru by se m¥la s rostoucím n

blíºit pravd¥podobnosti p, tj. ºe náhodné veli£iny Yn = 1
n
Xn by

se m¥l stále více svými hodnotami blíºit p. Evidentn¥ máme

EYn = np

n
= p, varYn = np(1− p)

n2 = p(1− p)
n

.

P°ímé pouºití �eby²evovy nerovnosti dává pro libovolné pevné
ε > 0

P
(|Yn − p| ≥ ε) ≤ p(1− p)

nε2 .

Odtud ale je z°ejmé, ºe pro kaºdé pevn¥ ε > 0 platí

lim
n→∞P

(∣∣Xn
n
− p∣∣ ≥ ε) = 0.

Tento výsledek je známý jako Bernoulliova v¥ta (jedna z mnoha).
Tomuto typu limitního chování °íkáme konvergence podle

pravd¥podobnosti. Dokázali jsme tedy, ºe v d·sledku �eby²evovy
nerovnosti konvergují na²e veli£iny Yn podle pravd¥podobnosti ke
konstantní veli£in¥ p.

9.36. Kovariance. Vra´me se nyní k náhodným vektor·m.
U st°ední hodnoty jsme to m¥li snadné � uvaºovali
jsme prost¥ vektor st°edních hodnot. Pro charakteri-
zaci variability nás v²ak také moc zajímají závislosti
mezi jednotlivými komponentami.
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9.52. Diskrétní náhodný vektor (X1, X2) má simultánní pravd¥po-

dobnostní funkci π(0,−1) = c, π(1, 0) = π(1, 1) = π(2, 1) =
= 2c, π(2, 0) = 3c a rovnou nule jinde. Ur£ete konstantu c a

vypo£t¥te kovarianci cov(X1, X2).

�e²ení. Sou£et pravd¥podobnostních funkcí p°es v²echny moºné

stavy musí být roven 1, tj.∑
i,j

π(i, j) = c + 3.2c + 3c = 10c = 1,

a odtud c = 1
10 . Pravd¥podobnostní funkce π1 proX1 je dána sou£tem

simultánní funkce p°es v²echny moºné hodnoty X2 , tj. π1(i) =
= ∑

j π(i, j). Je tedy rovna π1(0) = c, π1(1) = 4c, π1(2) = 5c
a nule jinde. Podobn¥ pro pravd¥podobnostní funkci π2 náhodné

veli£iny X2 dostaneme π2(−1) = c, π2(0) = 5c, π2(1) = 4c a nula
jinde. Odtud EX1 =∑i iπ1(i) = 14c = 1,4 a EX2 =∑j jπ2(j) =
= 3c = 0,3. Z de�nice kovariance pak máme

cov(X1, X2) =∑
i,j

(i − 1, 4)(j − 0, 3)π(i, j) = 0,18. □

9.53. Vmnoha v¥dních oborech se chování náhodné prom¥nné ome-

zené na n¥jaký interval modeluje pomocí tzv. beta rozd¥lení. Toto spo-

jité rozd¥lení je dáno pravd¥podobnostní funkcí na intervalu [0, 1]

fX(x) = 1
B(α, β)

xα−1 (1− x)β−1 ,

kde α, β jsou vhodn¥ zvolené parametry pro popis dané náhodné

veli£iny a B(α, β) je normaliza£ní konstanta, která zaji²´uje, ºe inte-

grál fX(x) p°es celý interval [0, 1] je roven jedné. Spo£ítejte jeho a)

modus, b) st°ední hodnotu a c) rozptyl.

�e²ení. a) Modus je z de�nice hodnota, ve které nabývá funkce

fX(x) své maximum. Hledejme tedy její stacionární body. Jednodu²e

spo£ítáme, ºe rovnice f ′
X(x) = 0 je ekvivalentní rovnici

(α − 1)(1− x)− x(β − 1) = 0,

která je spln¥na pro x = α−1
α+β−2 . Protoºe fX(0) = fX(1) = 0 a funkce

je kladná, jedná se evidentn¥ o hledané maximum.

b) Z de�nice je

EX = 1
B(α, β)

∫ 1

0
xα (1− x)β−1dx.

Integrací per partes pak dostáváme

EX = − 1
B(α, β)β

[xα (1− x)β]1
0 +

α

B(α, β)β

∫ 1

0
xα−1 (1− x)βdx.
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Kovariance

Pro náhodné veli£iny X, Y s existujícími rozptyly de�nujeme
jejich kovarianci p°edpisem

cov(X, Y ) = E ((X − EX)(Y − EY))

Velmi snadno odvodíme základní vlastnosti tohoto pojmu:

V¥ta. Pro jakékoliv náhodné veli£in X, Y , Z, pro které existují
jejich rozptyly, a reálná £ísla a, b, c, d platí

cov(X, Y ) = cov(Y,X)(9.11)

cov(X, Y ) = E(XY)− (EX)(EY )(9.12)

cov(X + Y,Z) = cov(X,Z)+ cov(Y, Z)(9.13)

cov(a + bX, c + dY ) = bd cov(X, Y )(9.14)

var(X + Y) = varX + varY + 2 cov(X, Y ).(9.15)

Jsou-li navíc na²e veli£iny X a Y nezávislé, pak cov(X, Y ) = 0.
Zejména potom platí

(9.16) var(X + Y) = varX + varY.

D·kaz. Symetrie kovariance v argumentech je okamºit¥
vid¥t z de�nice . Druhé tvrzení ihned plyne z vlastností st°ední
hodnoty náhodné veli£iny:

cov(X, Y ) = E(X − EX)(Y − EY ) =
= E(XY)− (EY)X − (EX)Y + EX EY =
= E(XY)− EX EY

I dal²í tvrzení vyplývá z rozepsání de�ni£ního vztahu a skute£nosti,
ºe st°ední hodnota sou£tu náhodných veli£in je sou£et jejich st°ed-
ních hodnot.

Dal²í tvrzení op¥t také spo£teme p°ímo:

cov(a + bX, c + dY ) =
= E

(
(a + bX − E(a + bX))(c + dY − E(c + dY ))) =

= E
(
(bX − b E(X))(dY − d E(Y ))

) =
= E

(
bd(X − E(X))(Y − E(Y ))

) =
= bdE((X − EX)(Y − EY )

) = bd cov(X, Y ).

Dal²í tvrzení o rozptylu jsou uº vcelku snadným d·sledkem:

var(X + Y) = E
(
(X + Y)− E(X + Y ))2 =

= E
(
(X − EX)+ (Y − EY )

)2 =
= E(X − EX)2 + 2 E(X − EX)(Y − EY )+
+ E(Y − EY)2 =

= varX + 2 cov(X, Y )+ varY.

Pokud jsou navíc X a Y nezávislé, jsou jist¥ nezávislé i náhodné
veli£inyX−EX a Y −EY . Pak je ov²em platí E(XY) = EX EY
a je tedy p°ímo z de�nice jejich kovariance nulová. □

P°ímo z de�nice také vidíme, ºe

var(X) = cov(X,X)
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První £len je o£ividn¥ nulový. Úpravou druhého pak dostáváme

EX = α

B(α, β)β

∫ 1

0
xα−1 (1− x)β−1dx−

− α

B(α, β)β

∫ 1

0
xα (1− x)β−1dx.

Nyní integrál v prvním £lenu je díky normalizaci roven práv¥ B(α, β)
a druhý integrál udává téº st°ední hodnotu. P°edchozí rovnici tedy

m·ºeme zapsat ve tvaru

EX = α

β
− α
β

EX.

Odtud okamºit¥ EX = α
α+β .

c) Pro výpo£et rozptylu pot°ebujeme spo£ítat

EX2 = 1
B(α, β)

∫ 1

0
xα+1 (1− x)β−1dx.

Tento integrál spo£ítáme podobným zp·sobem jako v b). Konkretn¥

EX2 = α + 1
B(α, β)β

∫ 1

0
xα (1− x)βdx = α + 1

β
EX − α + 1

β
EX2.

Odtud EX2 = (α+1) E X
α+β+1 . Dosazením st°ední hodnoty pak máme

varX = EX2 − (EX)2 = αβ

(α + β + 1)(α + β)2 . □

9.54. Hodíme t°emi mincemi. Ur£ete korela£ní koe�cient veli£iny

X udávající po£et padlých líc· dohromady na první a druhé minci a

veli£iny Y udávající po£et padlých líc· dohromady na druhé a t°etí

minci.

�e²ení. Nejprve sestavíme pravd¥podobnostní tabulku vektorové dis-

krétní náhodné veli£iny (X, Y ), ze které snadno ur£íme pravd¥po-

dobnostní rozd¥lení veli£in, které budeme pot°ebovat (samoz°ejm¥ to

m·ºeme ud¥lat i bez tabulky):

Y 0 1 2
X

0 1
8

1
8 0

1 1
8

1
4

1
8

2 0 1
8

1
8

Diskrétní veli£inyX a Y mají stejné rozd¥lení pravd¥podobnosti a

to hodnotu 0 nabývají s pravd¥podobností 1/4, hodnotu 1 s pravd¥po-

dobností 1/2 a hodnotu 2 s pravd¥podobností 1/4. Veli£ina XY pak

m·ºe nabývat hodnot 0, 1, 2, 4 a to postupn¥ s pravd¥podobnostmi

3/8, 1/4, 1/4, 1/8 Nyní spo£ítáme st°ední hodnoty veli£in X, X2, Y ,
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9.37. Korelace náhodných veli£in. P°edchozí v¥ta nám °íká, ºe
kovariance je symetrickou bilineární formou na reál-
ném vektorovém prostoru náhodných veli£in s rozpty-
lem. Rozptyl je pak p°íslu²nou kvadratickou formou

a kovarianci lze pak spo£íst z rozptylu jednotlivých veli£in a jejich
sou£tu, tak jak jsme to vid¥li v lineární algeb°e.

Kovariance tedy do jisté míry vypovídá o závislosti dvou ná-
hodných veli£in. Hovo°íme o korelaci veli£in a v obdob¥ ke sm¥ro-
datné odchylce zavádíme následující pojem

Korela£ní koeficient

Korela£ním koe�cientem náhodných veli£inX a Y , které mají
kone£ný nenulový rozptyl, rozumíme hodnotu

ρX,Y = cov(X, Y )√
varX

√
varY

.

Jak je vid¥t z v¥ty 9.36, korela£ní koe�cient veli£in je kovari-
ance normovaných veli£in 1√

varX
(X − EX) a 1√

varY
(Y − EY )).

Okamºit¥ je také vid¥t platnost následujících vztah·, kde
a, b, c, d, bd ̸= 0, jsou reálné konstanty a X, Y jsou náhodné
veli£iny s nenulovým kone£ným rozptylem,

ρa+bX,c+dY = sgn(bd)ρX,Y
ρX,X = 1.

Navíc je jist¥ ρX,Y = 0, pokud jsou náhodné veli£iny X a Y nezá-
vislé.

V²imn¥me si, ºe kdyº má náhodná veli£ina X nulový roz-
ptyl, pak p°ímo z de�nice vidíme, ºe musí nabývat hodnotu EX
s pravd¥podobností 1. Skute£n¥, kdyby padla hodnota X do n¥ja-
kého intervalu I neobsahujícího EX s pravd¥podobností p ̸= 0,
pak by musel být výraz varX = E(X − EX)2 kladný. Stochas-
ticky se tedy veli£iny s nulovým rozptylem chovají jako konstanty.

Kdyby byla kovariance pozitivn¥ de�nitní symetrická biline-
ární forma, Cauchyova-Schwarzova nerovnost (viz 3.25) by oka-
mºit¥ dala nerovnost

(9.17) |ρX,Y | ≤ 1

V následující v¥t¥ °íkáme více. Ukazuje totiº, ºe korelace nebo
antikorelace veli£in X a Y °íká, ºe jsou tyto veli£iny v n¥jakém
a�nním vztahu Y = kX + c, p°i£emº znaménko k odpovídá zna-
ménku v ρX,Y = ±1. Naopak, nulový korela£ní koe�cient vy-
povídá o skute£nosti, ºe p°ípadnou závislost veli£in v·bec nejde
p°iblíºit pomocí takového a�nního vztahu (a nemusí proto nutn¥
jít o nezávislé veli£iny).

V¥ta. Je-li korela£ní koe�cient de�nován, pak platí |ρX,Y | ≤ 1.
Rovnost p°itom nastává pouze tehdy, kdyº existují konstanty k, c
takové, ºe P(Y = kX + c) = 1.

D·kaz. Protoºe je rozptyl vºdy nezáporný, odhadneme kva-
dratický výraz

0 ≤ var
(
Y − EY√

varY
+ t X − EX√

varX

)
= 1+ 2tρX,Y + t2 .

Kvadratický výraz napravo tedy jist¥ nemá dva reálné r·zné ko°eny
a proto musí být jeho diskriminant nekladný, tj. 4(ρX,Y )2− 4 ≤ 0.
Odtud jiº dostáváme dokazovanou nerovnost a také vidíme, ºe rov-
nost nastává pouze pro ρX,Y = ±1. Pak ov²em pro jediný dvoj-
násobný ko°en t0 má p°íslu²ná veli£ina nulový rozptyl a má tedy
s pravd¥podobností jedna vhodnou konstantní hodnotu. □
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Y 2, XY :

E(X) = E(Y ) = 0 · 1
4
+ 1 · 1

2
+ 2 · 1

4
= 1

E(X2) = E(Y 2) = 0 · 1
4
+ 1 · 1

2
+ 4 · 1

4
= 3

2

E(XY) = 0 · 3
8
+ 1 · 1

4
+ 2 · 1

4
+ 4 · 1

8
= 5

4

Máme tedy

σ 2(X) = ς2(Y ) = E(X2)− [E(X)]2 = 1
2

cov(X, Y ) = E(XY)− E(X)E(Y ) = 1
4

Celkem

ρX,Y = cov(X, Y )
σ (X) · σ(Y ) =

1
2

□

9.55. Nech´ náhodné veli£iny U , V mají diskrétní rozd¥lení ur£ené

následující tabulkou (U m·ºe nabývat hodnot 1, 2, veli£ina V potom

hodnot 1, 2 a 3):

V
U 1 2 3
1 0,1 0,2 0,3
2 0,2 0,1 0,1

.

Najd¥te marginální rozd¥lení obou náhodných veli£in, jejich st°ední

hodnoty, rozptyly a korela£ní koe�cient. ⃝

9.56. Ur£ete st°ední hodnotu a rozptyl náhodné veli£iny X2, kde X

je náhodná veli£ina s rovnom¥rným rozd¥lením pravd¥podobnosti na

intervalu ⟨−1, 1⟩. ⃝

9.57. Dvakrát hodíme ²estibokou kostkou. Ur£ete korela£ní koe�cient

veli£iny X udávající po£et padlých sudých £ísel a veli£iny Y udávající

po£et padlých lichých £ísel. ⃝

9.58. Nech´ náhodné veli£iny U , V mají rozd¥lení pravd¥podobnosti

ur£ené následující tabulkou (U m·ºe nabývat hodnot 1, 2, veli£ina V
potom hodnot 1, 2 a 3):

V
U 1 2 3
1 0,1 0,1 0,4
2 0,2 0,1 0,1

.

Najd¥te marginální rozd¥lení obou náhodných veli£in, jejich st°ední

hodnoty, rozptyly a korela£ní koe�cient. ⃝
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9.38. Varian£ní matice. Dostáváme se kone£n¥ k variabilit¥ hod-
not náhodného vektoru. Nabízí se uvaºovat kovariance
v²ech dvojic komponent. Následující de�nice a v¥ta uka-
zují, ºe skute£n¥ dostaneme analogii rozptylu pro vektory,
v£etn¥ chování rozptylu p°i a�nních transformacích náhod-

ných veli£in.

Varian£ní matice

Uvaºme náhodný vektor X = (X1, . . . , Xn)
T jehoº v²echny

komponenty mají kone£ný rozptyl. Varian£ní matici náhodného
vektoru X de�nujeme pomocí st°ední hodnoty p°edpisem (vektor
X je sloupec náhodných veli£in)

varX = E(X − EX)(X − EX)T .

Pouºitím de�nice st°ední hodnoty vektoru a p°ímým rozepsáním
násobení matic po sloºkách ov¥°íme, ºe varian£ní matice je syme-
trická matice

varX =


varX1 cov(X1, X2) · · · cov(X1, Xn)

cov(X2, X1) varX2 · · · cov(X2, Xn)
...

...
. . .

...

cov(Xn, X1) cov(Xn, X2) · · · varXn



V¥ta. Uvaºujme náhodný vektor X = (X1, . . . , Xn)
T , jehoº

v²echny komponenty mají kone£ný rozptyl, Uvaºme dále jeho trans-
formovanou vektorovou náhodnou veli£inu Y = BX+ c, kde B je
matice reálných konstant typu m × n a c je vektor konstant v Rm.
Potom

var(Y ) = var(BX + c) = B(varX)BT .

D·kaz. Sta£í provést p°ímý výpo£et a vyuºít p°itom vlast-
nosti st°ední hodnoty

var(Y ) = E
(
(BX + c)− E(BX + c))((BX + c)−

− E(BX + c))T =
= E(B(X − EX))(B(X − EX))T =
= B E(X − EX)(X − EX)TBT =
= B(varX)BT .

□
Stejn¥ jako u rozptylu skalární náhodné veli£iny tedy vidíme,

ºe konstantní £ást transformace nemá vliv, zatímco v·£i lineární
£ásti transformace se varian£ní matice chová jako matice kvadra-
tické formy.

9.39. Momenty a momentová funkce. St°ední hodnota a rozptyl
odráºí chování st°ední hodnoty samotné veli£iny X a
jejího kvadrátu. V popisné statistice jsme také zkou-
mali tzv. ²ikmost rozloºení dat a je p°irozené zkoumat
variabilitu náhodných veli£in pomocí vy²²ích mocnin

dané náhodné veli£iny X.
Charakteristiku E(Xk) nazýváme k-tým momentem, charakte-

ristiku µk = E
(
(X − EX)k) pak k-tým centrálním momentem ná-

hodné veli£iny X. Uºite£ný bývá také tzv. k-tý absolutní moment
zadaný p°edpisem E |X|k .

P°ímo z de�nice je tedy pro spojitou veli£inu X

EXk =
∫ ∞

−∞
xk fX(x) dx
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G. Transformace náhodných veli£in

Uvaºme spojitou funkci náhodné veli£iny Y = ψ(X). Za p°ed-

pokladu, ºe transformace ψ je rostoucí (analogicky klesající) funkce,

dostáváme pro p°íslu²nou distribu£ní funkci vztah

FY (y) = P(Y ≤ y) = P(ψ(X) ≤ y) =
= P(X ≤ ψ−1 (y)) = FX(ψ−1 (y)),

kde FX je distribu£ní funkce X. Odkud pro hustotu transformované

náhodné veli£iny Y

fY (y) = dFY (y)

dy
= fX(ψ−1 (y))

∣∣∣∣dψ−1 (y)

dy

∣∣∣∣ .
Podle pravidla pro transformaci sou°adnic v integrálu pak m·ºeme

st°ední hodnotu Y spo£ítat jako

E Y =
∫ ∞

−∞
yfY (y)dy =

∫ ∞

−∞
ψ(x)fX(x)dx

a podobn¥ pro rozptyl Y .

9.59. Náhodná veli£inaX má hustotu f (x). Ur£ete hustotu náhodné

veli£iny Y tvaru

i) Y = eX, x ≥ 0,
ii) Y = √X, x > 0,
iii) Y = lnX, x > 0,
iv) Y = 1

X
, x > 0.

�e²ení. P°ímým aplikováním formule pro hustotu transformované ná-

hodné veli£iny dostaneme a) fY (y) = f (ln y) 1
y
, b) fY (y) = 2f (y2 )y,

c) fY (y) = f (ey)ey, d) fY (y) = f (1/y) 1
y2 . □

9.60. Náhodná veli£ina X má rovnom¥rné rozd¥lení pravd¥podob-

nosti na intervalu (−π
2 ,

π
2 ). Ur£ete jeho hustotu a hustotu transformo-

vaných veli£in Y = sinX,Z = tgX.

�e²ení. Protoºe délka intervalu, na kterém je náhodná veli£ina X ne-

nulová je π , je její hustota rovna fX(x) = 1
π
pro x ∈ (−π

2 ,
π
2 ) a nula

jinde. Ze vztahu pro hustotu transformované náhodné veli£iny a podle

vzorce pro derivaci elementárních funkcí pak máme

fY (y) = fX(arcsin(y)) arcsin′(y) = 1

π
√

1− y2

a

fZ(y) = fX(arctg(z)) arctg′(y) = 1
π(1+ y2 )

. □

9.61. Náhodná veli£ina X má hustotu rovnu cos x pro x ∈ (0, π2 ) a
nulovou jinde. Ur£ete hustotu náhodné veli£iny Y = X2 a vypo£t¥te

EY, varY.
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a obdobn¥ víme, ºe pro diskrétní veli£iny X s pravd¥podobností
soust°ed¥nou do hodnot xi bude

EXk =
∑
i

xki fX(xi).

Uvidíme, ºe bude pro výpo£ty velice výhodné um¥t pracovat
s mocninnou °adou, ve které momenty budou vystupovat coby koe-
�cienty. Protoºe víme, ºe koe�cienty Taylorovy °ady funkceM(t)
v bod¥ t = 0 dostaneme pomocí diferencování, m·ºeme vcelku
snadno uhádnout správnou volbu takové funkce:

Momentová vytvo°ující funkce

Pro náhodnou veli£inu X uvaºme funkci MX(t) : R → R
de�novanou p°edpisem

MX(t) = E etX =
{∑

i etxi fX(xi) pro diskrétní X∫∞
−∞ etx fX(x) dx pro spojitou X.

Pokud tato st°ední hodnota existuje, hovo°íme o momentové vy-
tvo°ující funkci náhodné veli£iny X.

Je zjevné, ºe tato funkce MX(t) je vºdy analytickou funkcí
v p°ípad¥ diskrétních náhodných veli£in s kone£n¥ mnoha hodno-
tami xi .

V¥ta. Nech´X je náhodná veli£ina pro kterou na intervalu (−a, a)
existuje její analytickámomentová vytvo°ující funkce. Pak na tomto
intervalu jeMX(t) dána absolutn¥ konvergující °adou

MX(t) =
∞∑
k=0

tk

k!
EXk.

D·kaz. Ov¥°ení tvrzení v¥ty je jednoduchým cvi£ením na
techniky diferenciálního a integrálního po£tu. V p°ípad¥ diskrétní
veli£iny, jde bu¤ o kone£né sou£ty nebo o po£ítání s absolutn¥
a stejnom¥rn¥ konvergentními °adami, resp. v p°ípad¥ spojitých
veli£in jde o absolutn¥ konvergující integrály. M·ºeme proto pro-
hodit limitní proces s derivováním a protoºe d

dt
etx = x etx , dostá-

váme okamºit¥ vztah

dk

dtk
MX(t) = EXk

a odtud je tvrzení v¥ty z°ejmé. □

Ve skute£nosti lze ukázat, ºe p°edpoklady v¥ty jsou spln¥ny,
kdykoliv platí sou£asn¥MX(−a) <∞ aMX(a) <∞ a navíc lze
dokázat, ºe platí-li v takovémp°ípad¥ rovnostmomentových funkcí
MX(t) = MY (t) na n¥jakém netriviálním intervalu, pak mají tyto
náhodné veli£inyX a Y také stejné distribu£ní funkce. Momentová
funkce tedy poskytuje za t¥chto podmínek úplnou charakterizaci
náhodné veli£iny.

9.40. Vlastnosti momentové funkce. Díky vlastnostem exponen-
ciální funkce lze o£ekávat, ºe snadno spo£teme, jak
se chová momentová vytvo°ující funkce p°i a�nních
transformacích náhodných veli£in a p°i sou£tech ne-
závislých náhodných veli£in.

Lemma. Nech´ a, b ∈ R a X, Y jsou nezávislé náhodné veli£iny
s momentovými vytvo°ujícími funkcemi MX(t) a MY (t). Potom
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�e²ení. Podle vzorce pro hustotu transformované náhodné veli£iny je

fY (y) = fX(√y)(√y)′ = 1
2
√
y

cos x.

St°ední hodnotu a rozptyl Y je jednodu²²í po£ítat p°ímo z hustoty ná-

hodné veli£iny X. Platí E Y = ∫∞
−∞ x

2fX(x)dx a proto

EY =
∫ π

2

0
x2 cos xdx = [x2 sin x + 2x cos x − 2 sin x

] π
2
0 =

π2 − 8
4

.

Integrál jsme spo£ítali metodou per partes. Stejnou metodou

spo£ítáme

E(Y 2) =
∫ π

2

0
x4 cos xdx =

= [(x4 − 12x2 + 24) sin x + 4(x3 − 6x) cos x
] π

2
0 .

Odtud máme E(Y 2) = (π2 )
4 − 12(π2 )

2 + 24, a proto

varY = π4

16 − 3π2 + 24 − π4 −16π2 +64
16 = 20− 2π2.

□

9.62. Nech´ X je náhodná veli£ina, která nabývá hodnoty 0

s pravd¥podobností 1
2 a hodnoty 1 téº s pravd¥podobností 1

2 . Podobn¥

nech´ Y je náhodná veli£ina, která nabývá hodnoty -1 a 1 s pravd¥po-

dobnostmi 1
2 . Ukaºte, ºe náhodné veli£iny X a Z = XY jsou

nekorelované, ale závislé. Udejte p°íklad dvou spojitých náhodných

veli£in, které mají tuto vlastnost.

�e²ení. Nejprve spo£ítáme st°ední hodnoty na²ich náhodných veli£in

EX = 0 · 1
2 + 1 · 1

2 = 1
2 ,EZ = E(XY) = 0 · 1

2 + (−1) · 1
4 + 1 · 1

4 =
= 0. Pro st°ední hodnotu jejich sou£inu máme E(XZ) = E(X2Y ) =
= 1 · 1

4 + (−1) · 1
4 = 0. Podle v¥ty 9.36 je pak kovariance rovna

cov(X,Z) = 0 − 1
2 ·0 = 0. Veli£inyX a Y jsou tedy nekorelované.

Zárove¬ je podmín¥ná pravd¥podobnost P(Z = 1|X = 0) z°ejm¥

nulová, tj. i P(Z = 1, X = 0) = 0, a p°itom P(Z = 1) = 1
4 a

P(X = 0) = 1
2 , tedy P(Z = 1) · P(X = 0) = 1

8 ̸= 0. Vidíme, ºe

P(Z = 1) · P(X = 0) ̸= P(Z = 1, X = 0), coº znamená, ºe X a Z

jsou závislé.

Z p°íslu²ných de�nic lze lehce ov¥°it, ºe p°íkladem spojitých nekore-

lovaných závislých náhodných veli£in jsouX a Y = X2, kdeX je libo-

voln¥ rozloºená náhodná veli£ina, která má nulovou st°ední hodnotu,

kone£ný druhý moment a nulový t°etí moment. □

H. Nerovnosti a limitní v¥ty

Markovova nerovnost dává hrubý odhad nezáporné náhodné

veli£iny v p°ípad¥, ºe neznáme nic jiného, neº její st°ední hodnotu.

Konkrétn¥ °íká, ºe pro kaºdou nezápornou náhodnou veli£inu X a

pro libovolné a > 0 platí P(X ≥ a) ≤ E X
a
.
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mají náhodné veli£iny V = a + bX a W = X + Y momentové
vytvo°ující funkce

Ma+b X(t) = eat MX(bt)

MX+Y (t) = MX(t)MY (t)

D·kaz. První vztah spo£teme p°ímo z de�nice

MV (t) = E e(a+bX)t = E eat e(bt)X = eat MX(bt).

U druhého vyuºijeme skute£nost, ºe st°ední hodnota sou£inu
nezávislých veli£in je sou£inem jejich st°edních hodnot.

MW (t) = E et(X+Y) = E etX etY = E etX E etY = MX(t)MY (t).

□

Pro ilustraci si spo£t¥me p°ímo z de�nice momentovou
funkci náhodné veli£iny X s normálním rozloºením
N(µ, σ ) a náhodné veli£iny X s binomiálním roz-
loºením Bi(n, p). Za£neme s veli£inou Z ∼ N(0, 1)

MZ(t) =
∫ ∞

−∞
etx

1√
2π

e− x2
2 dx =

=
∫ ∞

−∞
1√
2π

e− 1
2 (x

2−2tx+t2 −t2 ) dx =

= e
t2
2

∫ ∞

−∞
1√
2π

e− (x−t)2
2 dx =

= e
t2
2 ,

kde jsme vyuºili p°i výpo£tu skute£nost, ºe v p°edposledním vý-
razu integrujeme pro kaºdé pevné t hustotu rozd¥lení spojité ná-
hodné veli£iny, proto je tento integrál roven jedné.

Jde tedy o p°ípad v²ude analytické funkce a zejména existují
momenty v²ech °ád·. P°ímým dosazením 1

2 t
2 do mocninné °ady

pro exponenciálu je v²echny okamºit¥ spo£teme:

MZ(t) =
∞∑
k=0

1
k!

(
t2

2

)k
=

∞∑
k=0

1
k!2k

t2k =

= 1+ 0 t + 1
2
t2 + 0 t3 + 3

4!
t4 + . . .

Zejména tedy znovu vidíme, ºe st°ední hodnota Z je skute£n¥
EZ = 0 a její rozptyl je varZ = EZ2 − (EZ)2 = 1.

Dosazením do vztahu pro momentovou vytvo°ující funkci
Mµ+σZ dostaneme pro X ∼ N(µ, σ )

MX(t) = eµt e
σ2 t2

2

a odtud také okamºit¥ vidíme, ºe sou£et nezávislých normálních
rozd¥lení X ∼ N(µ, σ ) a Y ∼ N(µ′, σ ′) má op¥t normální
rozd¥lení X + Y ∼ N(µ+ µ′, σ + σ ′).

Podobn¥ pro veli£inu X ∼ Bi(n, p) spo£teme snadno

MX(t) = E etX =
n∑
k=0

(p et )k
(
n

k

)
(1− p)n−k =

= (p et +(1− p))n = (p(et −1)+ 1)n =
= 1+ npt + ((n

2

)
p2 + np

2

)
t2 + . . . .
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9.63. M¥jme nezápornou náhodnou veli£inu X se st°ední hodnotou

µ. Bez dal²ích informací o rozd¥lení X odhadn¥te P(X > 3µ).
Vypo£t¥te P(X > 3µ) víte-li, ºe X ∼ Ex( 1

µ
).

�e²ení. Pokud nezáporná náhodná veli£ina X nenabývá pouze nu-

lovou hodnotu, pak je její st°ední hodnota µ kladná. Proto m·ºeme

danou pravd¥podobnost zhruba odhadnout pomocí Markovovy nerov-

nosti

P(X ≥ 3µ) ≤ µ

3µ
= 1

3
.

Pokud víme, ºe X ∼ Ex( 1
µ
), pak

P(X > 3µ) = 1− P(X ≤ 3µ) = 1− F(3µ),
kde F je distribu£ní funkce exponenciálního rozd¥lení. Ta je podle

de�nice

F(x) =
∫ x

0

1
µ
e

− t
µ dt =

[
−e− t

µ

]x
0
= 1− e− x

µ

a proto P(X > 3µ) = 1
e3 . □

9.64. Pr·m¥rná rychlost v¥tru je na ur£itém míst¥ 20 km/hod.

• Bez ohledu na rozd¥lení rychlosti v¥tru jako náhodné

veli£iny odhadn¥te pravd¥podobnost, ºe p°i jednom pozoro-

vání rychlost v¥tru nep°esáhne 60 km/h.

• Ur£ete interval, v n¥mº se bude rychlost v¥tru nacházet

s pravd¥podobností alespo¬ 0,9, víte-li navíc, ºe sm¥rodatná

odchylka σ = 1 km/hod.

�e²ení. Ozna£me náhodnou veli£inu udávající rychlost v¥tru X.

V prvním p°ípad¥ m·ºeme pouºít pouze hrubý odhad pomocí

Markovovy nerovnosti

P(X ≤ 60) = 1− P(X ≥ 60) ≥ 1− 20
60
= 2

3
.

V druhém p°ípad¥ známe rozptyl (resp. sm¥rodatnou odchylku)

rychlosti v¥tru, a proto k ur£ení daného intervalu m·ºeme pouºít

�eby²evovu nerovnost 9.35

0, 9 ≤ P(|X − 20| < x) = 1− P(|X − 20| ≥ x) ≤ 1− 1
x2
.

Odtud x ≥ √
10 ≈ 3,2. Hledaný interval je tedy

(16,8 km/hod, 23,2 km/hod). □

9.65. Ke kaºdému jogurtu b¥ºné zna£ky je náhodn¥ (rovnom¥rn¥)

p°ibalen obrázek n¥kterého z 26 hokejových mistr· sv¥ta. Kolik jo-

gurt· si fanynka V¥rka musí koupit, aby s pravd¥podobností 0,95 zís-

kala alespo¬ 5 karti£ek Jaromíra Jágra?

�e²ení. Ozna£íme-li náhodnou veli£inu udávající po£et získaných

karti£ek Jágra X, je z°ejm¥ X ∼ Bi(n, 1
26), kde n je celkový po£et

koupených jogurt·. Hledáme takovou hodnotu tohoto £ísla, aby
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Samoz°ejm¥ jsme mohli totéº spo£íst je²t¥ snadn¥ji s vyuºitím
posledního lemmatu, protoºe je X sou£tem n nezávislých veli£in
Y ∼ A(p) s alternativním rozd¥lením. Je tedy nutn¥

E etX = (E etY )n = (p et +(1− p))n.
Op¥t odtud hned vidíme, ºe v²echny momenty veli£iny Y jsou
rovny p. Proto EY = p, zatímco varY = p(1 − p). Z mo-
mentové funkce MX(t) ode£teme snadno EX = np a varX =
= EX2 − (EX)2 = np(1− p).

V²imn¥me si, ºe náhodná veli£ina vzniklá jako sou£et n nezá-
vislých náhodných veli£in Yi se stejným rozloºením se samoz°ejm¥
stochasticky chová zásadn¥ odli²n¥ od násobku nY .

9.41. �ikmost a ²pi£atost. Protoºe je t°etí centrální moment dán
pomocí t°etích mocnin odchylek od st°ední hodnoty,
bude do jisté míry vyjad°ovat, jak moc nejsou hod-
noty náhodné veli£iny rozprost°eny symetricky ko-
lem st°ední hodnoty. To jsme v popisné statistice sle-

dovali pomocí koe�cientu ²ikmosti. U náhodných veli£in se pou-
ºívá se v podob¥ charakteristiky

γ1 = E(X − EX)3

(
√

varX)3
a °íkáme jí koe�cient ²ikmosti náhodné veli£iny X.

Dal²í b¥ºn¥ uºívanou charakteristikou je koe�cient ²pi£atosti
náhodné veli£iny X, který de�nujeme p°edpisem

γ2 = E(X − EX)4

(varX)2
− 3.

Vid¥li jsme, ºe u normovaného normálního rozd¥lení je t°etí cen-
trální moment nulový a £tvrtý je roven 3. Zvolené normování ko-
e�cientu ²pi£atosti je voleno tak, aby jeho hodnota pro normované
normální rozd¥lení byla nulová. Pro obecné rozloºení pak ²pi£atost
dává srovnání s normálním rozd¥lením.

V praxi se v²ak m·ºeme setkat i s jinými normováními koe�-
cient· ²ikmosti a ²pi£atosti.

9.42. Centrální limitní v¥ta. Nyní se kone£n¥ dostáváme ke
klí£ovému nástroji, který propojuje pravd¥podobnost
a statistiku. Technicky se bude zdát, ºe jde o vcelku
jednoduchou manipulaci s momentovými vytvo°ují-
cími funkcemi. Historicky v²ak byly daleko d°íve a

jinak dokázány mnohé speciální p°ípady, které samy o sob¥ mají
velkou hodnotu, protoºe £asto podávají navíc odhady rychlosti kon-
vergence, a ty jsou pochopiteln¥ pro praktické vyuºití t°eba.

P°ed formulací výsledku se nejprve zastavme u zobecn¥ní Ber-
noulliovy v¥ty o binomickém rozd¥lení na konci odstavce 9.35. Ná-
hodné veli£iny 1

n
Xn, kdeXn ∼ Bi(n, p)m·ºeme povaºovat za arit-

metický pr·m¥r sou£tu n nezávislých veli£in s rozd¥lením A(p) a
samotné Bernoulliho tvrzení pak °íká, ºe tyto pr·m¥ry konvergují
k hodnot¥ p s pravd¥podobností 1. Toto tvrzení platí zcela obecn¥
takto:

Lemma. Uvaºme posloupnost po dvou nekorelovaných náhod-
ných veli£in X1, X2, . . . , které mají v²echny spole£nou kone£nou
st°ední hodnotu EXi = µ. P°edpokládejme navíc, ºe tyto veli£iny
mají kone£né rozptyly omezené konstantou varXi ≤ C. Potom pro
libovolné ε > 0 platí

lim
n→∞P

(∣∣1
n

n∑
i=1

Xi − µ
∣∣ < ε

) = 1.

564

P(X ≥ 5) = 0,95, tj. FX(4) = P(X ≤ 4) = 0,05. Abychom
ji mohli ur£it, aproximujeme binomické rozd¥lení podle Moivreovy-

Laplaceovy v¥ty normálním rozd¥lením (p°edpokládáme hodnota

n bude velké, a proto chyba aproximace bude malá). Podle ∥F∥ má

X st°ední hodnotu EX = n
26 a rozptyl varX = 25n

262 . Ozna£íme-li

tedy Z standardizovanou veli£inu, pak danou podmínku m·ºeme

ekvivalentn¥ p°epsat

0,05 = P(X ≤ 4) = P
(
Z ≤ 4− n

26
5
√
n

26

)
= FZ

(
104− n

5
√
n

)
,

kde FZ ≈ 8 je podle aproxima£ního p°edpokladu distribu£ní funkce

normálního rozd¥lení N(0, 1). Protoºe ur£it¥ n > 104, tak vyuºitím

8(−x) = 1 − 8(x) p°edchozí rovnice dává n − 104 = 8−1(0,95) ·
5
√
n. Kvantil vystupující v této rovnici má podle tabulek hodnotu

z(0,95) = 1,65. Vy°e²ením této kvadratické rovnice pak obdrºíme

n
.= 228,8. V¥rka tedy musí koupit aspo¬ 229 jogurt·. □

9.66. Ur£ete pravd¥podobnost, ºe p°i 1200 hodech kostkou padne

²estka alespo¬ 150 krát a nejvý²e 250 krát pomocí �eby²evovy nerov-

nosti a pak pomocí Moivreovy-Laplaceovy v¥ty.

�e²ení. Ozna£íme-li náhodnou veli£inu udávající po£et ²estekX, pak

je zjevn¥X ∼ Bi(1200, 1
6). Podle ∥F∥ je tedy EX = 1200 · 1

6 = 200 a

varX = 200(1− 1
6) = 500

3 . Podmínka na po£et ²estekmá ze zadání tvar

150 ≤ X ≤ 250, coº lze zapsat také jako |X − 200| ≤ 50. Pouºitím
�eby²evovy nerovnosti 9.35 pak

P(|X− 200| ≤ 50) = 1−P(|X− 200| ≥ 51) ≥ 1− 500
3 · 512

≈ 0,94.

(2) P°esná hodnota hledané pravd¥podobnosti je z°ejm¥ dána výrazem

P(150 ≤ X ≤ 250) = FX(250)− FX(150),

kde FX je distribu£ní funkce binomického rozd¥lení. Z de�nice tedy

P(150 ≤ X ≤ 250) =
250∑
k=150

(
1200
x

)(
1
6

)x (5
6

)1200−x
.

Tento výraz je obtíºn¥ vy£íslitelný, a proto k jeho odhadu vyuºijeme

Moivreovu-Laplaceovu v¥tu. Nahradíme-li X standardizovanou ná-

hodnou veli£inou

Z =
√

3(X − 200)

10
√

5
,

pak podle 9.42 je Z ∼ N(0, 1), tj. FZ ≈ 8, a tedy
P(150 ≤ X ≤ 250) = P(

√
3(150−200)

10
√

5
≤ Z ≤

√
3(250−200)

10
√

5
) ≈

≈ 8(√15)−8(−√15) = 28(
√

15)− 1.

Z tabulek 8(
√

15) ≈ 0,99994, a proto je hledaná pravd¥podobnost

asi 99,988%. □
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D·kaz. Tvrzení ov¥°íme pomocí �eby²evovy nerovnosti
stejn¥, jako jsme postupovali v záv¥ru odstavce 9.35. Spo£teme

P
(∣∣1
n

n∑
i=1

Xi − µ
∣∣ ≥ ε) ≤ var

( 1
n

∑n
i=1Xi − µ

)
ε2 =

=
1
n2

∑n
i=1 varXi
ε2 ≤ C

nε2 .

Je tedy pravd¥podobnost zkoumaná v na²em tvrzení odhadnuta
zdola výrazem

P
(∣∣1
n

n∑
i=1

Xi − µ
∣∣ < ε

) ≥ 1− C

nε2

a lemma je dokázáno. □

Vidíme tedy, ºe k tomu, aby posloupnosti pr·m¥r· po dvou ne-
korelovaných veli£in Xi s nulovou st°ední hodnotou konvergovaly
(ve smyslu pravd¥podobnosti) k nule, pot°ebujeme jen existenci a
stejnom¥rnou omezenost jejich rozptyl·.

Ná² dal²í cíl bude ambiciózn¥j²í. Budeme asymptotické cho-
vání posloupnosti náhodných veli£in Xi porovná-
vat s normálním rozd¥lením. Chceme p°itom uva-
ºovat posloupnost nezávislých normovaných náhod-
ných veli£in se stejným rozd¥lením pravd¥podob-

nosti, které v²ak nemusí být ani normální ani binomické.
P°edpokládáme tedy EXi = 0 a varXi = 1. Z technických

d·vod· dále p°edpokládejme, ºe existuje momentová vytvo°ující
funkceMX(t) v²ech veli£in Xi a ºe je také stejnom¥rn¥ omezený
t°etí absolutní moment E |Xi |3 < C.

Aritmetický pr·m¥r 1
n

∑n
i=1Xi je samoz°ejm¥ náhodná

veli£ina se st°ední hodnotou 0, její rozptyl je ale n

n2 = 1
n
.

Uvaºujme proto místo aritmetických pr·m¥r· rad¥ji náhodné
veli£iny

Sn = 1√
n

n∑
i=1

Xi,

které budou op¥t normované. Jejichmomentové vytvo°ující funkce
jsou (viz lemma 9.40)

MSn(t) = E e
t√
n

∑
i Xi =

(
MX(

t√
n
)

)n
.

Vzhledem k p°edpokladu o normovanosti veli£in Xi platí

MX(
t√
n
) = 1+ 0

t√
n
+ 1

t2

2n
+ o

( t2
n

)
,

kde op¥t pí²eme o(G(n)) pro výraz, který jde po pod¥lení výrazem
G(n) v limit¥ pro n→∞ k nule, viz odstavec 6.17.

V limit¥ tedy m·ºeme psát (p°ipome¬me, ºe t°etí absolutní
moment je ohrani£ený konstantou C)

lim
n→∞MSn(t) = lim

n→∞

(
1+ t2

2n
+ o

(1
n

))n = e
t2
2 .

To je ale práv¥ momentová vytvo°ující funkce normálního
rozd¥lení Z ∼ N(0, 1), viz konec odstavce 9.38. Na²e normované
veli£iny Sn tedy asymptoticky mají normované normální rozd¥lení.
Tím jsme odvodili následující základní v¥tu:

V¥ta (Centrální limitní v¥ta). Uvaºme posloupnost nezávislých ná-
hodných veli£inXi , které mají spole£né st°ední hodnotu EXi = µ

565

9.67. Na fakult¥ informatiky je 10% student· s prosp¥chem do 1,2.

Jak velkou skupinu je t°eba vybrat, aby s pravd¥podobností 0,95 v ní

bylo 8-12% student· s prosp¥chem do 1,2? Úlohu °e²te nap°ed pomocí

�eby²evovy a potom pomocí Moivre-Laplaceovy v¥ty.

�e²ení. Ozna£me jako X náhodnou veli£inu udávající po£et student·

s prosp¥chem do 1,2 z n vybraných student·. P°i výb¥ru jednotlivého

studenta vyberu takového s pravd¥podobností 10%, a proto p°i nezá-

vislém výb¥ru n student· jeX ∼ Bi(n, 1
10). Podle ∥F∥ jeEX = 0,1n a

varX = 0,09n. Pro hledanou pravd¥podobnost pak podle �eby²evovy
nerovnosti 9.35 platí

P(|X − 0,1n| ≤ 0,02n) = 1− P(|X − 0,1n| ≥ 0,02n) ≥
≥ 1− 0,1 · 0,9n

(0,02n)2
= 1− 225

n
.

Nerovnost 1− 225
n
≥ 0, 95 a tedy i

P(|X − 0,1n| ≤ 0,02n) ≥ 0,95.

je spln¥na pro n ≥ 4500. P°esná hodnota pravd¥podobnosti je dána
pomocí distribu£ní funkce FX binomického rozd¥lení

P(0,08n ≤ X ≤ 0,12n) = FX(0,12n)− FX(0,08n).

Podle Moivreovy-Laplaceovy v¥ty z 9.42 m·ºeme standardizovanou

náhodnou veli£inu Z = 10X−n
3
√
n

aproximovat normovaným normálním

rozloºením, FZ ≈ 8, a proto

0,95 = P(0,08n ≤ X ≤ 0,12n) = P(−
√
n

15
≤ Z ≤

√
n

15
) ≈

≈ 8(

√
n

15
)−8(−

√
n

15
) =

= 28(
√
n

15
)− 1.

Odtud
√
n = 15z(0,975) a z tabulek dopo£ítáme n ≈ 864,4. Vi-

díme tedy, ºe sta£í vybrat 865 student·. □

9.68. Pravd¥podobnost, ºe zasazený strom se ujme, je 0,8. Jaká je
pravd¥podobnost, ºe z 500 zasazených strom· se jich ujme aspo¬ 380?

�e²ení. Náhodná veli£ina X udávající po£et strom·, které se ujaly,

má binomické rozd¥lení X ∼ Bi(500, 4
5). Podle ∥F∥ je EX = 400

a varX = 80. Standardizovaná náhodná veli£ina je tedy Z = X−400√
80

.

Podle Moivreovy-Laplaceovy v¥ty je FZ ≈ 8, a proto

P(X ≥ 380) = P(Z ≥ 380− 400√
80

) ≈ 1−8(−
√

20
2
) =

= 8(

√
20
2
) ≈ 0,987.

□
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a rozptyl varXi = σ 2 > 0 a stejnom¥rn¥ omezený t°etí absolutní
moment E |Xi |3 < C. Pro rozd¥lení náhodné veli£iny

Sn = 1√
n

n∑
i=1

(
Xi − µ
σ

)
platí v limit¥ vztah

lim
n→∞P(Sn < x) = 8(x),

kde 8 je distribu£ní funkce normovaného normálního rozd¥lení.

V²imn¥me si, ºe v p°ípad¥ centrální limitní v¥ty dostáváme
jako výsledek asymptotické chování, které °íká, ºe distribu£ní
funkce jistých veli£in se blíºí k distribu£ní funkci normovaného
normálního rozd¥lení. Takovému chování °íkáme konvergence
podle distribu£ní funkce. Je z°ejmé, ºe tato konvergence je slab²í
neº je konvergence podle pravd¥podobnosti.

9.43. Moivreova-Laplaceova v¥ta. Historicky asi první formu-
lací centrální limitní v¥ty byl p°ípad veli£in Yn s binomickým
rozd¥lením Bi(n, p). Ty m·ºeme chápat jako sou£et n nezávislých
veli£in Xi s alternativním rozd¥lením A(p), 0 < p < 1. P°itom
jsme vid¥li, ºe tyto veli£iny mají momentovou vytvo°ující funkci
a E |Xi |3 = p < 1.

Centrální limitní v¥ta v tomto p°ípad¥ tedy °íká, ºe náhodné
veli£iny

Sn = 1√
n

n∑
i=1

(
Xi − p√
p(1− p)

)
= X − np√

np(1− p)
se asymptoticky chovají stejn¥ jako normované normální
rozd¥lení.

To také m·ºeme formulovat tak, ºe náhodná veli£ina
X ∼ Bi(n, p) se s rostoucím n chová jako veli£ina s normálním
rozd¥lením N(np, np(1− p)).

V praxi se povaºuje za vyhovující aproximace binomického
rozd¥lení pomocí normálního, jestliºe platí np(1− p) > 9.

Zkusme si výsledek ilustrovat na konkrétním p°íkladu.
�ekn¥me, ºe chceme s chybou nejvý²e 5% zjistit, kolik procent
student· má v oblib¥ danou p°edná²ku. Po£et osob majících
p°edná²ku v oblib¥ mezi n náhodn¥ vybranými bude nejspí² mít
charakter náhodné veli£iny X ∼ Bi(n, p). Dejme tomu, ºe p°itom
chceme, abychom dosáhli správného výsledku se spolehlivostí (tj.
op¥t pravd¥podobností) alespo¬ 90%. Chceme tedy zajistit

P

(∣∣1
n
X − p∣∣ < 0,05

)
≃ 0,9

tím, ºe zvolíme dostate£n¥ veliký po£et dotázaných student· n.
Nyní m·ºeme p°ibliºn¥ po£ítat

0,9 ≃ P
(∣∣1
n
X − p∣∣ < 0,05

)
=

= P
(
− 0,05n√

np(1− p) <
X − np√
np(1− p) <

0,05n√
np(1− p)

)
≃

≃ 8
(

0,05n√
np(1− p)

)
−8

(
− 0,05n√

np(1− p)
)
=

= 28
(

0,05n√
np(1− p)

)
− 1.

566

9.69. Pomocí distribu£ní funkce standardního normálního rozd¥lení

ur£ete pravd¥podobnost, ºe p°i 1600 hodech mincí bude rozdíl mezi

po£tem padlých hlav a orl· alespo¬ 82.

�e²ení. Ozna£íme-li jako X náhodnou veli£inu udávající po£et

padlých hlav, tak X má binomické rozloºení pravd¥podobnosti

Bi(1600, 1/2) (se st°ední hodnotou 800 a sm¥rodatnou odchylkou

20) a tudíº lze distribu£ní funkci veli£iny X−800
20 lze pro dané velké

n = 1600 podle Moivreovy-Laplaceovy v¥ty velmi dob°e odhad-

nout jako distribu£ní funkci 8 standardního normálního rozd¥lení.

Hledaná pravd¥podobnost je tedy

P = 1− P [759 ≤ X ≤ 841]

= 1− P
[
−2, 05 ≤ X − 800

20
≤ 2, 05

]
.= 28(−2, 05) .= 0,0404.

□

9.70. Pomocí distribu£ní funkce standardního normálního rozd¥lení

ur£ete pravd¥podobnost, ºe p°i 3600 hodech mincí bude rozdíl mezi

po£tem padlých hlav a orl· nejvý²e 66.

�e²ení. Ozna£íme-li jako X náhodnou veli£inu udávající po£et

padlých hlav, tak X má binomické rozloºení pravd¥podobnosti

Bi(3600, 1/2) (se st°ední hodnotou 1800 a sm¥rodatnou odchylkou

30) a tudíº lze distribu£ní funkci veli£iny X−1800
30 lze pro dané velké

n = 3600 podle Moivreovy-Laplaceovy v¥ty velmi dob°e odhad-

nout jako distribu£ní funkci 8 standardního normálního rozd¥lení.

Hledaná pravd¥podobnost je tedy

P [1767 ≤ X ≤ 1833] = P

[
−1, 1 ≤ X − 1800

30
≤ 1, 1

]
.=

.= 8(1, 1)−8(−1, 1) .= 0, 7498.

□

9.71. Pravd¥podobnost, ºe semeno vyklí£í, je 0,9. Kolik semen je

t°eba zasadit, aby s pravd¥podobností aspo¬ 0,995 vyklí£ilo cca 90%

semen (coº p°esn¥ji formulujeme se zp°es¬ujícím poºadavkem, aby

odchylka podílu vyklí£ených semen od 0,9 nep°evý²ila 0,034).

�e²ení. Náhodná veli£ina X, udávající po£et vyklí£ených semen z n

zasazených, má binomické rozd¥lení X ∼ Bi(n, 9
10). Podle ∥F∥ je

EX = 0, 9n a varX = 0,09n, a proto je standardizovaná veli£ina

Z = X−0,9n√
0,09n

. Podmínku ze zadání lze psát ve tvaru

P(|X − 0,9n| ≤ 0,034n) = P
(
|Z| ≤ 0,034n√

0,09n

)
=

= P
(
|Z| ≤ 0,34

3
√
n

)
≥ 0,995.
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Chceme tedy dosáhnout

8

(
0,05n√
np(1− p)

)
≃ 1

2
(1+ 0,9) = 0,95.

Tento poºadavek vede na volbu (p°ipome¬me de�nici kritických
hodnot z(α) pro veli£inu s normovaným normálním rozd¥lením Z
v odstavci 9.33)

8

(
0,05n√
np(1− p)

)
≃ z(0,05) = 1,64485.

Protoºe p(1 − p) nabývá nejv¥t²í hodnoty 1
4 , m·ºeme odtud od-

hadnout pot°ebný po£et n > 270 nezávisle na p.

9.44. P°ehled charakteristik n¥kterých rozd¥lení. V dal²ím se
vrátíme ke statistice a jist¥ nás nep°ekvapí, ºe bu-
deme pracovat s charakteristikami náhodných vek-
tor·, které budou obdobné výb¥rovému pr·m¥ru a

rozptylu, ale také s relativními pom¥ry takových charakteristik atd.
Podíváme se proto te¤ na n¥kolik takových p°ípad· p°edem.

Uvaºme náhodnou veli£inu Z ∼ N(0, 1) a spo£t¥me hustotu
fY (x) náhodné veli£iny Y = Z2. Evidentn¥ je fY (x) = 0 pro
x ≤ 0, zatímco pro kladná x

FY (x) = P(Y < x) = P(−√x < Z <
√
x) =

=
∫ √

x

−√
x

1√
2π

e−z2/2 dz =
∫ x

0

1√
2π
t−1/2 e−t/2 dt.

Hustotu dostaneme derivací

fY (x) = d

dx
FY (x) = 1√

2π
x−1/2 e−x/2 .

Tomuto rozd¥lení se °íká χ2 s jedním stupn¥m volnosti, pí²eme
Y ∼ χ2.

Budeme pracovat se sou£ty takovýchto nezávislých veli£in, ty
ale v²echny padnou do obecné t°ídy rozd¥lení s podobnými husto-
tami tvaru

fX(x) = cxa−1 e−bx

pro x > 0, zatímco fX(x) = 0 pro nekladná x, tj. na²e rozd¥lení
χ2 odpovídá volb¥ a = b = 1/2. Tento p°ípad jsme jiº podrobn¥
diskutovali jako p°íklad v odstavci 9.25 a proto jiº víme, ºe taková
funkce bude hustotou pro konstantu c = ba

0(a)
. Jde tedy o rozd¥lení

0(a, b) s hustotou pro kladná x

fX(x) = ba

0(a)
xa−1 e−bx .

Obecn¥ lze snadno spo£íst k-tý moment takové veli£iny X:

EXk =
∫ ∞

0
xk

ba

0(a)
xa−1 e−bx dx =

= 0(a + r)
0(a)br

∫ ∞

0
xk

ba+r

0(a + r) x
a−1+r e−bx dx =

= 0(a + r)
0(a)br

,

protoºe integrál z hustoty rozd¥lení 0(a + r, b) v posledním upra-
vovaném výrazu je nutn¥ roven jedné.

Zejména tedy vidíme, ºe EX = 0(a+1)
b0(a)

= a
b
, zatímco

varX = 0(a + 2)
b20(a)

− a
2

b2 =
(a + 1)a − a2

b2 = a

b2 .
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Podle Moivreovy-Laplaceovy v¥ty lze pro velké n distribu£ní funkci

aproximovat distribu£ní funkcí 8 normálního rozd¥lení. Proto

P

(
|Z| ≤ 0,34

3
√
n

)
≈ 8

(
0,34

3
√
n

)
−8

(
−0,34

3
√
n

)
=

= 28
(

0,34
3
√
n

)
− 1.

Celkem tedy dostáváme podmínku

28
(

0,34
3
√
n

)
− 1 ≥ 0,995.

Odtud vypo£ítáme n ≥
(

3z(0,9975)
0,34

)2 ≈ 615. □

9.72. �ivotnost (v hodinách) ur£ité elektrické sou£ástky má expo-

nenciální rozd¥lení s parametrem λ = 1
10 . Pomocí centrální limitní

v¥ty odhadn¥te pravd¥podobnost, ºe celková ºivotnost 100 takových

sou£ástek bude mezi 900 a 1050 hodinami.

�e²ení. V p°íkladu ∥9.51∥ jsem spo£ítali, ºe st°ední hodnota a roz-

ptyl náhodné veli£iny Xi s exponenciálním rozd¥lením jsou rovny

EXi = 1
λ
a varXi = 1

λ2 . St°ední ºivotnost kaºdé z na²ich sou£ástek

je tedy EXi = µ = 10 hodin s rozptylem varXi = σ 2 = 100. Podle
centrální limitní v¥ty se rozd¥lení transformované náhodné veli£iny

1√
n

∑n
i=1

(
Xi−µ
σ

) = 1
100

∑100
i=1Xi − 10 pro rostoucí n blíºí normova-

nému normálnímu rozd¥lení. Proto hledanou pravd¥podobnost pro ºi-

votnost 100 sou£ástek

P(900 ≤
∑

Xi ≤ 1050) = P
(
−1 ≤ 1

100

100∑
i=1

Xi − 10 ≤ 0, 5

)
m·ºeme aproximovat pomocí distribu£ní funkce normálního

rozd¥lení

P(900 ≤∑Xi ≤ 1050) ≈ 8(0,5)−8(−1) ≈ 0,533. □

9.73. Do bedny ukládáme výrobky se st°ední hodnotou 3 kg a

sm¥rodatnou odchylkou 0,8 kg. Jaký maximální po£et výrobk·

m·ºeme do bedny uloºit, aby celková hmotnost s pravd¥podobností

99% nep°ekro£ila jednu tunu?

�e²ení. Ozna£íme-li náhodnou veli£inu, udávající hmotnost i-tého vý-

robku Xi , pak ze zadání µ = EXi = 3 a σ = √varXi = 0,8 (v²e

v kg) a má platit

P(

n∑
i=1

Xi ≤ 1000) = 0,99.

Podle centrální limitní v¥ty 9.42 lze rozd¥lení náhodné veli£iny

Sn = 1√
n

n∑
i=1

(
Xi − 3

0,8

)
= 1

0,8
√
n

n∑
i=1

Xi − 3
√
n

0,8
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Úpln¥ obdobn¥ spo£teme momentovou vytvo°ující funkci pro
v²echny hodnoty −b < t < b

MX(t) =
∫ ∞

0
etx

ba

0(a)
xa−1 e−bx dx =

= ba

(b − t)a
∫ ∞

0
xk
(b − t)a
0(a)

xa−1 e−(b−t)x dx =

= ba

(b − t)a .

Pro sou£et nezávislých rozd¥lení Y = X1+· · · +Xn s rozd¥le-
ními Xi ∼ 0(ai, b) tedy okamºit¥ dostáváme momentovou vy-
tvo°ující funkci (pro hodnoty |t| < b)

MY (t) =
(

b

b − t
)a1+···+an

,

tj. Y ∼ 0(a1 + · · · + an, b). Velmi podstatný je ov²em p°itom
p°edpoklad, ºe v²echna gamma rozd¥lení sdílí stejnou hodnotu b.

Jako okamºitý d·sledek nyní dostáváme hustotu rozd¥lení
veli£iny Y = Z2

1 + · · · + Z2
n, kde v²echna Zi ∼ N(0, 1). Jde totiº

podle práv¥ dokázaného o gamma rozd¥lení Y ∼ 0(n/2, 1/2) a
má proto hustotu

fY (x) = 1
2n/20(n/2)

xn/2−1 e−x/2 .

Tomuto speciálnímu p°ípadu gamma rozd¥lení °íkáme rozd¥lení
χ2 s n stupni volnosti. Zna£íme jej zpravidla Y ∼ χ2

n .

9.45. F-rozd¥lení a t-rozd¥lení. Ve statistických úvahách £asto
chceme porovnávat dva r·zné výb¥rové roz-
ptyly a bude tedy t°eba uvaºovat veli£iny, které
jsou dány podílem

U = X/k

Y/m
,

p°i£emº X ∼ χ2
k a Y ∼ χ2

m.
Budeme chtít spo£íst hustotu takového rozd¥lení a za£neme

obecn¥j²í úvahou. P°edpokládejme, ºe fX(x) a fY (x) jsou hus-
toty nezávislých náhodných veli£in X a Y a fY je nenulové pouze
pro kladná x. Spo£teme si distribu£ní funkci náhodné veli£iny
U = cX/Y , kde c > 0 je libovolná konstanta. P°i výpo£tu pou-
ºijeme Fubiniho v¥tu o zám¥nnosti integrování podle jednotlivých
prom¥nných.

FU (u) = P(X < (u/c)Y ) =
∫ ∞

0

∫ uy/c

−∞
fX(x)fY (y) dx dy =

=
∫ ∞

0

(∫ u

−∞
y

c
fX(ty/c)fY (y) dt

)
dy =

=
∫ u

−∞

(
1
c

∫ ∞

0
yfX(ty/c)fY (y) dy

)
dt.

Z tohoto výrazu pro FU (u) okamºit¥ plyne, ºe hustota fU náhodné
prom¥nné U je rovna

fU (u) = 1
c

∫ ∞

0
yfX(uy/c)fY (y) dy.

Kdyº te¤ dosadíme hustoty p°íslu²ných speciálních gamma
rozd¥lení za X ∼ χ2

k a Y ∼ χ2
m a za konstantu c zvolíme
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aproximovat normovaným normálním rozd¥lením, a proto

P(

n∑
i=1

Xi ≤ 1000) = P(Sn ≤ 1000
0,8
√
n
− 3
√
n

0,8
) ≈ 8( 1000

0,8
√
n
− 3
√
n

0,8
).

Z tabulek najdeme z(0,99) ≈ 2,326, takºe pro hledané n dostáváme

kvadratickou rovnici

1000
0,8
√
n
− 3
√
n

0,8
= 2,326,

ze které vypo£ítáme n ≈ 322. □

I. Testování výb¥r· z normálního rozd¥lení

V 9.50 jsme se seznámili s tak zvaným oboustranným inter-

valovým odhadem neznámého parametru µ normálního rozloºení

N(µ, σ 2). V n¥kterých p°ípadech nás zajímá pouze horní nebo dolní

odhad, tj. statistika U respektive L, pro niº P(µ < U) respektive

P(L < µ). Mluvíme pak o jednostranném intervalu spolehlivosti

(−∞, U) respektive (L,∞).Vztah pro výpo£et t¥chto interval· se od-
vodí obdobn¥ jako u oboustranného intervalu. Pro náhodnou veli£inu

Z = √n X̄−µ
σ
∼ N(0, 1) tentokrát máme

1− α = 8(z(1− α)) = P(Z < z(1− α)).

Odtud okamºit¥

1− α = P(X̄ − σ√
n
z(1− α) < µ),

tedy L = X̄ − σ√
n
z(1 − α). Obdobn¥ zjistíme U = X̄ + σ√

n
z(1− α)

a pro rozd¥lení s neznámým rozptylem µ ≥ X̄ − S√
n
tn−1(1 − α) a

µ ≤ X̄ + S√
n
tn−1(1− α).

Pokud pot°ebujeme odhadnout rozptyl σ 2 náhodného rozloºení,

pak stejn¥ jako u odvození odhadu st°ední hodnoty vyuºijeme v¥tu

9.49. Tentokrát ov²em vyuºijeme její druhou £ást, podle které má ná-

hodná veli£ina n−1
σ2 S

2 rozloºení χ2. Okamºit¥ je pak vid¥t, ºe platí

1− α = P
(
χ2
n−1(α/2) ≤

n− 1
σ 2

S2 ≤ χ2
n−1(1− α/2)

)
.

Oboustranný 100(1− α)% interval spolehlivosti pro rozptyl je tedy(
(n− 1)S2

χ2
n−1(1− α/2)

,
(n− 1)S2

χ2
n−1(α/2)

)
a podobn¥ pro jednostranný horní a dolní odhad dostaneme

σ 2 ≤ (n− 1)S2

χ2
n−1(α)

, resp.
(n− 1)S2

χ2
n−1(1− α)

≤ σ 2.
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c = m/k, dostaneme pro náhodnou veli£inu U = X/k
Y/m

hustotu
fU (u)

(k/m)k/2

2(k+m)/2uk/2−1
0(k/2)0(m/2)

∫ ∞

0
y(k+m)/2−1 e−y(1+ku/m)/2 dy.

(Ov¥°te si sami!) Poslední integrál obsahuje, aº na konstantní náso-
bek hustotu rozd¥lení 0((k+m)/2, (1+ku/m)/2), takºe hledaná
hustota bude mít tvar

fU (u) = 0((k +m)/2)
0(k/2)0(m/2)

( k
m

)k/2
uk/2−1(1+ k

m
u
)−(k+m)/2

.

Takovému rozd¥lení se °íká Fisherovo-Snedecorovo rozd¥lení s k
a m stupni volnosti, zkrácen¥ také F-rozd¥lení.

Dal²í pot°ebné rozd¥lení se objevuje p°i zkoumání podílu
veli£in Z ∼ N(0, 1) a

√
X/n , kde X ∼ χ2

n (tj. zajímá nás pom¥r
Z a sm¥rodatné odchylky n¥jakého výb¥ru).

Spo£teme nejd°íve op¥t snadno distribu£ní funkci pro
Y = √X (v²imn¥me si, ºe X a tedy i Y nabývají s nenulovou
pravd¥podobností pouze kladných hodnot)

FY (y) = P(
√
X < y) = P(X < y2 ) =

=
∫ y2

0

1
2n/20(n/2)

xn/2−1 e−x/2 dy =

=
∫ y

0

1
2n/2−10(n/2)

tn−1 e−t2 /2 dt.

Odtud jiº vidíme, ºe hustota náhodné veli£iny Y je

fY (y) = 1
2n/2−10(n/2)

yn−1 e−y2/2 .

Nyním·ºeme pouºít stejný postup jako v p°edchozím odstavci
u náhodné veli£iny U = cZ/Y a volíme c = √n, Y = √X.
Dostaneme tedy pro náhodnou veli£inu

T = Z√
X/n

po krátkém výpo£tu, podobném jako vý²e, hustotu fT (t) ve tvaru

fT (t) = 0((n+ 1)/2)
0(n/2)

√
nπ

(
1+ t

2

n

)−(n+1)/2

.

Tomuto rozd¥lení °íkáme Studentovo t-rozd¥lení s n stupni vol-
nosti.

9.46. Vícerozm¥rné normální rozd¥lení. Jestliºe má ná-
hodný vektor Z = (Z1, . . . , Zn) nezávislé komponenty
Zi ∼ N(0, 1), je jeho varian£ní matice jednotkovou
maticí, tj. varZ = In.

�asto ale potkáváme v praktických problémech ná-
hodné vektory, které z takového vektoru Z vznikají obecnou a�nní
transformací U = a + BZ, kde a je libovolný konstantní vektor
v Rm a B je konstantní matice typu (m, n).

Jak jsme odvodili ve v¥tách 9.32 a 9.38, takové náhodné
vektory mají st°ední hodnotu EU = a a varian£ní matici
varU = V = BBT (protoºe varian£ní matice Z je identická).
Je tedy tato varian£ní matice vºdy pozitivn¥ semide�nitní.

�íkáme, ºe náhodný vektor U má mnohom¥rné normální
rozd¥lení Nm(a, V ).

Pro libovolné mnohom¥rné normální rozd¥lení Nm(a, V )
m·ºeme znovu uváºit a�nní transformaci

W = c +DU
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9.74. P°i 600 hodech kostkou padla ²estka celkem 45 krát. Je moºné

tvrdit, ºe jde o ideální kostku na hladin¥ α = 0,01?

�e²ení. Pro ideální kostku je pravd¥podobnost hodu ²estky p°i kaº-

dém hodu rovna p = 1
6 . Po£et ²estek v 600 hodech je pak dán náhod-

nou veli£inou X, která má binomické rozd¥lení X ∼ Bi(600, 1
6). Toto

rozd¥lení m·ºeme podle 9.42 aproximovat rozd¥lením N(100, 250
3 ).

Nam¥°enou hodnotu X = 45 m·ºeme povaºovat za náhodný výb¥r

o jednom £lenu. Pokládáme-li rozptyl za známý, pak podle 9.50 je pak

99% (oboustranný) interval spolehlivosti pro st°ední hodnotu µ roven

(45−
√

250
3 z(0,995), 45+

√
250

3 z(0,995)). Z tabulek zjistíme, ºe kvan-

til p°ibliºn¥ z(0,995) ≈ 2,58, coº dává interval (21, 69). Na ideální
kostce je ale z°ejm¥ µ = 100, a proto nejde v tomto smyslu o ideální

kostku na hladin¥ α = 0,01. □

9.75. P°edpokládejme, ºe vý²ka desetiletých chlapc· má normální

rozd¥lení N(µ, σ 2) s neznámou st°ední hodnotou µ a rozptylem

σ 2 = 39,112. Zm¥°ením vý²ky 15 chlapc· jsme ur£ili výb¥rový

pr·m¥r X̄ = 139,13. Ur£ete

i) 99% oboustranný interval spolehlivosti pro parametr µ,

ii) dolní odhad µ na hladin¥ významnosti 95%.

�e²ení. a) Podle 9.50 je 100(1 − α)% oboustranný interval spolehli-

vosti pro neznámou st°ední hodnotu µ normálního rozloºení dán výra-

zem

(9.3) µ ∈
(
X̄ − σ√

n
z(1− α/2), X̄ + σ√

n
z(1− α/2)

)
,

kde X̄ je výb¥rový pr·m¥r z n hodnot, σ 2 je známý rozptyl a z(1 −
α/2) je p°íslu²ný kvantil. P°ímým dosazením ze zadání n = 15, σ ≈
6,254 a z tabulek z(0,995) ≈ 2, 576 dostaneme σ√

n
z(α/2) ≈ 4,16, tj.

µ ∈ (134,97, 143,29).
b) Dolní odhad L parametru µ na hladin¥ významnosti 95% je ur£en

výrazem L = X̄ − σ√
n
z(0,95). Z tabulek z(0,95) ≈ 1,645, a proto

p°ímým dosazením dostáváme µ ∈ (136,474,∞). □

9.76. Odb¥ratel provádí kontrolu jakosti námi dodaných výrobk· na-

mátkovou kontrolou testovaného rozm¥ru u 21 náhodn¥ vybraných

výrobk·. Dodávka bude p°ijata, pokud nebude výb¥rová sm¥rodatná

odchylka p°ekra£ovat hodnotu 0,2 mm. Víme p°itom, ºe na²e stroje

produkují výrobky, u nichº má sledovaný rozm¥r normální rozd¥lení

tvaru N(10mm; 0,0734mm2). S vyuºitím statistických tabulek ur£ete

pravd¥podobnost, s níº bude dodávka p°ijata. Jak se zm¥ní odpov¥¤,

pokud odb¥ratel kv·li náklad·m na testy za£ne testovat pouze 4 vý-

robky?
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s vektorem konstant c ∈ Rk a libovolnou konstantní maticí typu
(k,m). P°ímým výpo£tem vidíme, ºe

W = c +D(a + BZ) = (c +Da)+ (DB)Z,
coº je samoz°ejm¥ náhodný vektorW ∼ Nk(c+Da,DBT BDT ).
Chová se tedy kovarian£ní matice mnohom¥rného normálního
rozd¥lení p°i a�nních transformacích jako kvadratická forma.

Tato p°ímo£ará úvaha ukazuje, ºe jakákoliv lineární kombi-
nace komponent sloºek náhodného vektoru s mnohom¥rným nor-
málním rozd¥lením je náhodná veli£ina s normálním rozd¥lením.
Stejn¥ je kaºdý vektor vzniklý výb¥rem jen n¥kterých komponent
vektoru U op¥t náhodným vektorem s mnohom¥rným normálním
rozd¥lením.

Poznamenejme záv¥rem, ºe kdyº pro transformaci náhodného
vektoru Z ∼ Nn(0, In) pouºijeme ortogonální transformaci s ma-
ticí QT , pak m·ºeme p°ímo spo£íst sdruºenou distribu£ní funkci
náhodného vektoru U = QTZ. Skute£n¥, jestliºe transformaci bu-
deme v sou°adnicích psát jako t = QT z, pak její inverze je z = Qt
a Jakobián této transformace je roven jedné. Proto (v²imn¥me si ºe
také jist¥ platí

∑
i z

2
i =

∑
i t

2
i )

FU (u) = P(Ui < ui, i = 1, . . . , n) =
=
∫
· · ·
∫
z;QT z<u

(2π)−n/2 e− ∑
z2
i /2 dz1 · · · dzn =

=
∫
· · ·
∫
t;t<u

(2π)−n/2 e− ∑
t2i /2 dt1 · · · dtn =

=
(∫ u1

−∞
(2π)−1/2 e−t21 dt1

)
· · ·

· · ·
(∫ un

−∞
(2π)−1/2 e−t2n dt1

)
=

= FU1(u1) · · ·FUn(un)

Odtud okamºit¥ plyne, ºe v²echny komponenty náhodného vek-
toru U jsou op¥t nezávislé a op¥t je U ∼ Nn(0, In).

3. Matematická statistika

Jakkoli je zpracování dat v matematické statistice zaloºené na
velmi so�stikované matematice, skute£né apli-
kace jiº matematiku jako v¥du dalece p°esahují
a vºdy jsou zaloºeny také na vstupech z t¥ch
obor·, pro které má být pouºití podstatné.

I proto se omezíme v této u£ebnici jen na skromné poznámky
o statistických metodách a postupech a odkazujeme zájemce na
volbu speciální literatury (odráºející i zamý²lené oblasti aplikace).

9.47. P°ípravné úvahy. V popisné statistice jsme se na za£átku
kapitoly snaºili datové soubory opat°it charakteristikami, které
nám o nich vypovídaly podstatné údaje typu výb¥rového pr·m¥ru,
rozptylu apod.

Matematická statistika pracuje s n¥jakým výb¥rem z daného
základního souboru a snaºí se postihnout, do jaké míry jsou
zji²t¥né statistiky relevantní, p°ípadn¥ se ze zji²t¥ných dat pokou²í
zjistit nebo up°esnit vhodný teoretický model pro chování celého
souboru (a z n¥j pak t°eba odhadovat pravd¥podobnost n¥jakého
budoucího jevu).
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�e²ení. Podle zadání hledáme pravd¥podobnost P(S ≤ 0,2). Vyu-
ºijeme v¥tu 9.49, podle které má p°i náhodném výb¥ru n výrobk·

náhodná veli£ina n−1
σ2 S

2 rozd¥lení χ2
n−1. V na²em p°ípad¥ n = 21 a

σ 2 = 0,0734, a proto

P(S ≤ 0,2) = P
(

20
0,0734

S2 ≤ 20
0,0734

0,22
)
= χ2

20

(
20 · 0,22

0,0734

)
Výraz v argumentu distribu£ní funkce je roven p°ibliºn¥ 10,9 a z ta-

bulek pro χ2 rozloºení zjistíme χ2
20(10,9) ≈ 0,05. Pravd¥podobnost ,

ºe odb¥ratel dodávku p°ijme je tedy pouze 5%. To, ºe tato pravd¥po-

dobnost bude malá lze odvodit i bez po£ítání, platí totiº E S2 =
= σ 2 = 0,0734 > 0,22. Pokud bude odb¥ratel testovat pouze 4 vý-

robky, pak je z°ejm¥ pravd¥podobnost p°ijetí dodávky dána výrazem

χ2
3

(
3·0,22

0,0734

)
≈ χ2

3 (1,63). Hodnotu distribu£ní funkce χ2 v tomto argu-

mentu nelze ve v¥t²in¥ statistických tabulek nalézt. Proto ji odhadneme

lineární interpolací. Jsou-li nap°íklad nejbliº²í body χ2
3 (0,58) = 0,1

a χ2
3 (6,25) = 0,9, pak

χ2
3 (1,63) ≈ (1,63− 0,58)

0,9− 0,1
6,25− 0,58

+ 0,1 ≈ 0,24.

Tento výsledek je sice jen odhad, ale ur£it¥ bude pravd¥podobnost

p°ijetí dodávky v p°ípad¥ testování 4 výrobk· výrazn¥ vy²²í neº v p°ed-

chozím p°ípad¥. □

9.77. Ze základního souboru, z rozd¥lení N(µ, σ 2), kde

σ 2 = 0,06 jsme po°ídili náhodný výb¥r s realizacemi

1,3; 1,8; 1,4; 1,2; 0,9; 1,5; 1,7. Ur£ete oboustranný 95% interval

spolehlivosti pro neznámou st°ední hodnotu.

�e²ení. Ze zadání se jedná o náhodný výb¥r rozsahu n = 7 z normál-

ního rozloºení se známým rozptylem σ 2 = 0,06. Výb¥rový pr·m¥r

je

X̄ = 1
7
(1,3+ 1,8+ 1,4+ 1,2+ 0,9+ 1,5+ 1,7) = 1,4

a z tabulek pro danou hladinu spolehlivosti α = 0,05 zjistíme

z(1 − α/2) = z(0,975) ≈ 1,96. Dosazením do (∥9.3∥) pak ihned

dostaneme hledaný interval (1,22, 1,58). □

9.78. Nech´ X1, . . . , Xn je náhodný výb¥r z rozd¥lení N(µ, 0,04).
Ur£ete nejmen²í po£et m¥°ení, který je t°eba provést, aby ²í°ka 95%

intervalu spolehlivosti pro µ nep°esáhla 0,16.

�e²ení. Protoºe se jedná o normální rozloºení se známým rozpty-

lem, je ²í°ka (1 − α)% intervalu spolehlivosti je podle (∥9.3∥) rovna
2σ√
n
z(1 − α/2). Dosazením hodnot ze zadání tedy dostaneme pro po£et

m¥°ení n nerovnici
2 · 0,2√

n
z(0,975) ≤ 0,16.
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Uvaºme jednoduchý p°íklad, kdy si sami zhotovíme d°ev¥nou
minci s rubem a lícem. Hodíme jí n-krát a víme,
ºe p°itom padlo k ≤ n líc·. Chceme z tohoto ex-
perimentu vyvodit záv¥r, s jakou pravd¥podobností

v dal²ích dvou hodech padne vºdy líc.
K této úloze m·ºeme mít dva základní p°ístupy. Jedním je

tzv. klasická statistika (neboli frekven£ní statistika). Vyjdeme
z p°edpokladu, ºe jednotlivé hody jsou nezávislé a ve v²ech je
stejná pravd¥podobnost líce dána objektivn¥ existujícím para-
metrem θ = p (který jen dosud neznáme). Jednotlivé hody
tedy povaºujeme za realizaci náhodné veli£iny X s alternativním
rozd¥lením pravd¥podobnosti. Pravd¥podobnost, ºe padlo k líc·
z n pokus· je dána binomiálním rozd¥lením a lze o£ekávat ºe
�nejlep²í moºný� odhad parametru p bude dán pom¥rem θ = k/n.
Obvyklým cílem je pak opat°it takový odhad vyjád°ením o jeho
spolehlivosti, který m·ºeme odvinout od znalosti celkového po£tu
pokus· n a znalosti asymptotického chování modelu p°i rostoucím
n. Jestliºe tedy nap°. padne 8 líc· z 10 pokus·, budeme s jistou
(matematicky odhadnutou) spolehlivostí tvrdit, ºe pravd¥podob-
nost dvou následujících líc· bude 0,82 = 0,64, tj. výrazn¥ více
neº polovina.

Druhou moºností je postupovat vícemén¥ naopak. M·ºeme
totiº povaºovat parametr θ za náhodnou prom¥nnou, data získaná
experimentem za konstanty a pokou²et se z nich vydedukovat in-
formace o rozloºení pravd¥podobnosti této náhodné veli£iny θ . Vy-
cházíme p°itom z n¥jakých vstupních informací o tomto rozloºení.
Jestliºe tedy nap°. budeme p°edpokládat, ºe mince vznikla z ho-
mogenního materiálu vcelku p°esným soustruºením a následným
rozli²ením lícu a rubu barevným nát¥rem, m·ºeme jako vstupní
p°edpoklad o θ pouºít rovnom¥rné rozd¥lení pravd¥podobnosti
rozloºené na malinkém intervalu odpovídajím p°esnosti soustruhu.
Pak ov²em lze o£ekávat, ºe stejný experiment také povede k vychý-
lení odhadu pravd¥podobnosti dvou následujících líc· od hodnoty
0,52 = 0,25 pro dokonalou minci, p·jde ale patrn¥ o pon¥kud
men²í pravd¥podobnost neº v p°edchozím postupu. Hovo°íme tu
o tzv. bayesovské statistice.

První p°ístup vychází z ryze matematické abstrakce, ºe
pravd¥podobnosti jsou dány £etnostmi výskyt· jev· v tak velkých
vzorcích dat, ºe je m·ºeme dob°e aproximovat nekone£nými
modely a vyuºít pro odhady spolehlivosti centrální limitní v¥ty.
Statistik zde na pravd¥podobnost pohlíºí jako na idealizaci
relativní £etnosti p°ípad·, v nichº se vyskytne ur£itý výsledek
p°i opakovaných pokusech. Tato zdánlivá výhoda/rigoróznost
se m·ºe ale rychle stát nevýhodou, jakmile se za£neme zabývat
spolehlivostí samotných dat a vhodností zvoleného experimentu.
Stejn¥ tak je obtíºné frekven£ní statistiku dob°e pouºít pro odhad
pravd¥podobnosti výskytu jednorázového d¥je.

Bayesovská statistika je naopak p°íkladem matematizace
�selského rozumu�, kdyº chceme na²e p·vodní p°esv¥d£ení
postupn¥ pozm¥¬ovat ve sv¥tle nových dat.

Je zajímavé, ºe historicky byl zjevn¥ první bayesovský p°ístup
(nap°. Laplace a dal²í jiº v 18. století), který byl prakticky zcela
vyst°ídán frekven£ní statistikou ve 20. století. V posledních deseti-
letích se v²ak ale bayesovská statistika vrátila, spole£n¥ s dal²ími
novými p°ístupy, do pop°edí zájmu.

571

Protoºe z(0,975) ≈ 1,96, dostáváme odtud n ≥ 24,01. Je tedy t°eba

provést aspo¬ 25 pokus·. □

9.79. Náhodná veli£ina X má normální rozd¥lení N(µ, σ 2), kde

µ, σ 2 nejsou známy. V následující tabulce jsou uvedeny £etnosti jed-

notlivých realizací této náhodné veli£iny.

Xi 8 11 12 14 15 16 17 18 20 21
ni 1 2 3 4 7 5 4 3 2 1

Vypo£t¥te výb¥rový pr·m¥r, výb¥rový rozptyl, výb¥rovou sm¥rodat-

nou odchylku a ur£ete 99% interval spolehlivosti pro st°ední hodnotu

µ.

�e²ení. Výb¥rový pr·m¥r je dán výrazem X̄ =∑ niXi/
∑
ni . Dosa-

zením hodnot ze zadání máme X̄ = 490/32 ≈ 15,3.Výb¥rový rozptyl
je z de�nice S =∑ ni(Xi−X̄ )2/(∑ ni−1). Po dosazení daných hod-
not dostaneme S2 = 1943/256 ≈ 7,6, a proto výb¥rová sm¥rodatná

odchylka spl¬uje S ≈ 2,8. Vzorec pro oboustranný (1 − α)% inter-

val spolehlivosti pro st°ední hodnotu µ p°i neznámém rozptylu jsme

odvodili na konci £ásti 9.50

µ ∈
(
X̄ − S√

n
tn−1(1− α/2), X̄ + S√

n
tn−1(1− α/2)

)
.

P°ímým dosazením X̄ = 15,3, n = 32, S ≈ 2,8, α = 0,01 a z tabu-

lek t31(0,995) ≈ 2,75 pak zjistíme, ºe 99% interval spolehlivosti je

µ ∈ (14,0, 16,7). □

9.80. Pomocí p°iloºené tabulky distribu£ní funkce standardního nor-

málního rozd¥lení ur£ete pravd¥podobnost, ºe p°i 3600 hodech mincí

bude rozdíl mezi po£tem padlých hlav a orl· v¥t²í neº 90.
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9.48. Náhodný výb¥r z populace. Budeme se nejprve zabývat
prvním p°ístupem z p°edchozího odstavce. P°edpoklá-
dejme tedy, ºe máme k dispozici (velký) základní sta-
tistický soubor sN jednotkami, který nazýváme popu-
lace, a zárove¬ n¥jaký £íselný znak pro kaºdou z jed-

notek, tj. soubor hodnot (x1, . . . , xN ). Z n¥j ov²em máme k dispo-
zici pouze výb¥rový soubor s hodnotami (X1, . . . , Xn).

Abychom se vyhnuli diskusi skute£né velikosti základního sta-
tistického souboru sN jednotkami, budeme p°edpokládat, ºe vybí-
ráme poloºky výb¥rového souboru jednu po druhé a kaºdou vy-
branou jednotku poté do populace vracíme. Zárove¬ p°edpoklá-
dáme, ºe kaºdá poloºka má stejnou pravd¥podobnost výb¥ru 1/N .
Hovo°íme pak o náhodném výb¥ru.

Zp·sob realizace náhodného výb¥ru nyní interpretujeme tak,
ºe pracujeme s vektorem (X1, . . . , Xn) nezávislých náhodných
veli£in a ºe v²echny tyto veli£iny mají stejné rozd¥lení pravd¥po-
dobnosti. Zejména tedy budou sdílet distribu£ní funkci FX(x) a
momenty

EXi = µ, varXi = σ 2.

Dal²ím na²ím krokem musí být odvození charakteristik
výb¥rového pr·m¥ru X̄ a výb¥rového rozptylu

S2 = 1
n− 1

n∑
i=1

(Xi − X̄)2,

p°i£emº následující v¥ta dává hned zd·vodn¥ní, pro£ volíme koe-
�cient 1

n−1 místo 1
n
, jak tomu bylo u s2 v odstavci 9.6.

V¥ta. Pro výb¥rový pr·m¥r X̄ spo£ítaný z náhodného výb¥ru roz-
sahu n z rozd¥lení s kone£nou st°ední hodnotou µ a kone£ným roz-
ptylem σ 2 platí

E X̄ = µ, var X̄ = 1
n
σ 2.

Pro výb¥rový rozptyl S2 platí

E S2 = σ 2.

D·kaz. Jak jsme odvodili v odstavci 9.32, je

E X̄ = 1
n

E
n∑
i=1

Xi = 1
n
nµ = µ.

Díky nezávislosti veli£inXi m·ºeme pouºít aditivnost rozptylu od-
vozenou v odstavci 9.36 a vid¥li jsme také, ºe v·£i násobení skalá-
rem se rozptyl chová jako kvadratická forma. Dostáváme proto

var X̄ = 1
n2 var

n∑
i=1

Xi = 1
n2 nσ

2 = 1
n
σ 2.

P°ímým roznásobením se ov¥°í vztah

n∑
i=1

(Xi − µ)2 =
n∑
i=1

(Xi − X̄)2 + n(X̄ − µ)2.
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Standard Normal Distribution Table

0 z

z .00 .01 .02 .03 .04 .05 .06 .07 .08 .09

0.0 .0000 .0040 .0080 .0120 .0160 .0199 .0239 .0279 .0319 .0359
0.1 .0398 .0438 .0478 .0517 .0557 .0596 .0636 .0675 .0714 .0753
0.2 .0793 .0832 .0871 .0910 .0948 .0987 .1026 .1064 .1103 .1141
0.3 .1179 .1217 .1255 .1293 .1331 .1368 .1406 .1443 .1480 .1517
0.4 .1554 .1591 .1628 .1664 .1700 .1736 .1772 .1808 .1844 .1879
0.5 .1915 .1950 .1985 .2019 .2054 .2088 .2123 .2157 .2190 .2224
0.6 .2257 .2291 .2324 .2357 .2389 .2422 .2454 .2486 .2517 .2549
0.7 .2580 .2611 .2642 .2673 .2704 .2734 .2764 .2794 .2823 .2852
0.8 .2881 .2910 .2939 .2967 .2995 .3023 .3051 .3078 .3106 .3133
0.9 .3159 .3186 .3212 .3238 .3264 .3289 .3315 .3340 .3365 .3389
1.0 .3413 .3438 .3461 .3485 .3508 .3531 .3554 .3577 .3599 .3621
1.1 .3643 .3665 .3686 .3708 .3729 .3749 .3770 .3790 .3810 .3830
1.2 .3849 .3869 .3888 .3907 .3925 .3944 .3962 .3980 .3997 .4015
1.3 .4032 .4049 .4066 .4082 .4099 .4115 .4131 .4147 .4162 .4177
1.4 .4192 .4207 .4222 .4236 .4251 .4265 .4279 .4292 .4306 .4319
1.5 .4332 .4345 .4357 .4370 .4382 .4394 .4406 .4418 .4429 .4441
1.6 .4452 .4463 .4474 .4484 .4495 .4505 .4515 .4525 .4535 .4545
1.7 .4554 .4564 .4573 .4582 .4591 .4599 .4608 .4616 .4625 .4633
1.8 .4641 .4649 .4656 .4664 .4671 .4678 .4686 .4693 .4699 .4706
1.9 .4713 .4719 .4726 .4732 .4738 .4744 .4750 .4756 .4761 .4767
2.0 .4772 .4778 .4783 .4788 .4793 .4798 .4803 .4808 .4812 .4817
2.1 .4821 .4826 .4830 .4834 .4838 .4842 .4846 .4850 .4854 .4857
2.2 .4861 .4864 .4868 .4871 .4875 .4878 .4881 .4884 .4887 .4890
2.3 .4893 .4896 .4898 .4901 .4904 .4906 .4909 .4911 .4913 .4916
2.4 .4918 .4920 .4922 .4925 .4927 .4929 .4931 .4932 .4934 .4936
2.5 .4938 .4940 .4941 .4943 .4945 .4946 .4948 .4949 .4951 .4952
2.6 .4953 .4955 .4956 .4957 .4959 .4960 .4961 .4962 .4963 .4964
2.7 .4965 .4966 .4967 .4968 .4969 .4970 .4971 .4972 .4973 .4974
2.8 .4974 .4975 .4976 .4977 .4977 .4978 .4979 .4979 .4980 .4981
2.9 .4981 .4982 .4982 .4983 .4984 .4984 .4985 .4985 .4986 .4986
3.0 .4987 .4987 .4987 .4988 .4988 .4989 .4989 .4989 .4990 .4990
3.1 .4990 .4991 .4991 .4991 .4992 .4992 .4992 .4992 .4993 .4993
3.2 .4993 .4993 .4994 .4994 .4994 .4994 .4994 .4995 .4995 .4995
3.3 .4995 .4995 .4995 .4996 .4996 .4996 .4996 .4996 .4996 .4997
3.4 .4997 .4997 .4997 .4997 .4997 .4997 .4997 .4997 .4997 .4998
3.5 .4998 .4998 .4998 .4998 .4998 .4998 .4998 .4998 .4998 .4998

Gilles Cazelais. Typeset with LATEX on April 20, 2006.

�e²ení. Ozna£íme-li jako X náhodnou veli£inu udávající po£et

padlých hlav, tak X má binomické rozloºení pravd¥podobnosti

Bi(3600, 1/2) (se st°ední hodnotou 1800 a sm¥rodatnou odchylkou

30) a tudíº lze distribu£ní funkci veli£iny X−1800
30 lze pro dané velké

n = 3600 podle Moivreovy-Laplaceovy v¥ty velmi dob°e odhad-

nout jako distribu£ní funkci 8 standardního normálního rozd¥lení.

Hledaná pravd¥podobnost je tedy

P = 1− P [1755 ≤ X ≤ 1845] =
= 1− P

[
−1, 5 ≤ X − 1800

30
≤ 1, 5

]
= 28(−1,5) .= 0,1336,

kde poslední hodnotu jsme zjistili z p°iloºené tabulky. □

9.81. Pravd¥podobnost narození chlapce je 0,515. Jaká je pravd¥po-
dobnost, ºe mezi deseti tisíci novorozenci bude stejn¥ nebo více d¥v£at

neº chlapc·.

�e²ení.

P [X < 5000] = P [
X − 5150√
5150 · 0,485︸ ︷︷ ︸

∼N(0,1)

<
−150√

5150 · 0,485︸ ︷︷ ︸
−3,001...

] .=

.= 0,00135

□
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M·ºeme tedy spo£íst:

E s2 = 1
n

E
n∑
i=1

(Xi − µ)2 − n
n
(X̄ − µ)2 =

= 1
n

n∑
i=1

varXj − var X̄ =

= (1− 1
n
)σ 2.

Proto upravujeme rozptyl s2 vynásobením koe�cientem n
n−1 a do-

stáváme práv¥ výb¥rový rozptyl S2 a jeho st°ední hodnotu σ . Tato
poslední úprava samoz°ejm¥ nemá smysl pro n = 1. □

9.49. Náhodný výb¥r z normálního rozd¥lení. V praktic-
kých úlohách je t°eba znát nejen £íselné charakteristiky
výb¥rového pr·m¥ru a rozptylu, ale jejich úplné rozd¥lení
pravd¥podobnosti. To m·ºeme samoz°ejm¥ odvodit,
pouze známe-li konkrétní rozd¥lení pravd¥podobnosti Xi .

Jako uºite£nou ilustraci si spo£t¥me výsledek pro náhodný výb¥r
z normálního rozd¥lení.

Jiº jsme ov¥°ili jako p°íklad na vlastnosti momentových vy-
tvo°ujících funkcí v 9.40, ºe sou£et náhodných veli£in s normál-
ními rozd¥leními je op¥t normální rozd¥lení. Odtud je z°ejmé, ºe i
výb¥rový pr·m¥r musí mít normální rozd¥lení a protoºe jiº známe
jeho st°ední hodnotu a rozptyl, bude X̄ ∼ N(µ, 1

n
σ 2).

O n¥co sloºit¥j²í je to s odvozením rozd¥lení pravd¥podob-
nosti výb¥rového rozptylu. Tady si pom·ºeme úvahami o mno-
hom¥rných normálních rozd¥leních z odstavce 9.40. Uvaºme vek-
tor Z normovaných normálních veli£in

Zi = Xi − µ
σ

.

Stejnou vlastnost má i vektor U = QTZ s jakoukoliv ortogonální
maticí Q. Vºdy p°itom také platí

∑
i U

2
i =

∑
i X

2
i . Zvolíme si

takovou matici Q, aby první komponenta U1 byla, aº na násobek,
rovna výb¥rovému pr·m¥ru Z̄. Tzn. zvolíme si první sloupec ma-
ticeQ ve tvaru (

√
n)−1(1, . . . , 1). Pak tedy U2

1 = nZ̄2 a m·ºeme
po£ítat:

n∑
i=1

U2
i =

n∑
i=1

Z2
i =

n∑
i=1

(Zi − Z̄)2 + nZ̄2

n∑
i=2

U2
i =

n∑
i=1

(Zi − Z̄)2 = 1
σ 2

n∑
i=1

(Xi − X̄)2.

Je tedy násobek výb¥rového rozptylu n−1
σ2 S

2 sou£tem n − 1
kvadrát· normalizovaných normálních veli£in a dokázali jsme
následující tvrzení:

V¥ta. Je-li (X1, . . . , Xn) náhodný výb¥r z rozd¥leníN(µ, σ 2), pak
jsou X̄ a S2 nezávislé veli£iny a platí

X̄ ∼ N(µ,
1
n
σ 2),

n− 1
σ 2 S2 ∼ χ2

n−1 .

Okamºitým d·sledkem je, ºe normalizovaný výb¥rový
pr·m¥r

T = √nX̄ − µ
S

má studentovo t-rozd¥lení pravd¥podobnosti s n−1 stupni volnosti.
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9.82. Pomocí distribu£ní funkce standardního normálního rozd¥lení

ur£ete pravd¥podobnost, ºe p°i 18000 hodech ²estibokou kostkou

padne alespo¬ 3100 ²estek.

�e²ení. Obdobn¥, jako v p°edchozích p°íkladech. X má bino-

mické rozd¥lení pravd¥podobnosti Bi(18000, 1/6). Ur£íme

st°ední hodnotu ((1/6)(18000) = 3000), sm¥rodatnou odchylku√
((1/6)(1 − 1/6)18000) = 50, tedy veli£inu X−3000

50 lze odhadnout

jako distribu£ní funkci 8 standardního normálního rozloºení:

P [X ≥ 3100] = P
[
X − 3000

50
≥ 3100− 3000

50

]
=

= P
[
X − 3000

50
≥ 2

]
.= 1−8(2) .= 0,0228.

□

9.83. Agentura pro výzkum ve°ejného mín¥ní po°ádá pr·zkum vo-

lebních preferencí p¥ti vybraných politických stran. Kolik náhodn¥ vy-

braných respondent· se musí výzkumu zú£astnit, aby byly s pravd¥po-

dobností 0,95 výsledky pr·zkumu byly u v²ech zkoumaných stran

v rozmezí ±2% od skute£ných preferencí?

�e²ení. Nech´ pi , i = 1 . . . 5 je skute£ná relativní £etnost p°íznivc·

i-té politické strany v populaci a nech´ náhodná veli£ina Xi udává

po£et p°íznivc· této strany mezi náhodn¥ zvolenými n voli£i. Budeme

povaºovat za nezávislé jevy, ºe do daného intervalu padne Xi/n. Po-

kud zvolíme n takové, ºe pro v²echna i padne Xi/n do daného inter-

valu s pravd¥podobností alespo¬ 5
√

0,95 .= 0,99, bude poºadavek za-

dání spln¥n. Hledejme tedy n takové, ºe P [|X
n
− p| < 0,02] ≥ 0,99.

Nejprve upravme vyjád°ení hledané pravd¥podobnosti:

P

[∣∣∣∣Xn − p
∣∣∣∣ < 0,02

]
= P

[
−0,02 <

X

n
− p < 0,02

]
=

= P
[−0,02 · n < X − pn < 0,02 · n] =

= P

[ −0,02 · n√
np(1− p) <

X − pn√
np(1− p) <

0,02 · n√
np(1− p)

]
=

= 8

(
0,02 · n√
np(1− p)

)
−8

(
− 0,02 · n√

np(1− p)
)
=

= 28
(

0,02 · n√
np(1− p)

)
− 1,
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9.50. Bodové a intervalové odhady. Nyní máme v²e p°ipravené
pro odhady hodnot parametr· v kontextu frekven£ní
statistiky. Budeme si postup ilustrovat na konkrétním
jednoduchém p°íkladu. �ekn¥me, ºe máme v kurzu
s 500 studenty výsledky jejich spokojenosti z ankety

z minulého semestru ve form¥ bod· 1-10. P°edpokládejme, ºe
spokojenost jednotlivých student· Xi je aproximována náhodnou
veli£inou s rozd¥lením N(µ, σ 2), p°i£emº zji²t¥né hodnoty z celé
populace minulého semestru jsou µ = 6, σ = 2.

V b¥ºícím semestru je provedeno namátkové ²et°ení u 15 stu-
dent·, protoºe panuje obava, ºe nový vyu£ující má je²t¥ výrazn¥
hor²í ohlasy. Výsledkem je hodnocení, kde se vyskytují dv¥ 3, t°i 4,
t°i 5, p¥t 6 a dv¥ 7. Výb¥rový pr·m¥r je tedy X̄ = 5,133, výb¥rový
rozptyl S2 = 1,695.

Díky na²im p°edpoklad·m víme, ºe X̄ ∼ N(µ, σ 2/n) a tedy

Z = √n X̄−µ
σ
∼ N(0, 1). Pro vyjád°ení spolehlivosti na²eho od-

hadu tedy m·ºeme po£ítat interval, který bude odhadovaný para-
metr obsahovat s p°edem zvolenou pravd¥podobností 100(1−α)%.
Hovo°íme p°itom o hladin¥ spolehlivosti 0 < α < 1. Nejprve pova-
ºujme za neznámý nový parametr µ, zatímco o rozptylu budeme
(a´ uº oprávn¥n¥ nebo ne) p°edpokládat, ºe z·stal stejný. Dosta-
neme okamºit¥

1− α = P(|Z| < z(α/2)) = P
(∣∣∣∣√nX̄ − µσ

∣∣∣∣ < z(α/2)
)

= P
(
X̄ − σ√

n
z(α/2) < µ < X̄ + σ√

n
z(α/2)

)
a na²li jsme interval, jehoº hranice jsou náhodné veli£iny a který
s p°edem zadanou pravd¥podobností bude obsahovat odhadovaný
parametr µ. St°ed tohoto intervalu nazýváme bodovým odhadem
pro parametr µ, celý interval pak intervalovým odhadem. Výsle-
dek pak m·ºeme interpretovat i tak, ºe na hladin¥ spolehlivosti α
odhadovaný parametr µ je nebo není odli²ný od jiné hodnoty µ0.

V p°ípad¥ na²ich dat vyjdou nap°. pro hodnoty α = 0,05 a
α = 0,1 intervaly

µ ∈ (4,121, 6,145), µ ∈ (4,284, 5,983).

Na hladin¥ spolehlivosti 5% tedy nem·ºeme potvrdit, ºe se názor
student· na výuku nového u£itele oproti minulému zhor²il, protoºe
uvedený interval obsahuje i hodnotu µ0 = 6. Na úrovni 10% uº
takový úsudek ud¥láme, protoºe d°ív¥j²í hodnota z minulého se-
mestru µ0 = 6 uº do na²eho intervalu nepadne.

Pokud bychom ale p°edpokládali, ºe u jiného (hor²ího) u£itele
bude patrn¥ i rozptyl odpov¥dí jiný (t°eba se studenti více shodnou
na ²patném hodnocení), museli bychom postupovat trochu odli²n¥.
Místo normalizované veli£iny Z vý²e budeme stejn¥ postupovat
s veli£inou

T = √nX̄ − µ
S

.

Jak jsme vid¥li, má tato náhodná veli£ina rozd¥lení pravd¥podob-
nosti T ∼ tn−1, kde v na²em p°ípad¥ je n = 15. Vyjde tak interva-
lový odhad

X̄ − S√
n
tn−1(α/2) < µ < X̄ + S√

n
tn−1(α/2)

a po dosazení na²ich dat na úrovních α = 0,05 a α = 0,03 máme

µ ∈ (4,412, 5,854
)
, µ ∈ (4,321, 5,945

)
,
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kde 8 je distribu£ní funkce normálního rozd¥lení. �e²me tedy nerov-

nici:

28
(

0,02 · n√
np(1− p)

)
− 1 ≥ 0,99

8

(
0,02 · n√
np(1− p)

)
≥ 0,995

Protoºe distribu£ní funkce je rostoucí je poslední podmínka ekviva-

lentní

0,02 · n√
np(1− p) ≥ 8−1(0,995)

0,02 · n√
np(1− p) ≥ 2,576

√
n ≥ 50 · 2,576 ·√p(1− p)︸ ︷︷ ︸

≤ 1
2

H⇒

H⇒ n ≥ (25 · 2,276)2 · 4147

P°i tom jsme pouºili faktu, ºe funkce p(1−p) nabývá svého maxima

prop = 1
2 a tímtomaximem je 1

4 . Vidíme, ºe pokud nap°.p
.= 0,1, pak

je
√
p(1− p) = 0,3 a hodnota minimálního n je men²í. To odpovídá

o£ekávání: k odhadu mén¥ populárních stran, sta£í mén¥ respondent·

(pokud agentura odhadne zisk takové strany jako 2% bez toho, aniº by

se n¥koho ptala, tak má poºadovanou p°esnost tém¥° jist¥ zaru£enu).

□

9.84. Dvouvýb¥rový test. Uvaºme dva náhodné vektory Y1 a Y2, je-

jichº v²echny sloºky jsou po dvou nezávislé náhodné veli£iny s nor-

málním rozd¥lením, a p°edpokládejme, ºe sloºky vektoru Yi mají stej-

nou st°ední hodnotu µi , zatímco rozptyl σ je stejný pro v²echny kom-

ponenty.

Pouºijte obecný lineární model pro testování hypotézy, zda

µ1 = µ2.

�e²ení. Budeme postupovat velmi podobn¥ jako v odstavci 9.57 ved-

lej²ího sloupce. Tentokrát m·ºeme zapsat oba vektory Yi do jednoho

sloupce pod sebe a budeme uvaºovat model

Y11
...

Y1n1

Y21
...

Y2n2


=



1 0
...

...

1 0
1 1
...

...

1 1


(
β1
β2

)
+ σZ.
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takºe uº na úrovni 3% spolehlivosti máme za to, ºe je názor na
u£itele skute£n¥ hor²í. To odpovídá intuici, ºe nejspí² by výrazn¥
men²í výb¥rová sm¥rodatná odchylka S = 1, 302 neº odchylka
σ = 2 z minulého ²et°ení také m¥la být podstatná pro na²e úvahy.

9.51. V¥rohodnost odhad·. Matematicky jsou intervalové a bo-
dové odhady jednoduché a patrn¥ dob°e pochopitelné.
Daleko hor²í je to s interpretací praktickou. Jednak
je problematické ov¥°it v²echny p°edpoklady o náhod-
nosti výb¥ru, ale hlavn¥ ve sloºit¥j²ích p°ípadech bu-

deme mít problém s �v¥rohodností odhad·�.
Jako matematici se praktickému problému nejlépe vyhneme

tak, ºe podáme de�nici chyb¥jícího pojmu. Obecn¥ chceme praco-
vat s náhodným výb¥rem o rozsahu n. Implicitn¥ stále p°edpoklá-
dáme, ºe jde o nezávislé náhodné veli£inyXi se shodným rozd¥le-
ním pravd¥podobnosti, které ale závisí na neznámém, obecn¥ vek-
torovém, parametru θ .

Snaºíme se najít n¥jakou výb¥rovou statistiku T , tj. funkci
náhodných veli£in X1, X2, . . . , která v n¥jakém (matematickém)
smyslu bude dob°e odhadovat skute£nou hodnotu parametru θ .
�íkáme, ºe je T nestranným odhadem parametru θ , jestliºe je
E T = θ . St°ední hodnota E(T − θ) se nazývá vychýlení odhadu
T .

�asto nás zajímá také asymptotické chování odhadu, tj. jak se
chová p°i limitním p°echodu n → ∞. �íkáme, ºe je T = T (n)

konzistentním odhadem parametru θ , jestliºe konverguje T (n)
v pravd¥podobnosti k θ , tj. pro kaºdé ε > 0

lim
n→∞P(|T (n)− θ | < ε) = 1.

�eby²evova nerovnost nám okamºit¥ dává

P(|T (n)− E Tn| < ε) ≥ 1− var T (n)
ε2 .

Pokud p°edpokládáme, ºe limn→∞ E T (n) = θ , pak zárove¬ pro
dostate£n¥ velká n platí

P(|T (n)− θ | < 2ε) ≥ P(|T (n)− E T (n)| < ε) ≥ 1− var T (n)
ε2 .

Dokázali jsme uºite£né tvrzení:

V¥ta. P°edpokládejme, ºe platí limn→∞ E T (n) = θ a zárove¬
p°edpokládejme limn→∞ var T (n) = 0. Pak je T (n) konzistentním
odhadem pro θ .

Jednoduchým p°íkladem pro pouºití této v¥ty je rozptyl

σ̂ 2 = 1
n

n∑
i=1

(Xi − X̄)2 = n− 1
n

S2 .

Protoºe nestranným odhadem je podle v¥ty z odstavce 9.48 S2 ,
víme, ºe σ̂ 2 nestranný odhad není. Z°ejm¥ v²ak platí limn→∞ σ̂ 2 =
σ 2 a lze p°ímo spo£íst také

lim
n→∞ var σ̂ 2 = lim

n→∞ var S2 = lim
n→∞

2σ
n− 1

= 0.

Je tedy statistika s2 konzistentním odhadem rozptylu.
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Budeme pracovat s aritmetickými pr·m¥ry jednotlivých vektor· Ȳ1 a

Ȳ2. P°ímá aplikace obecného vzorce z teorie dává odhad b ve tvaru(
b1
b2

)
=
(
n1 + n2 n2
n2 n2

)−1 (
n1Ȳ1 + n2Ȳ2

n2Ȳ2

)
=

= 1
n1n2

(
n2 −n2
−n2 n1 + n2

)(
n1Ȳ1 + n2Ȳ2

n2Ȳ2

)
=
(

Ȳ1

Ȳ2 − Ȳ1

)
a matice C = (XTX)−1, kde X je dvousloupcová matice s nulami a

jedni£kami z na²eho modelu, vychází

C =
(

1
n1

− 1
n1− 1

n1

1
n1
+ 1

n2

)
.

Testujeme tedy hypotézu µ1 = µ2, to znamená, ºe testujeme, zda je

β2 = 0. K tomu je proto vhodné pouºít statistiku

T = Ȳ2 − Ȳ1

S

(
n1n2

n1 + n2

) 1
2

,

kde za sm¥rodatnou odchylku S dosazujeme

S2 = 1
n1 + n2 − 2

( n1∑
i=1

(Y1i − Ȳ1)
2 +

n2∑
i=1

(Y2i − Ȳ2)
2
)
.

Tato statistika má rozd¥lení tn1+n2−2 a nulovou hypotézu µ1 = µ2

proto zamítáme na hladin¥ α, kdyº platí

|T | ≥ tn1+n2−2(α). □

9.85. V JZD1 Tempo sledovali v p¥ti r·zných dnech dojivost krav a

nam¥°ili postupn¥ tyto výsledky: 15, 14, 13, 16 a 17 hektolitr·. V JZD

Boj, ve kterémmají stejný po£et krav, m¥°ili p°ibliºn¥ ve stejnou dobu,

nicmén¥ v sedmi r·zných dnech: 12, 16, 13, 15, 13, 11, 18 hektolitr·.

a) Ur£ete 95% interval spolehlivosti pro dojivost krav v JZD

Boj, a 95% interval spolehlivosti pro dojivost krav v JZD

Tempo.

b) Na p¥tiprocentní hladin¥ otestujte hypotézu, ºe v obou dru-

ºstvech mají stejn¥ kvalitní krávy.

P°edpokládejte, ºe dojivost krav v jednotlivých dnech se °ídí nor-

málním rozd¥lením. Oba výpo£ty prove¤te jak za p°edpokladu, ºe

v druºstvech mají k dispozici údaje z p°edchozích dlouhodobých

m¥°ení, ve kterých byla sm¥rodatná odchylka σ = 2 hl mléka, tak

v p°ípad¥, ºe údaje z p°edchozích m¥°ení nejsou k dispozici.

�e²ení. Nejprve spo£ítejme výsledky za p°edpokladu známého roz-

ptylu. K ur£ení intervalu spolehlivosti pouºijeme statistiku

U = X − µ
σ/
√
n
,

1JZD� jednotné zem¥d¥lské druºstvo� zem¥d¥lské druºstvo vzniklé násilnou

kolektivizací v padestátých letech dvacátého století.
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Je vcelku z°ejmé, ºe pro stejný parametr m·ºeme mít k dis-
pozici spoustu nestranných odhad·. Nap°. jsme vid¥li, ºe
aritmetický pr·m¥r X̄ je nestranným odhadem st°ední hod-
noty θ rozd¥lení veli£in Xi . Samoz°ejm¥ je ale t°eba hod-
nota X1 také nestranným odhadem θ . Chceme proto najít

nejlep²í odhad T ve t°íd¥ uvaºovaných statistik, které jsou nestran-
nými nebo konsistentními odhady. Zpravidla máme za to, ºe nej-
lep²ím odhadem je ten, který má ze v²ech uvaºovaných nejmen²í
moºný rozptyl. P°ipome¬me, ºe rozptyl vektorové statistiky T je
dán kovarian£ní maticí, která bude, v p°ípad¥ nezávislých kompo-
nent, diagonální maticí s jednotlivými rozptyly komponent na di-
agonále. Nerovnostem mezi pozitivn¥ de�nitními maticemi jsme
jiº d°íve dali jednozna£ný smysl.

9.52. Maximální v¥rohodnost. P°edpokládejme tedy, ºe ná²
výb¥r má komponenty s rozd¥lením, jehoº hustota je dána funkcí
f (x, θ) závislou na neznámém (obecn¥ vektorovém) parametru
θ . Sdruºená hustota vektoru (X1, . . . , Xn) je díky p°edpokládané
nezávislosti dána sou£inem funkcí

f (x1, . . . , xn, θ) = f (x1, θ) · · · f (xn, θ),

které °íkáme v¥rohodnostní funkce.
Zajímáme se o takovou hodnotu θ̂ , která maximalizuje na

mnoºin¥ v²ech dostupných hodnot parametru v¥rohodnostní
funkci. V diskrétním p°ípad¥ to znamená, ºe vybíráme takový
parametr, p°i kterém vychází nejv¥t²í pravd¥podobnost zji²t¥ného
výb¥ru.

Zpravidla ale pracujeme s tzv. logaritmickou v¥rohodnostní
funkcí

ℓ(x1, . . . , xn, θ) = ln f (x1, . . . , xn, θ) =
n∑
i=1

ln f (xi, θ),

protoºe díky monotonnímu chování funkce ln je maximalizace
v¥rohodnostní funkce ekvivalentní poºadavku maximalizace lo-
garitmické v¥rohodnostní funkce. Pokud je pro n¥jaké hodnoty
f (x1, . . . , xn) = 0, klademe ℓ(x1, . . . , xn, θ) = −∞.

V p°ípad¥ diskrétních náhodných veli£in pouºijeme stejnou
de�nici s pravd¥podobnostní funkcí místo hustoty, tj.

ℓ(x1, . . . , xn, θ) =
n∑
i=1

ln(P (Xi = xi |θ)).

Princip je dob°e vid¥t na náhodném výb¥ru z normálního
rozd¥lení N(µ, σ 2) o rozsahu n. Neznámé parametry jsou µ nebo
σ , nebo oba. Uvaºovaná hustota je

f (x, µ, σ ) = 1
2πσ 2 e− (x−µ)2

2σ2

a tedy logaritmováním okamºit¥ vidíme

ℓ(x, µ, σ ) = −n1
2

ln(2πσ 2)− 1
2σ 2

n∑
i=1

(xi − µ)2.
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která má standardizované normální rozd¥lení pravd¥podobnosti (viz

9.26). Interval spolehlivosti pak je (viz 9.50)(
X̄ − σ√

n
z(α/2), X̄ + σ√

n
z(α/2)

)
,

kde α = 0, 05. Nyní pouze dosadíme £íselné hodnoty. Pro údaje z JZD

Tempo tak dostáváme výb¥rový pr·m¥r

X1 = 15+ 14+ 13+ 16+ 17
5

= 15,

z tabulek £i matematického softwaru zjistíme, ºe z(0,025) = 1,96 a

dostáváme interval(
15− 2√

5
1,96, 15+ 2√

5
1,96

)
.= (13,25; 16,75).

Pro JZD Boj pak dostáváme

X2 = 12+ 16+ 13+ 15+ 13+ 11+ 18
7

= 14,

a 95% interval spolehlivosti pro hodnotu dojivosti krav v JZD Boj tak

je

(12,52; 15,48).

Pokud je rozptyl m¥°ení neznámý, pouºijeme k jeho odhadu tzv.

výb¥rový rozptyl a k ur£ení intervalu spolehlivosti pak statistiku

T = X − µ
S
√
n
,

kterámá Studentovo rozloºení pravd¥podobnosti sn−1 stupni volnosti
(viz téº 9.50). Potom analogicky obdrºíme 95% interval spolehlivosti(

X̄ − S√
n
tn−1(α/2), X̄ + S√

n
tn−1(α/2)

)
.

Pro konkrétní hodnoty pak dostáváme pro JZD Tempo výb¥rový roz-

ptyl

S2
1 =

02 + (−1)2 + (−2)2 + 12 + 22)

4
= 2,5,

tedy S
.= 1,58. Dále je t4(0, 025) .= 2, 78. 95% interval spolehlivosti

hodnot dojivosti krav v JZD Tempo tedy je

(13,03; 16,97).

Pro JZD Boj pak dostáváme výb¥rový rozptyl S2
2 = 6 a hledaný inter-

val spolehlivosti je pak

(11,73; 16,27).

b) Jestliºe srovnáváme st°ední hodnoty dojivosti v obou dru-

ºstvech, jedná se o porovnání st°edních hodnot dvou nezávislých

výb¥r· z normálních rozloºení. V p°ípad¥ neznámých rozptyl· m¥°ení

navíc p°edpokládejme, ºe rozptyl m¥°ení je v obou druºstvech stejný.
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Maximum najdeme pomocí derivací (v²imn¥me si, ºe σ 2 chápeme
p°i derivování jako symbol pro prom¥nnou):

∂ℓ

∂µ
= − 1

2σ 2

n∑
i=1

(−2)(xi − µ) = 1
σ 2

(−nµ+ n∑
i=1

xi
)

∂ℓ

∂σ 2 = −
n

2σ 2 +
1
σ 4

n∑
i=1

(xi − µ)2 =

= 1
2σ 4

(
−nσ 2 +

n∑
i=1

(xi − µ)2
)
.

Vidíme tedy, ºe jediné kritické body jsou dány práv¥ volbou µ̂ = X̄
a σ̂ 2 = s2 . Dosazením t¥chto hodnot do matice druhých derivací
dostaneme Hessián funkce ℓ(

− n

σ̂2 0
0 − n

2(σ̂2 )2

)
.

Je tedy vid¥t ºe jde skute£n¥ o dosaºené maximum a protoºe je
jediné, musí jít o globální maximum. Ov¥°ili jsme tedy, ºe st°ední
a hodnota a rozptyl jsou skute£n¥ maximáln¥ v¥rohodné odhady
pro µ a σ , tak jak jsme je pouºívali vý²e.

9.53. Bayesovské odhady. Vra´me se te¤ k p°íkladu z odstavce
9.50 z pohledu Bayesovské statistiky. Úpln¥ tedy
otá£íme ná² p°ístup a zji²t¥ná data X1, . . . , X15, tj.
body vyjad°ující spokojenost dotázaných student·

na ²kále 1, . . . , 10 bod·, budeme chápat jako konstanty. Naopak,
odhadovaný parametrµ, tj. st°ední hodnota bod· vyjad°ujících spo-
kojenost, bude náhodnou veli£inou, jejíº rozloºení chceme odhad-
nout.

Za tímto ú£elem zkusme interpretovat Bayes·v vzorec pro
podmín¥nou pravd¥podobnost na úrovni pravd¥podobnostních
funkcí, resp. hustot pravd¥podobností, následujícím zp·sobem.
Má-li vektor (X,2) sdruºenou hustotu f (x, θ), pak podmín¥ná
pravd¥podobnost komponenty 2 za podmínky X = x je dána
hustotou

g(θ |x) = f (x|θ)g(θ)
f (x)

,

kde f (x) a g(θ) jsou marginální hustoty pravd¥podobností.
Jestliºe tedy máme dánu apriorní hustotu rozloºení pravd¥po-

dobnosti g(θ) odhadovaného parametru θ a známe také hustotu
pravd¥podobnosti f (x|θ), m·ºeme ze vztahu spo£íst aposteriorní
hustotu pravd¥podobnosti g(θ |x) vycházející práv¥ ze zji²t¥ných
dat. Protoºe data X jsou p°itom konstantní, nepot°ebujeme ve
skute£nosti v·bec po£ítat s hodnotou f (x) a p°i úvahách budeme
pracovat jen �aº na konstantní násobek�. Ten je totiº stejn¥ ur£en
na konci úvah jednozna£n¥ poºadavkem, aby vy²la dob°e de�-
novaná hustota rozd¥lení pravd¥podobnosti g(θ |x). Budeme pro
tento ú£el pouºívat zápis Q ∝ R, jestliºe existuje konstanta C ta-
ková, ºe pro výrazyQ a R platíQ = CR.

Abychom byli technicky co nejblíºe k úvahám v odstavci 9.50,
budeme pracovat s normálními rozd¥leními N(µ, σ 2). P°edpoklá-
dejme, ºe na univerzit¥ je spokojenost student· v jednotlivých
p°edm¥tech náhodná veli£ina X ∼ N(θ, σ 2), zatímco parametr θ
dosahovaný jednotlivými u£iteli je náhodná veli£ina θ ∼ N(a, b).
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Vy²et°eme tedy hypotézu za p°edpoklad· známých, uvedených

rozptyl· σ 2
1 = σ 2

2 = 4. Pouºijeme statistiku

U = (X1 −X2)− (µ1 − µ2)√
σ2

1
n1
+ σ2

2
n2

=

= X1 −X2√
σ2

1
n1
+ σ2

2
n2

∼ N(0, 1),

kde µ1 a µ2 jsou neznámé st°ední hodnoty dojivosti ve zkoumaných

druºstvech a n1, n2 jsou po£ty m¥°ení. Tato statistika má, jak na-

zna£eno, standardizované normální rozd¥lení. Hypotézu na 5% hla-

din¥ zamítneme, práv¥ kdyº absolutní hodnota statistiky U bude v¥t²í

neº z0,025, neboli práv¥ kdyº 0 nebude leºet v 95% intervalu spolehli-

vosti pro rozdíl st°edních hodnot dojivosti v jednotlivých druºstvech.

Po dosazení £íselných hodnot dostáváme

U = 15− 14√
4
5 + 4

7

.= 0,854.

Je tedy |U | < z(0,025) = 1,96 a hypotézu o rovnosti st°edních hod-

not dojivosti v obou druºstvech na 5% hladin¥ nezamítáme. Dosaºená

p-hodnota testu (viz 9.55) je 39, 4%, tudíº jsme se k zamítnutí hypo-

tézy moc nep°iblíºili (pravd¥podobnost, ºe hodnota zkoumané statis-

tiky bude men²í neº 0,854 je p°i platnosti nulové hypotézy 60, 6%).

Pokud neznáme rozptyly m¥°ení, ale víme, ºe v obou druºstvech

musí být stejné, pouºijeme statistiku

K = (X1 −X2)− (µ1 − µ2)

S∗
√

1
n1
+ 1

n2

=

= X1 −X2

S∗
√

1
n1
+ 1

n2

∼ tn1+n2−2,

kde

S∗ = (n1 − 1)S2
1 + (n2 − 1)S2

2

n1 + n2 − 2
.

Po dosazení £íselných hodnot dostáváme K
.= 0,796,

|K| < t10(0, 025) = 2,2281, nulovou hypotézu tedy op¥t neza-

mítáme. Dosaºená p-hodnota testu je 44,6%, tedy je²t¥ v¥t²í neº

v testu p°ede²lém. □

9.86. Analýza rozptylu jednoduchého t°íd¥ní. Pro k ≥ 2 nezávis-

lých výb¥r· Yi o rozsahu ni z normálních rozd¥lení se stejným rozpty-

lem pouºijte lineární model na testování hypotézy, ºe v²echny st°ední

hodnoty jednotlivých výb¥r· jsou shodné.
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M·ºeme tedy po£ítat (po°ád aº na konstantní násobky, tj. ig-
norujeme sou£initele, ve kterých nevystupuje ani x ani θ )

g(θ |x) ∝ f (x|θ)g(θ)

∝ exp
(
− (x − θ)

2

2σ 2 − (θ − a)
2

2b2

)
∝ exp

(
−1

2

(
θ2
(

1
σ 2 +

1
b2

)
− 2θ

(
x

σ 2 +
a

b2

)))
∝ exp

(
−1

2

(
θ − b

2x + σ 2a

σ 2b2
σ 2b2

b2 + σ 2

)2(
b2σ 2

b2 + σ 2

)−1)
.

Tím jsme ale uº ukázali, ºe hledané rozloºení pro θ je

θ ∼ N
(

b2

b2 + σ 2 x +
σ 2

b2 + σ 2 a,
b2σ 2

b2 + σ 2

)
.

Tento výsledek bychom mohli interpretovat nap°. tak, ºe kdyº
z dlouhodobého vyhodnocování anket známe parametry a, b, σ ,
m·ºeme po vyjád°ení n¥jakého studenta up°esnit apriorní p°ed-
stavu o parametrech pro jeden konkrétní p°edm¥t. Ve výsledném
odhadu rozloºení je pak st°ední hodnota dána váºeným pr·m¥rem
zji²t¥né hodnoty x a apriorn¥ p°edpokládané st°ední hodnoty a,
v závislosti na rozptylech σ a b.

9.54. Interpretace v Bayesovské statistice. Zkusíme te¤ po-
rozum¥t úvahám z p°edchozího odstavce ve
srovnání s frekventistickou interpretací z 9.50.
Asi namítneme, ºe jediný dotaz t¥ºko má tolik
ovlivnit ná² názor.

Ve skute£nosti ale pro σ → 0 je váha jednoho názoru stále ros-
toucí a v na²em výsledku tomu odpovídá 100% váha u x v p°ípad¥
σ = 0. Je to pln¥ v souladu s interpretací, ºe Bayesovská statis-
tika je pravd¥podobnostní roz²í°ení standardní diskrétní matema-
tické logiky. Jestliºe máme rozptyl σ prakticky nulový, pak je tedy
v tomto smyslu skoro jisté, ºe názor kteréhokoliv studenta je na-
prosto vypovídající o celé populaci.

Ve skute£nosti jsme v odstavci 9.50 pracovali s výb¥rovým
pr·m¥rem X̄ výsledku ²et°ení. Ten m·ºeme pouºít i v p°edcho-
zím výpo£tu, protoºe jde op¥t o normální rozd¥lení, jen budeme
místo σ 2 dosazovat σ 2/n. Pro zjednodu²ení zápisu si de�nujme
konstantu

cn = nb2

nb2 + σ 2

a aposteriorní odhad pro θ na základ¥ zji²t¥ni výb¥rového pr·m¥ru
X̄ má rozloºení s parametry

θ ∼ N(cnX̄ + (1− cn)a, cnσ 2/n).

Jak se dalo o£ekávat, pro rostoucí n se bude st°ední hodnota na²eho
rozd¥lení pro θ stále více blíºit výb¥rovému pr·m¥ru a jeho rozptyl
p·jde k nule. �ím je tedy n v¥t²í, tím více se blíºíme bodovému
odhadu z frekventistického p°ístupu.

P°ínosem Bayesovského p°ístupu je, ºe s pouºitím odhad-
nutého rozd¥lení m·ºeme odpovídat na dotazy typu �s jakou
pravd¥podobností je nový vyu£ující hor²í neº p°edchozí?� Pouºi-
jeme stejná data jako v 9.50 a p°idáme pot°ebné apriorní údaje.
P°edpokládejme, ºe máme docela dob°e hodnocené u£itele (pro-
toºe by asi jinak na ²kole nevydrºeli), takºe uvaºujme pro ur£itost
a = 7,5, b = 2,5 a a ponecháváme sm¥rodatnou odchylku σ = 2.
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�e²ení. Postup je zde velice podobný minulému p°íkladu, platnost tes-

tované hypotézy je ale ekvivalentní tvrzení, ºe platí podmodel, ve kte-

rém mají v²echny sloºky náhodného vektoru Y vzniklého slou£ením

daných k vektor· Yi stejnou st°ední hodnotu.

Pouºitý model tedy bude mít tvar

Y11
...

Y1n1

Y21
...

Yk1
...

Yknk


=



1 0 · · · 0
...

...
...

1 0 · · · 0
0 1 · · · 0
...

...
...

0 0 · · · 1
...

...
...

0 0 · · · 1




µ1
µ2
...

µk

+ σZ.

Snadno spo£teme odhady st°edních hodnot µi pomocí aritmetických

pr·m¥r·

Ȳi = 1
ni

ni∑
j=1

Yij .

Odtud dostaneme odhad Ŷij = Ȳi a proto dostaneme reziduální sou£et

£tverc· ve tvaru

RSS =
k∑
i=1

ni∑
j=1

(Yij − Ȳi)2.

Odhadem spole£né st°ední hodnoty v uvaºovaném podmodelu je

Ȳ = 1
n

k∑
i=1

ni∑
j=1

Yij = 1
n

k∑
i=1

ni Ȳi,

kde n = n1+· · ·+nk, a reziduální sou£et £tverc· v tomto podmodelu

je

RSS0 =
k∑
i=1

ni∑
j=1

(Yij − Ȳ )2.

Vp·vodnímmodelumáme k nezávislých parametr·µi , zatímco v pod-

modelu z·stal jediný parametr µ, testovaná statistika má proto tvar

F = (n− k)
(k − 1)

(RSS0 − RSS)
RSS

.

□

J. Lineární regrese

S lineární regresí jsme se uº setkali ve t°etí kapitole, v odstavci

∥3.46∥. Nyní se stejný princip budeme snaºit vyuºít k vy°e²ení pro-

blém·, které bývají studovány statistiky.

Standardním p°íkladem uºití lineární regrese je �proloºení

p°ímky� danými daty. Máme tedy posloupnost m¥°ení, ve kterých za-

znamenáváme hodnoty dvou veli£in u nichº p°edpokládáme lineární

závislost. Klasickým p°íkladem je závislost vý²ky syna na vý²ce otce.
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M¥li jsme n = 15 a výb¥rový pr·m¥r 5,133. Dosazením dosta-
neme aposteriorní odhad pro rozd¥lení

θ ∼ N(5,230, 0,256).

Zajímá nás te¤ P(θ < 6). Odpov¥¤ získáme dotazem na hodnotu
distribu£ní funkce p°íslu²ného normálního rozd¥lení pro argument
6 (umí to i excel). Dostaneme odpov¥¤ p°ibliºn¥ 93, 6%. Je tedy
podobná, jako jsme vid¥li v odstavci 9.50 v p°ípad¥ p°edpokladu
o konstantním známém rozptylu.

V²imn¥me si, jak se tady projevuje apriorní p°edpoklad o roz-
loºení parametru θ u v²ech u£itel·, tj. jistá míra na²í d·v¥ry, ºe
by m¥li být u£itelé spí²e lep²í. Kdyby m¥l statistik d·vod p°edpo-
kládat, ºe pro konkrétn¥ poptávaného u£itele je skute£ná st°ední
hodnota a posunutá, °ekn¥me na a = 6 stejn¥ jako u ankety mi-
nulého u£itele (nap°. protoºe jde o t¥ºký a neoblíbený p°edm¥t),
pak bychom dostali pravd¥podobnost, ºe je jeho skute£ný para-
metr men²í neº 6, p°ibliºn¥ 95,0% (pokud bychom ale za viditeln¥
hor²í povaºovali aº st°ední hodnotu men²í neº 5,5, pak uº to bude
jen p°ibliºn¥ 75%). V p°ípad¥ dosazení a = 5 to jiº bude 96,8%.
Stejn¥ tak hraje roli i rozptyl b2. Nap°. apriorní odhad a = 6,
b = 3,5 vede na pravd¥podobnost 95,2%.

Práv¥ jsme se mimod¥k dotkli jiného velice podstatného bodu
a to analýzy citlivosti. Jist¥ bychom rádi pracovali ve vý²e uvede-
ném p°íkladu s modelem, kde malá zm¥na apriorního p°edpokladu
budemít jenmalý vliv na aposteriorní výsledek. Zdá se, ºe v na²em
p°ípad¥ to tak skute£n¥ je, nep·jdeme tu do detailních úvah.

Úpln¥ stejný model s exponenciálními rozd¥leními se
prakticky pouºívá p°i posouzení relevance výstupu z IQ testu
u jedné osoby (nebo jiné obdobné zkou²ky, kde lze o£ekávat
dobré p°iblíºení rozd¥lení pravd¥podobnosti výsledk· v populaci
pomocí normálního rozd¥lení), o které máme apriorní p°edpoklad,
do jaké skupiny by m¥la pat°it. Jiným dobrým p°íkladem (ov²em
s jinými rozloºeními) mohou být praktické úlohy z poji²´ovnictví,
kde je ú£elné odhadovat parametry tak, aby byly zahrnuty jak
vlivy experimentu na konkrétní poloºce, tak celková o£ekávání
p°es populaci.

9.55. Poznámky o testování hypotéz. Vrátíme se zp¥t k moº-
nostem rozhodování, zda n¥jaký jev nastal £i nenastal
v kontextu frekven£ní statistiky. Op°eme se o postup
v intervalových odhadech vý²e.

Uvaºujme tedy n¥jaký náhodný vektor
X = (X1, . . . , Xn) (vzniklý z náhodného výb¥ru) se sdruºe-
nou distribu£ní funkcí FX(x). Za hypotézu budeme povaºovat
n¥jaké tvrzení o rozd¥lení ur£eném touto distribu£ní funkcí.
Zpravidla p°itom formulujeme dv¥ hypotézy H0 a HA, kde první
se tradi£n¥ °íká nulová hypotéza a druhé alternativní hypotéza.
Výsledkem testu je rozhodnutí zaloºené na konkrétní realizaci
náhodného vektoru X (hovo°íme také o testu), zda hypotézu H0
zamítnout nebo nezamítnout ve prosp¥ch hypotézy HA.

Vznikají nám p°itom moºné chyby dvou typ·. Chyba prvního
druhu nastává, kdyº zamítnemeH0, p°estoºe je platná. Chyba dru-
hého druhu nastane, kdyº naopak nezamítnemeH0, a£koliv platná
není. Rozhodování frekventistického statistika probíhá tak, ºe si
vybere tzv. kritický obor W , tj. mnoºinu výsledk· realizace testu,
p°i kterých hypotézu zamítá. Velikost kritického oboru p°itom volí
tak, aby platnou hypotézu zamítal s pravd¥podobností nejvý²e α.
To znamená, ºe poºadujeme p°edem dané ohrani£ení pravd¥po-
dobnosti chyby prvního druhu tzv. hladinou testu α. �asto se volí
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9.87. Ur£ete lineární regresní model pro závislost veli£iny Y na

veli£in¥ X na základ¥ nam¥°ených seznam· dat: X = [1, 4, 5, 7, 10],
Y = [3, 7, 8, 12, 18].

�e²ení. K ur£ení parametr· regresní p°ímky pouºije vztah· odvoze-

ných v 9.57. Podle metody nejmen²ích £tverc· se snaºíme se minima-

lizovat vzdálenost vektoru b1X+ b0 od vektoru Y v závislosti na para-

metrech b1 a b0. Tato vzdálenost, jak víme nap°íklad ze druhé kapitoly,

je minimální pro kolmý pr·m¥t vektoru Y do vektorového podprostoru

generovaného vektory (1, . . . , 1) a (x1, . . . , xn). Pro parametry b0, b1

regresní p°ímky Y = b1X + b0 tak dostáváme

b1 =
∑n
i=1(xi − x̄)(Yi − Ȳ )∑n

i=1(xi − x̄)2
=

= (1− 5,4)(3− 9,6)+ · · · + (10− 5,4)(18− 9,6)
((1− 5,4)2 + (4− 5,4)2 + (5− 5,4)2 + (7− 5,4)2 + (10− 5,4)2

=
=1,677.

Te¤ jiº snadno dopo£teme i koe�cient b0:

b0 = Ȳ − b1x̄ = 0,5442.

Hledaná lineární závislost je tedy

Y = 1,677 ·X + 0, 5442.

Poznamenejme, ºe v tomto modelu hrají veli£iny X a Y naprosto

rovnocennou úlohu. Stejnou metodou jsme mohli získat závislost X

na Y :

X = 0,5867 · Y − 0,2322.

□
Poznámka. Rozmyslete si, pro£ lineární regresní model závislosti X

na Y nelze získat pouhým vyjád°ením X z lineárního regresního mo-

delu závislosti Y na X.

Poznámka. V °ad¥ reálných situací je závislost veli£in jasn¥ dána,

nap°íklad je-li jednou z veli£in £as.

9.88. Orbitální stanice nam¥°ila v p¥ti po sob¥ jdoucích dnech, ve

stejnou hodinu následující rychlosti neznámého vesmírného t¥lesa

(v km/s): 10, 11,4, 13,1, 15,8 a 18,7. Odhadn¥te rychlost t¥lesa de-

sátého dne.

�e²ení. Zde je vhodné si v²imnout, ºe rychlost se v £ase �od po-

hledu� nem¥ní lineárn¥ (nár·sty rychlosti se neustále zvy²ují). Lze

tedy vyslovit domn¥nku, ºe je t¥leso p°itahováno gravita£ní silou

k n¥jakému jinému t¥lesu. Potom by jeho rychlost byla kvadratickou

funkcí £asu. Zkusme tedy metodou nejmen²ích £tverc· proloºit co

nejp°esn¥ji kvadratickou funkci danými daty. Postup je stejný, jako
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hladiny test· α = 0,05 nebo α = 0,01. Prakticky uºite£ný je také
postup, kdy ur£íme nejniº²í moºnou hladinu p testu, p°i které je²t¥
hypotézu zamítáme a mluvíme pak o dosaºené hladin¥ testu, resp.
p�hodnot¥ testu.

Zbývá tedy najít rozumný postup, jak volit kritické obory. Jist¥
to budeme chtít d¥lat tak, abychom zárove¬ co nejvíce omezili
výskyt chyby druhého druhu. Zpravidla se k tomu £elu hodí v¥ro-
hodnostní funkce f (x, θ), kterou jsme p°i°adili náhodnému vek-
toru X jiº v odstavci 9.52. Pro jednoduchost p°edpokládejme, ºe
máme jednorozm¥rný parametr θ a nulovou hypotézu formulujme
tak, ºe rozd¥lení X je dáno funkcí f (x, θ0), zatímco alternativní
hypotéza je dána rozd¥lením f (x, θ1) pro dv¥ r·zné konkrétní hod-
noty θ0 a θ1. Na²e p°edstavy o zamítání nebo p°ijímání hypotéz na-
povídají, ºe po dosazení hodnot konkrétního pokusu do v¥rohod-
nostní funkce budeme chtít hypotézu spí²e p°ijímat, je-li f (x, θ0)

výrazn¥ v¥t²í neº f (x, θ1).
Nabízí se tedy pro kaºdou konstantu c > 0 uvaºovat kritický

obor

Wc = {x; f (x, θ1) ≥ cf (x, θ0)}.
Kdyº si vybereme zamý²lenou hladinu testu, budeme chtít zvolit
takové c, aby platilo ∫

Wc

f (x, θ0) = α.

Tím máme zaji²t¥no, ºe pro výsledek testu x ∈ Wc p°i platnosti
H0 se skute£n¥ dopustíme maximáln¥ p°edepsané chyby prvního
druhu. To ale m·ºeme zajistit i jinými kritickými oboryW spl¬ují-
cími také ∫

W

f (x, θ0) = α.
Zajímá nás ale také pravd¥podobnost chyby druhého druhu, zku-
síme si tedy odhadnout rozdíl

D =
∫
Wc

f (x, θ1)−
∫
W

f (x, θ1).

Oblasti, p°es které integrujeme m·ºeme v obou p°ípadech rozd¥lit
na spole£nou £ástW ∩Wc a zbývající mnoºinový rozdíl. P°ísp¥vky
spole£né £ásti se p°itom ode£tou a zbude

D =
∫
Wc\W

f (x, θ1)−
∫
W\Wc

f (x, θ1).

Díky na²í de�nici kritického oboru Wc ale nyní m·ºeme snadno
odhadnout (op¥t p°idáváme zp¥t stejné integrály p°es spole£nou
£ást mnoºin)

D ≥ c
∫
Wc\W

f (x, θ0)− c
∫
W\Wc

f (x, θ0) =

= c
∫
Wc

f (x, θ0)− c
∫
W

f (x, θ0) = cα − cα = 0.

Tím jsme odvodili d·leºité tvrzení, tzv. Neymanovo�
Pearsonovo lemma, ºe za vý²e uvedených p°edpoklad· je Wc

optimální kritický obor, který na p°edepsané úrovni minimalizuje
chybu druhého druhu.

Intervalový odhad, jak jsme jej ilustrovali na p°íkladu v od-
stavci 9.50, je speciálním p°ípadem testování hypo-
téz, kdy H0 má formu �st°ední hodnota spokojenosti
student· z·stalaµ0�, zatímcoHA °íká, ºe bude rovna

n¥jaké jiné hodnot¥ µ1. Uvidíme za chvilku, ºe p°edchozí obecný
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kdybychom provád¥li lineární regresi vektoru v = (v1, v2, . . . , vn)

závislého na vektoru x = (x1, . . . , xn) a vektoru x2 = (x2
1 , . . . , x

2
n).

Této metod¥ se °íká kvadratická regrese. Hledáme tedy vektor para-

metr· b = (b0, b1, b2) tak aby veli£ina b2x
2 + b1x+ b0 odhadovala

y. Sestavme tedy matici X hodnot nezávislých prom¥nných:

X =
1 x1 x2

1
...

...
...

1 xn x2
n

 =


1 1 1
1 2 4
1 3 9
1 4 16
1 4 25

 ,
a vektor parametr· b = (b0, b1, b2) dopo£ítáme podle (9.18):

b = (XTX)−1XT v
.= (9,26; 0,47; 0,29).

Hledaný kvadratický odhad je potom

v = 0,29x2 + 0,47x + 9,26,

Odhadovaná rychlost desátého dne je tedy p°ibliºn¥ 42,96 km/s. Vmo-

delu klasické lineární regrese bychom dostali p°iblíºení

v = 2,18x + 7,26,

coº by pro rychlost desátého dne dávalo 29,06 km/s. Rozdíl v odha-

dech je zna£ný. Ukazuje to, ºe analýza situace je velmi významnou

sou£ástí statistiky. □

K. Bayesovská analýza dat

9.89. M¥jme Bernoulli·v proces de�novaný náhodnou veli£inou

X ∼ Bi(n, θ) s binomickým rozd¥lením pravd¥podobnosti a p°edpo-

kládejme, ºe parametr θ je p°itom náhodnou veli£inou s rovnom¥rným

rozd¥lením pravd¥podobnosti na intervalu (0, 1). De�nujme ²anci

na úsp¥ch v na²em procesu jako veli£inu γ = θ
1−θ . Jakou hustotu

rozd¥lení má veli£ina γ ?

�e²ení. Intuitivn¥ asi cítíme, ºe nep·jde o rovnom¥rné rozd¥lení.

Ozna£íme hledanou hustotu pravd¥podobnosti f (s) a ze vztahu

mezi θ a γ spo£teme θ = γ

1+γ . Také okamºit¥ vidíme, ºe hustota

pravd¥podobnosti veli£iny γ bude nenulová pouze pro kladné hodnoty

prom¥nné. Zadání m·ºeme nyní zformulovat tak, ºe poºadujeme

(9.4) 2 = P(θ < 2) = P (γ < 0

1+ 0
) = ∫ 0

0
f (s)ds,

kde 0 = 2
1−2 . Na pravé stran¥ máme ov²em v horní mezi práv¥ m¥nící

se ohrani£ení γ a dostáváme tedy de�ni£ní vztah pro f (s)

f (s) =
(

s

s + 1

)′
= 1
(s + 1)2

.

Hledaná hustota skute£n¥ dává daleko v¥t²í pravd¥podobnost malým

hodnotám ²ance neº velkým. □



KAPITOLA 9. STATISTICKÉ A PRAVD�PODOBNOSTNÍ METODY

postup povede v tomto p°ípad¥ na kritický obor zadaný poºadav-
kem

|Z| =
∣∣∣∣ X̄ − µ0

σ

√
n

∣∣∣∣ ≥ z(α/2).
V²imn¥me si, ºe v de�nici kritického oboru není skute£ná hod-
nota µ1 podstatná a zformalizovali jsme proto v kontextu klasické
pravd¥podobnosti úlohu rozhodnout na p°edepsané hladin¥ α, zda
se st°ední hodnota µ zm¥nila.

Jestliºe ale chceme testovat z n¥jakého d·vodu pouze, zda
spokojenost poklesla, pak musíme p°edem p°edpokládat, ºe
µ1 < µ0. Rozeberme si tento p°ípad podrobn¥ji. Kritický obor
z Neymanova�Pearsonova lemmatu je ur£en nerovností

f (x, µ1, σ
2)

f (x, µ0, σ )2
= e− 1

2σ2
∑n

i=1

(
(xi−µ1)

2−(xi−µ0)
2
)
≥ c.

Logaritmováním dostaneme, po drobné úprav¥,

2x̄(µ1 − µ0)− (µ2
1 − µ2

0) ≥
2σ 2

n
ln c

a protoºe p°edpokládáme µ1 < µ0, dostáváme kone£n¥

x̄ ≤ µ1 + µ0

2
+ σ 2

n(µ1 − µ0)
ln c = y.

Konstantu c, tj. také rozhodující parametr y, p°itom pro zvolenou
hladinu αmáme ur£enu tak, aby za p°edpokladu platnosti hypotézy
H0 platilo

α = P(X̄ ≤ y) = P ( X̄ − µ0

σ

√
n ≤ y − µ0

σ

√
n
)
.

Díky p°edpokladu o platnosti hypotézy H0 je veli£ina

Z = X̄ − µ0

σ

√
n ∼ N(0, 1)

a proto znamená ná² poºadavek volbu Z ≤ −z(α), která jedno-
zna£n¥ ur£uje optimálníWc.

V²imn¥me si, ºe tento kritický obor skute£n¥ nezávisí na
volb¥ hodnoty µ1 a skute£nou hodnotu pro y jsem v·bec ne-
pot°ebovali vyjád°it. Podstatný byl pouze p°edpoklad µ1 < µ0.

V na²em ilustra£ním p°íkladu v odstavci 9.50 tedy mámeH0 :
µ = 6 a alternativní hypotéza je HA : µ < 6. Roz-
ptyl je σ 2 = 4. Test s n = 15 nám dal x̄ = 5,133.
Dosazením dostaneme hodnotu z = 5,133−6

4

√
15 =

= −1,678 zatímco −z(0,05) = −1,645.
Hypotézu tedy na hladin¥ 5% zamítáme a usuzujeme, ºe

skute£n¥ do²lo ke zhor²ení názoru student·.
Kdyº si za kritický obor zvolíme sjednocení obor· pro p°ípady

µ1 < µ0 a µ1 > µ0, dostaneme práv¥ výsledek shodný s interva-
lovým odhadem, jak bylo zmín¥no vý²e.

Poznamenejme záv¥rem, ºe v bayesovském p°ístupu je také
moºné p°ijímat nebo zamítat hypotézy vícemén¥ v p°ímé vazb¥
na aposteriorní pravd¥podobnosti jev·, jak jsme do jisté míry
nazna£ili v odstavci 9.54 p°i interpretaci na²eho konkrétního
p°íkladu.

9.56. Lineární modely. Jako obvykle v analýze matematických
problém· bu¤ vysta£íme s a�nními závislostmi nebo
skute£né vztahy jejich pomocí aproximujeme. Stejn¥ tak
ve statistice pat°í mnoho metod do tzv. lineárních model·.
Probereme si stru£n¥ jeden p°ípad z frekven£ní statistiky.
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V odstavci 9.53 jsme vid¥li, ºe jestliºe pracujeme v bayesov-

ském p°ístupu s binomickým modelem rozd¥lení pravd¥podobnosti

náhodné veli£iny X ∼ Bi(n, θ), bude nás zajímat její pravd¥podob-

nostní funkce fX(k) =
(
n

k

)
θ k(1−θ)n−k. Na tuto funkci se ale m·ºeme

také dívat jako na podmín¥nou pravd¥podobnost P(θ |X = k) p°i apri-
orním rovnom¥rném rozd¥lení pravd¥podobnosti veli£iny θ na inter-

valu (0, 1). Je to tedy práv¥ aposteriorní rozd¥lení pravd¥podobnosti

veli£iny θ odpovídající výsledku pokusu X = k. Následující p°íklad

se týká obecné t°ídy takovýchto rozd¥lení pravd¥podobnosti.

9.90. Najd¥te základní charakteristiky tzv. Beta rozd¥lení β(a, b)

s hustotou pravd¥podobnosti tvaru

fY =
{
C ya−1 (1− y)b−1 y ∈ (0, 1)
0 jinak.

�e²ení. Konstantu C je t°eba volit jako reciprokou hodnotu integrálu∫ 1
0 y

a−1 (1 − y)b−1dy, coº je funkce B(a, b), v matematické analýze

(ale také technických v¥dách £i fyzice) známá pod názvemBeta funkce.

Kdyº uº známe funkci Gama, která zobec¬uje diskrétní hodnoty fak-

toriál·, vysko£í na nás nap°. p°i následujícím výpo£tu:

0(x)0(y) =
∫ ∞

0
e−t tx−1dt ·

∫ ∞

0
e−s sy−1ds =

=
∫ ∞

0

∫ ∞

0
e−t−s tx−1 sy−1dt ds =

(substituce t = rq, s = r(1− q))

=
∫ ∞

r=0

∫ 1

q=0
e−r(rq)x−1(r(1− q))y−1

r dq dr =

=
∫ ∞

r=0
e−r rx+y−1dr ·

∫ 1

t=0
qx−1 (1− q)y−1dq =

= 0(x + y)B(x, y).
dostáváme tedy obecný vztah

B(a, b) = 0(a + b)
0(a)0(b)

a z vlastností Gamma funkce jiº snadno plyne, ºe pro p°irozená kladná

a, b bude platit

B(n− k + 1, k + 1) = k!(n− k)!
(n+ 1)!

= 1
n+ 1

(
n

k

)−1

.

P°ímým výpo£tem vidíme, ºe st°ední hodnota veli£iny X ∼ β(a, b)

s beta rozd¥lením je (vyuºíváme vztah 0(z+ 1) = z0(z))

EX = B(a + 1, b)
B(a, b)

= a

a + b .

Je-li a = b vyjde st°ední hodnota i medián 1
2 .
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Budeme uvaºovat náhodný vektor Y = (Y1, . . . , Yn)
T a bu-

deme p°edpokládat, ºe platí

Y = X · β + σZ,
kdeX = (xij ) je konstantní matice reálných £ísel s n °ádky a k < n

sloupci a hodností k, β je neznámý konstantní vektor k parametr·
modelu, Z je náhodný vektor, jehoº n komponent má rozd¥lení
N(0, 1), a σ > 0 je neznámý kladný parametr modelu. Hovo°íme
o lineárním modelu s úplnou hodností.

V praktických problémech jde £asto o to, ºe známe veli£iny
xij a snaºíme se odhadnout nebo predikovat hodnotu Y . Nap°íklad
xij m·ºe vyjad°ovat hodnocení i�tého studenta v j�tém semestru
(j = 1, 2, 3) z matematiky a chceme v¥d¥t, jak tento student asi
dopadne ve £tvrtém semestru. K tomu pot°ebujeme znát vektor β.
Ten odhadneme na základ¥ úplných pozorování, tj. ze znalosti Y
(nap°. z výsledk· v p°edchozích letech).

K odhadu vektoru β se £asto pouºívá metoda nejmen²ích
£tverc·. To znamená, ºe chceme najít odhad b ∈ Rk tak, aby vektor
Ŷ = Xb minimalizoval druhou mocninu délky vektoru Y −Xβ.

To je ale jednoduchá úloha lineární algebry a víme, ºe jde o na-
lezení kolmého pr·m¥tu vektoru Y do podprostoru ⟨X⟩ ⊂ Rn ge-
nerovaném sloupci matice X. Minimalizujeme p°itom funkci

∥Y −Xβ∥2 =
n∑
i=1

(
Yi −

k∑
j=1

xijβj
)2
.

Zvolme libovolnou ortonormální bázi vektorového podprostoru
⟨X⟩ a napi²me ji do sloupc· matice P . Pro jakoukoliv takovou
volbu báze bude kolmý pr·m¥t realizován pomocí násobení ma-
ticí PP T . Zobrazení dané touto maticí je p°itom na podprostoru
⟨X⟩ identické, tj. dostáváme

Ŷ = PP T Y = PP T (Xβ + σZ) = Xβ + σPP TZ.
Matice PP T je pozitivn¥ semide�nitní. Nyní doplníme bázi ze
sloupc· v P na ortonormální bázi celého Rn, tj. vytvo°íme ma-
tici Q = (P R) vepsáním nov¥ p°idaných vektor· báze do ma-
tice R s n − k sloupci a n °ádky. Ozna£me si dále V = P TZ a
U = RTZ náhodné vektory s k a n − k komponentami. Budou
na sebe vzájemn¥ kolmé a jejich sou£tem v Rn dostaneme vektor
(V TUT )T = QTZ.

Evidentn¥ tedy (viz odstavec 9.46) mají oba vektory V a U
mnohom¥rné normální rozd¥lení s nulovou st°ední hodnotou a jed-
notkovou kovarian£ní maticí. Náhodný vektor Y jsme rozloºili na
sou£et konstantního vektoru Xβ a dvou kolmých projekcí

Y = Xβ + σPV + σRU
a hledaný kolmý pr·m¥t je sou£et prvních dvou s£ítanc·. V od-
stavci 9.46 jsme také pro takové náhodné vektory odvodili jejich
rozd¥lení.

Velikost ∥Y − Ŷ∥2 nazýváme reziduální sou£et £tverc·, zpra-
vidla se zna£í RSS. De�nujeme také reziduální rozptyl jako

S2 = ∥Y −Xb∥
2

n− k .

P°ipome¬me, ºe Ŷ = Xb a ºe, díky na²emu p°edpokladu
o maximální hodnosti X, je matice XTX invertibilní. M·ºeme
proto rovnou spo£íst b = (XTX)−1XT Ŷ . Zárove¬ ale víme, ºe
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P°ímo se také spo£te rozptyl

varX = E(X − EX)2 = ab

(a + b)2(a + b + 1)
.

Pro a = b tedy dostáváme varX = 1
8a+4 , coº ukazuje, ºe pro ros-

toucí a = b klesá rozptyl. V p°ípad¥ a = b = 1 dostáváme oby£ejné

rovnom¥rné rozd¥lení na intervalu (0, 1). □

9.91. V situaci stejné jako v p°edposledním p°íkladu p°edpoklá-

dejme, ºe v Bernoulliho procesu je ²ance zdaru θ náhodná veli£ina

s rozd¥lením pravd¥podobnosti β(a, b). Jak bude vypadat rozd¥lení

pravd¥podobnosti veli£iny γ = θ
1−θ ? V £em bude zvlá²tní p°i

a = b = p?

�e²ení. V jiº °e²eném p°íklad¥ jsme m¥li speciální p°ípad s rov-

nom¥rným rozd¥lením β(1, 1). M·ºeme tedy pokra£ovat v °e²ení v

rovnosti ∥∥9.4∥∥, kdy jsme tvar tohoto rozd¥lení pouºili. Dostáváme

nyní na levé stran¥ místo 2 výraz

1
B(a, b)

∫ 2

0
ta−1 (1− t)b−1dt

a p°i derivování musíme pouºít pravidlo pro derivování integrálu

s prom¥nnou horní mezí. Dostáváme proto pro hledanou hustotu

B(a, b)f (s) =
(

s

s + 1

)a−1 (
1− s

s + 1

)b−1 1
(s + 1)2

=

=
(
sa−1

s + 1

)a+b
.

Na obrázku jsou vyneseny hustoty pro hodnoty a = b = p =
= 2, 5, 15.

Vidíme, ºe se napl¬uje p°edstava, ºe stejné a nep°íli² malé hodnoty

a = b = p odpovídají nejvíce pravd¥podobné hodnot¥ θ = 1
2 , proto

je hustota ²ance nejv¥t²í v okolí jedni£ky. �ím v¥t²í p, tím men²í je

rozptyl této veli£iny. □
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XT (Y − Ŷ ) = σXT (RU) = 0, protoºe jsou sloupce v X a R po
dvou ortogonální. Platí proto ve skute£nosti také

(9.18) b = (XTX)−1XT Y.

Je²t¥ m·ºeme lépe vyuºít zvolenou matici P . Protoºe její sloupce
generují tentýº podprostor jako sloupce X, jist¥ existuje £tvercová
matice T taková, ºe X = PT (její sloupce jsou koe�cienty lineár-
ních kombinací, které vyjad°ují sloupceX pomocí báze v P ). Nyní
jiº jen dosadíme (pouºijeme p°itom, ºe P T P je jednotková matice
a T je invertibilní):

b = (T T P T PT )−1T T P T Y =
= T −1(T T )−1T T P T (PTβ + σZ) =
= β + σT −1V.

Tím jsme z velké £ásti jiº odvodili vlastnosti lineárního mo-
delu:

V¥ta. Uvaºujme lineární model Y = Xβ + σZ.
(1) Pro odhad Ŷ platí

Ŷ = Xβ + σPV, Ŷ ∼ N(Xβ, σ 2PP T ).

(2) Reziduální sou£et £tverc· RSS a normovaný £tverec velikosti
rezidua mají rozd¥lení:

Y − Ŷ ∼ N(0, σ 2RRT ), ∥Y − Y∥2/σ 2 ∼ χ2
n−k .

(3) Náhodná veli£ina b = β + σT −1V má rozd¥lení

b ∼ N(β, σ 2(XTX)−1).

(4) Pro reziduální rozptyl platí (n− k)S2 /σ 2 ∼ χ2
n−k .

(5) St°ední hodnota reziduálního rozptylu je E S2 = σ 2.
(6) Veli£iny b a S2 jsou nezávislé.

D·kaz. Tvar i rozd¥lení Ŷ jsme jiº odvodili. Odtud je ale jiº
z°ejmé, ºe Y − Ŷ = σRU a tím máme ov¥°ené i druhé tvrzení.
Dále máme

∥Y − Y∥2/σ 2 = ∥RU∥2 = ∥U∥2,
kde poslední rovnost plyne z toho, ºe v na²í konstrukci je U vek-
tor sou°adnic pr·m¥tu Z do komplementu ⟨X⟩ a RU je tímto
pr·m¥tem. Velikost vektoru je p°itom dána práv¥ jako sou£et
kvadrát· sou°adnic v libovolné ortonormální bázi.

Je proto náhodný vektor ∥Y − Y∥2/σ 2 sou£tem (n − k)

kvadrát· náhodných veli£in s rozd¥lením N(0, 1), tedy jde
o rozd¥lení χ2

n−k a dokázali jsme zbytek (2).
Dal²í tvrzení vyplývá p°ímo z na²ich de�nic a výpo£t·, zbývá

jen odhadnout varian£ní matici pro b. Z obecných vlastností víme,
ºe má vyjít matice T −1(T T )−1. To je ale stejná matice jako
(XTX)−1 = ((PT )T (PT ))−1.

Tvrzení z (4) je jen p°epsáním informace z (2) a dal²í tvrzení
plyne z toho, ºe st°ední hodnota rozd¥lení χ2 je rovna po£tu stup¬·
volnosti.

Kone£n¥, nezávislost veli£in b a S je d·sledkem toho ºe první
je funkcí vektoru V , zatímco druhá je funkcí vektoru U a tyto vek-
tory jsou nezávislé, protoºe vznikly jako dv¥ komplementární £ásti
z ortogonální transformace vektoru Z. □

V praktických úlohách n¥kdy testujeme hypotézu, zda pro
odhadu st°edních hodnot nesta£í mén¥ parametr·.
�íkáme, ºe náhodný vektor Y spl¬uje podmodel,
kdyº platí zárove¬ Y = Xβ + σZ a
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9.92. Ukaºte, ºe v p°ípad¥ Bernoulliho procesu popsaného náhod-

nou veli£inou X ∼ Bi(n, θ) a apriorní pravd¥podobnosti náhodné

veli£iny θ s beta rozd¥lením, má i aposteriorní pravd¥podobnost op¥t

beta rozd¥lení s vhodnými parametry závislými na výsledku pokusu.

Jaká bude aposteriorní st°ední hodnota veli£iny θ (tj. bayesovský bo-

dový odhad této náhodné veli£iny)?

�e²ení. Jak je zd·vodn¥no v odstavci 9.53 teoretického sloupce, bude

aposteriorní hustota pravd¥podobnosti, aº na násobek vhodnou kon-

stantou, dána jako sou£in apriorní hustoty pravd¥podobnosti

g(θ) = 1
B(a, b)

θa−1(1− θ)b−1

a pravd¥podobnosti sledované veli£inyX za podmínky, ºe nastala hod-

nota θ . Dostáváme tedy za p°edpokladu, ºe v Bernoulliho procesu na-

stalo k zdar·, aposteriorní hustotu (pouºitý znak místo rovnosti zna£í

�proporcionální�)

g(θ |X = k) ∝ P(X = k|θ)g(θ) ∝
∝ θ k(1− θ)n−kθa−1(1− θ)b−1 =
= θa+k−1(1− θ)b+n−k−1.

Dostali jsme tedy, aº na konstantu, kterou nemusíme v·bec vy£íslovat,

skute£n¥ hustotu aposteriorního rozd¥lení pro veli£inu θ s rozd¥lením

B(a + k, b + n− k).
Její aposteriorní st°ední hodnota je

θ̂ = a + k
a + b + n.

Pro n a k jdoucí do nekone£na, tak aby k/n→ p, bude i pro ná² aposte-

riorní odhad platit θ̂ → p. Je tedy vid¥t, ºe p°i velkých hodnotách n a

k bude p°evaºovat pozorovaný podíl úsp¥²ných pokus· nad apriorním

p°edpokladem. Nicmén¥ pro men²í hodnoty je apriorní p°edpoklad na-

opak velice významný. □

9.93. Máme data o nehodovostiN = 20 °idi£· za posledních n = 10
let (k�tá poloºka ozna£uje po£et rok·, ve kterých do²lo k nehod¥ u

k�tého °idi£e):

0, 0, 2, 0, 0, 2, 2, 0, 6, 4, 3, 1, 1, 1, 0, 0, 5, 1, 1, 0.

P°edpokládáme, ºe pravd¥podobnosti nehod u jednotlivých °idi£· jsou

konstanty pj , j = 1, . . . , N .

Odhadn¥te pro kaºdého °idi£e pravd¥podobnost, ºe bude mít ne-

hodu v následujícím roce (nap°. pro ur£ení jeho individuálního pojist-

ného). 2

2Tento p°íklad je p°evzat z p°ísp¥vku M. Friesl, Bayesovské odhady v n¥kterých

modelech, publikováno v: Analýza dat 2004/II (K. Kupka, ed.), Trilobyte Statistical

Software, Pardubice, 2005, pp. 21-33.
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Y = X0β0 + σZ,
kdeX0 má jen q < k sloupc· a p°edpokládáme, ºe sloupceX0 ge-
nerují podprostor v ⟨X⟩, tj. jsou v²echny lineárními kombinacemi
sloupc· v X.

Nyní m·ºeme zopakovat p°edchozí konstrukci a zvolit p°itom
matici P tak, aby jejích prvních q vektor· generovalo ⟨X0⟩. Celé
P tak bude mít tvar (P 0 P 1) a stejn¥ tak se rozpadne i vektor V

V =
(
V 0

V 1

)
=
(
(P 0)TZ

(P 1)TZ

)
.

Dostáváme tak jemn¥j²í rozklad vektor· a jejich velikostí a
p°íslu²ných reziduí

Ŷ 0 = P 0(P 0)T Y = X0β0 + σP 0V 0

Y − Ŷ 0 = σP 1V 1 + σRU
∥Y − Ŷ 0∥2 = σ 2∥V 1∥2 + σ 2∥U∥2(RSS0−RSS)/σ 2 = ∥V 1∥2.

Normovaný rozdíl reziduí má tedy rozd¥lení χ2
k−q . Odtud oka-

mºit¥ vyplývá, ºe statistika F zadaná jako relativní rozdíl reziduí
má Fischerovo-Snedecorovo rozd¥lení

F = (RSS0−RSS)/(k − q)
RSS /(n− k) ∼ Fk−q,n−k .

�asto v praktických situacích skute£n¥ neznáme parametr σ a
nahrazujeme jej jeho odhadem S2 . Místo jednotlivých sloºek bj ∼
N(βj , σ 2cjj ) náhodného vektoru b, kde cjj jsou diagonální prvky
v matici C = (XTX)−1, pak pracujeme se statistikami

Tj = bj − βj
S
√
cjj
∼ tn−k .

Tyto veli£iny jiº samoz°ejm¥ nemusí být nezávislé.
V p°ípad¥, ºe bychom nep°edpokládali plnou hodnost ma-

tice X, pouºívali bychom v obdobných úvahách místo matice
C = (XT X)−1 matici pseudoinverzní.

9.57. P°íklady test·. Jako ilustraci velmi stru£n¥ zmíníme
n¥kolik p°íklad· pouºití lineárních model· v nej-
jednodu²²ích typech test·. Úpln¥ nejjednodu²²í je
to v p°ípad¥ jediného výb¥ru, kdy testujeme, zda

jediný parametr β je roven dané hodnot¥ β0.
Pro tento p°ípad m·ºeme zvolit maticiX s jediným sloupcem

plným jedni£ek. Výraz

Y = Xβ + σZ
tedy zna£í, ºe jednotlivé komponenty v Y jsou nezávislé veli£iny
Yi ∼ Nβ, σ 2, jde tedy obvyklý náhodný výb¥r rozsahu n z normál-
ního rozd¥lení. Z na²ich obecných úvah okamºit¥ vidíme odhad

b = (XTX)−1XT Y = 1
n

n∑
i=1

Yi = Ȳ

S2 = 1
n− 1

∥Y −XȲ∥2 = 1
n− 1

n∑
i=1

(Yi − Ȳ )2,

coº jsou práv¥ výb¥rový pr·m¥r a rozptyl, se kterými jsme jiº
po£ítali.

Zajímavá je v tomto kontextu hlavn¥ statistika

T = Ȳ − β0

S

√
n
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�e²ení. Zavedeme si náhodné veli£iny Xij s hodnotami 0, kdyº i-tý
°idi£ v j -tém roce nem¥l ºádnou nehodu, a hodnotami 1 pokud nehodu
m¥l. Jednotlivé roky povaºujeme za nezávislé, m·ºeme proto p°edpo-

kládat, ºe náhodné veli£iny Sj = ∑n
i=1Xji udávající po£et nehod za

v²ech n = 10 let mají rozd¥lení Bi(n, pj ).
Samoz°ejm¥ bychom mohli odhadnout pravd¥podobnosti pro

v²echny °idi£e spole£n¥, tj. pomocí aritmetického pr·m¥ru

p̂ = 1
N

n∑
j=1

Sj
1
n
= 1

20
29
10
= 0,145.

Kdyº ale uváºíme homogennost rozd¥lení veli£in Xj , t¥ºko je lze po-

vaºovat za shodné, proto bude takovýto odhad jist¥ zavád¥jící.

Opa£ný extrém, tj. zcela nezávislý a individuální odhad

p̂j = 1
n
Sj

je samoz°ejm¥ také nevhodný, protoºe jist¥ nechceme p°edepisovat nu-

lové pojistné, dokud nedojde k první nehod¥.

Jako realistický se jeví postup, ve kterém vyuºijeme stejný p°ed-

poklad apriorního rozd¥lení pravd¥podobnosti pj nehodovosti u jed-

notlivých °idi£·. V praxi se zpravidla pouºívá model s Poissonovým

rozd¥lením Po(λj ) u j -tého °idi£e s dal²ími p°edpoklady o rozd¥lení

parametru λ mezi °idi£i. Docela dob°e (a hlavn¥ jednodu²e) m·ºeme

také p°edpokládat, ºe v na²em p°ípad¥ p·jde o rozd¥lení pj ∼ β(a, b)
s vhodnými parametry a, b, které by m¥ly odráºet kumulované vý-

sledky v²ech °idi£·. Poj¤me tedy touto cestou.

Z p°edchozího p°íkladu pak víme, ºe aposteriorní rozd¥lení

pravd¥podobností bude (pj |Sj = k) = β(a + k, b + n − k), takºe
p°íslu²ná st°ední hodnota bude

p̂bj =
a + k

a + b + n.
Srovnejme si tento odhad s vý²e uvedeným spole£ným odhadem p̂

a individuálním p̂j . Zave¤me si k tomu hodnoty p0 = a
a+b , tj.

st°ední hodnotu apriorního spole£ného rozd¥lení pro v²echny °idi£e,

a n0 = a + b. Dostáváme

p̂bj =
(a + b)a

(a + b + n)(a + b) +
nk

(a + b + n)n =
n0

n0 + np0+ n

n0 + np̂j ,
coº je lineární kombinace st°ední hodnoty p0 a individuálního odhadu

p̂j .

Zbývá nám tedy uº jen smyslupln¥ odhadnout neznámé parametry

a, b. Víme p°itom

EXji = E E(Xji |p) = Ep = p0

E var(Xji |p)
var E(Xji |p) =

E(p(1− p))
varp

= a + b = n0
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Testování hypotézy β = β0 se nazývá jednovýb¥rový t-test.
Na hladin¥ α hypotézu zamítáme, kdyº je |T | ≥ tn−1(α).

Obdobné jednoduché vyuºití obecného modelu se nazývá pá-
rový t-test. Je vhodný na p°ípady, kdy testujeme dvojice náhodných
vektor· W1 = (Wi1) a W2 = (Wi2), o rozdílech jejichº kompo-
nent Yi = Wi1 −Wi2 víme, ºe mají rozd¥lení N(β, σ 2). Pot°ebu-
jeme navíc, aby byly veli£iny Yi nezávislé (coº ne°íká, ºe musí
být nezávislé jednotlivé dvojice Wi1 a Wi2!). M·ºeme si v kon-
textu na²eho ilustra£ního p°íkladu z 9.50 p°edstavit t°eba hodno-
cení dvou r·zných vyu£ujících týmº studentem.

Testujeme hypotézu, ºe pro v²echna i je EWi1 = EWi2. Je
zjevné, ºe Y = W1 −W2 bude spl¬ovat Pouºíváme tedy statistiku

T = W̄1 − W̄2

S

√
n.

Zmíníme je²t¥ jeden jednoduchý p°íklad s více parametry.
P·jde o klasický p°ípad regresní p°ímky.

P°edpokládáme, ºe veli£iny Yi , i = 1, . . . , n mají rozd¥lení
N(β0 + β1xi, σ

2), kde xi jsou dané konstanty. Zkoumáme tedy co
nejlep²í aproximaci

Yi = b0 + b1xi

a matice X p°íslu²ného lineárního modelu je

XT =
(

1 1 . . . 1
x1 x2 . . . xn

)
.

Dosazením do obecných vztah· snadno spo£teme odhad(
b0
b1

)
=
(
n x̄

nx̄
∑n
i=1 x

2
i

)−1 (
nȲ∑n
i=1 xiYi

)
=

=
( n∑
i=1

(xi − x̄)2
)−1 ( 1

n

∑n
i=1 x

2
i −x̄−x̄ 1

)(
nȲ∑n

i=1 xiYi .

)
Odtud uº po drobné úprav¥ vychází

b1 =
∑n
i=1(xi − x̄)(Yi − Ȳ )∑n

i=1(xi − x̄)2
a kone£n¥ spo£teme b0 = Ȳ − b1x̄. Z výpo£tu je p°itom vid¥t, ºe

var b1 = σ 2/

n∑
i=1

(xi − x̄)2.

Pro testování hypotézy, zda st°ední hodnota veli£iny Y nezá-
visí na x, tj. H0 je tvaru β1 = 0, m·ºeme tedy pouºít statistiku

T = b1

S

(
n∑
i=1

(xi − x̄)2
)1/2

∼ tn−2 .

Úpln¥ obdobn¥ vypadá statistická analýza vícenásobné re-
grese, kde máme n¥kolik sad hodnot xij a vyhodnocujeme statis-
tickou relevanci aproximace

Yi = b0 + b1x1i + · · · + bkxki .
Jednotlivé statistiky Tj zde umoº¬ují t-test závislosti regrese na
jednotlivých parametrech. Softwarové balí£ky zpravidla uvádí také
parametr vyjad°ující, jak dob°e jsou celkov¥ hodnoty Yi aproximo-
vány. �íkává se mu koe�cient determinace

R2 = 1− RSS∑n
i=1(Yi − Ȳ )2

.

585

a p°itom veli£iny na levých stranách m·ºeme p°ímo odhadnout.

EXij = E E(Xji |p) ≃ 1
N

N∑
j=1

p̂j

E var(Xji |p) ≃ 1
N

N∑
j=1

( n

n− 1
p̂j (1− p̂j )

)
var E(Xji |p) ≃ s2p̂j

− 1
nN

N∑
j=1

( n

n− 1
p̂j (1− p̂j )

)
,

kde s2
p̂j

ozna£uje výb¥rový rozptyl mezi individuálními odhady

(£tená° si m·ºe promyslet, ºe ode£tením posledního výrazu vpravo

zaji²´ujeme, aby i poslední odhad byl nestranný).

Protoºe pro uvedená data takto dostáváme n0 ≃ 3,8643 a

p0 ≃ 0,1450, vyjde nám bayesovský odhad individuální pravd¥po-

dobnosti nehod

p̂bj = 0,154 · 0,145+ 0,846 · p̂j .
Jde tedy o kombinaci spolehlivého odhadu p̂ = 0,145 kolektivní

pravd¥podobnosti p0 s individuálním (frekven£ním) odhadem p̂j ,

který je po°ízen z malého po£tu pozorování n = 10 u jediného °idi£e.

□

L. Zpracování vícerozm¥rných dat

N¥kdy pot°ebujeme zpracovat vícerozm¥rná data: u kaºdého

z n objekt· ur£ujeme p znak·. Nap°íklad m·ºeme zkoumat známky

r·zných ºák· z r·zných p°edm¥t·.

9.94. Ve svých pokusech pozoroval J.G.Mendel 10 rostlin hrachu a

na kaºdé z nich po£et ºlutých a zelených semen. Výsledky pokusu jsou

shrnuty v následující tabulce:

£íslo rostliny 1 2 3 4 5 6 7 8 9 10
po£et ºlutých 25 32 14 70 24 20 32 44 50 44
po£et zelených 11 7 5 27 13 6 13 9 14 18

celkem 36 39 19 97 37 26 45 53 64 62

Z genetických model· vyplývá, ºe pravd¥podobnost výskytu ºlu-

tého semene by m¥la být 0,75 a zeleného 0,25. Na asymptotické hla-

din¥ významnosti 0,05 testujte hypotézu, ºe se výsledkyMendelových

pokus· shodují s modelem.

�e²ení. Hypotézu budeme testovat testem dobré shody. Pouºijeme sta-

tistiku

K =
r∑
j=1

(nj − npj )
npj

,
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9.58. V praktických situacích se velmi £asto setkáváme s pro-
blémy, kdy jsou bu¤ rozd¥lení základních statis-
tických soubor· úpln¥ neznámá nebo jsou v mo-
delu p°edpokládané chyby a odchylky s nenulovou

st°ední hodnotou a jiným neº normálním rozd¥lením. V t¥chto si-
tuacích je vyuºití klasické frekven£ní statistiky bu¤ velmi obtíºné
nebo zcela nemoºné.

Existují ale p°ístupy, jak pracovat p°ímo nad výb¥rovým sou-
borem a odvozovat statistiky bodových £i intervalových odhad·
nebo pravd¥podobnostní úsudky v obdob¥ k p°edchozím bod·m,
v£etn¥ vy£íslování standardních chyb.

Jedním ze zásadních pr·kopnických £lánk· v tomto sm¥ru
byla jiº v roce 1981 publikovaná stru£ná práce Bradleyho Efrona ze
Stanfordu Nonparametric estimates of standard error: The jackk-
nife, the bootstrap and other methods.4. Klí£ová slova v tomto
£lánku jsou: Balanced repeated replications; Bootstrap; Delta me-
thod; Half-sampling; Jackknife; In�nitesimal jackknife; In�uence
function.

Nemáme tu prostor pro podrobn¥j²í rozbor t¥chto technik,
které jsou základem neparametrickýchmetod v sou£asných softwa-
rových statistických nástrojích. Pro ilustraci jen stru£n¥ zmi¬me po-
stup vmetod¥ bootstrap. Softwarovými prost°edky v tomto p°ípad¥
z daného výb¥rového souboru vytvá°íme nové a nové výb¥rové sou-
bory stejného rozsahu (p°i£emº skute£n¥ provádíme výb¥r s vráce-
ním vybrané jednotky do základního souboru) a pro kaºdý z nich
sledujeme pot°ebné statistiky (výb¥rový pr·m¥r, rozptyl apod.).
Po velkém po£tu opakování tohoto postupu tak získáme soubor,
který povaºujeme za relevantní p°iblíºeni pravd¥podobnostního
rozloºení zkoumané statistiky. Charakteristiky tohoto souboru po-
vaºujeme za dobré p°iblíºení charakteristik zkoumané statistiky p°i
bodových £i intervalových odhadech, analýze rozptylu apod.

4Biometrika (1981), 68, 3, pp. 589-99
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kde r je po£et t°ídících interval· (m¥°ení; v na²em p°ípad¥ r = 10),
nj je skute£n¥ nam¥°ená £etnost znaku ve zvoleném t°ídícím inter-

valu (budeme po£ítat mnoºství ºlutých semen), pj o£ekávaná £et-

nost (podle p°edpokládaného rozloºení), v na²em p°ípad¥ pj = 0,75,
j = 1, . . . , 10. Pokud by se výsledky pokusu skute£n¥ °ídily na²ím

modelem, pak by K ≈ χ2(r − 1 − p), kde p je po£et odhadovaných

parametr· v p°edpokládaném rozloºení pravd¥podobnosti. V na²em

p°ípad¥ je to obzvlá²t¥ jednoduché, nebo´ ná² model ºádné neznámé

parametry neobsahuje, je tedy p = 0 (parametry se mohou vyskyt-

nout, pokud nap°íklad p°edpokládáme, ºe rozloºení pravd¥podobnosti

v na²em pokusu bude normální, ov²em s neznámým rozptylem a

st°ední hodnotou; potom by p = 2). Bude tedy K ≈ χ2(9). Statistika
se doporu£uje pouºívat, pokud je o£ekávaná £etnost znaku v kaºdém

z t°ídících interval· alespo¬ p¥t.

Zapi²me data do tabulky:

j nj pj npj
(nj −npj )

2

npj

1 25 0,75 27 0,148148
2 32 0,75 29, 25 0,258547
...

...
...

...
...

10 44 0,75 46,5 0,134409
Hodnota statistiky K pro daná data je

K = 0,148148+ 0,258547+ · · · + 0,134409 = 1,797495.

Tato hodnota je men²í neº χ2
0,95(9) = 16,9, nulovou hypotézu na

hladin¥ významnosti 0,05 tedy nezamítáme (nevylu£ujeme tedy, ºe

známý model d¥di£nosti skute£n¥ platí).

□
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�e²ení cvi£ení

9.21. 3
5 · 2

3 + 2
5 · 1 = 4

5 .

9.41. Jednodu²e a = 3
8 . Distribu£ní funkce náhodné veli£iny X je tedy FX(t) = 1

8 t
3 pro t ∈ (0, 2), pro

men²í t je tato funkce nulová, pro v¥t²í rovna 1. Ozna£me Z = X3 náhodnou veli£inu ozna£ující objem

krychle. Ten je v intervalu (0, 8), pro t ∈ (0, 8) a distribu£ní funkci FZ náhodné veli£iny Z tedy m·ºeme

psát FZ(t) = P [Z < t] = P [X3 < t] = P [X < 3√t] = FX(
3√t) = 1

8 t, hustota pravd¥podobnosti je pak

fZ(t) = 1
8 na intervalu (0, 8), jinak nula, jedná se tedy o rovnom¥rné rozd¥lení pravd¥podobnosti na daném

intervalu, st°ední hodnota je tudíº 4.

9.55. EU = 1 · 0,6+ 2 · 0,4 = 1,4, EU2 = 0,4+ 4 · 0,4 = 2,2 EV = 0,3+ 0,6+ 1,2 = 2,1, EV 2 = 0,3+
+ 1, 2+3,6 = 5,1,E(UV ) = 2,8, var(U) = 2,2−1,42 = 2,2−1,96 = 0,24, var(V ) = 5,1 − 4,41 = 0,69,

cov(UV ) = 2,8− 1,4 · 2,1 = −0,14, ρU,V = −0,14√
0,24·0,69

.= 0, 39.

9.56. EX = 1/3, var2X = 4/45.
9.57.

ρX,Y = −1.

9.58. ϱU,V
.= −0, 421.


